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Prologo

Il terrore di Hofstadter




I computer sembrano diventare piú intelligenti a un ritmo allarmante. Ma esiste una cosa che ancora non sanno fare, e cioè cogliere l’ironia. Era questo il mio pensiero qualche anno fa quando, recandomi a un meeting sull’intelligenza artificiale (IA), mi ero persa dentro quella capitale della ricerca e della scoperta che è Googleplex, il quartier generale di Google, a Mountain View in California. Per ironia della sorte, mi ero persa dentro l’edificio di Google Maps. Un’ironia al quadrato!

L’edificio l’avevo trovato facilmente. Davanti al suo ingresso principale era infatti parcheggiata un’auto di Google Street View, che montava sul tetto la sua mastodontica appendice coronata da una videocamera a forma di pallone da calcio rosso e nero. Ma una volta all’interno, con il badge da «visitatore» bene in vista che mi aveva rilasciato la security, vagai imbarazzata attraverso i meandri di postazioni affollate da dipendenti muniti di auricolari e intenti a digitare sui propri desktop Apple. Dopo aver cercato un po’ a caso (senza mappa) trovai finalmente la sala conferenze assegnata alla riunione di quel giorno, e mi unii ai partecipanti già presenti.

Il meeting, svoltosi a maggio del 2014, era organizzato da Blaise Agüera y Arcas, un giovane informatico che aveva appena rinunciato a un posto di prestigio alla Microsoft per guidare l’iniziativa di Google nel campo della machine intelligence. Quando nacque, nel 1998, Google proponeva un unico «prodotto», vale a dire un sito web che usava un nuovo metodo, di straordinario successo, per svolgere le ricerche sul web. Anno dopo anno, quella di Mountain View è diventata la piú grande tech company al mondo, e oggi offre un’ampia serie di prodotti e di servizi, come Gmail, Google Docs, Google Translate, YouTube, Android, che molti di voi utilizzano ogni giorno, e altri che forse non avete nemmeno sentito nominare.

I fondatori di Google Larry Page e Sergey Brin accarezzano da tempo l’idea di creare l’intelligenza artificiale nei computer, e questa ricerca è ormai un obiettivo centrale della loro azienda, che ha assunto nell’ultimo decennio una marea di esperti di IA. Una figura di spicco è il celebre e controverso inventore e futurologo Ray Kurzweil, teorico di una singolarità tecnologica, vale a dire di un’epoca prossima ventura in cui i computer saranno piú intelligenti dell’uomo. Google lo ha assunto affinché l’aiutasse a trasformare questa visione in realtà. Nel 2011 l’azienda ha creato un proprio gruppo di ricerca nel campo dell’IA, Google Brain; in seguito avrebbe acquisito numerose start up nel campo dell’IA dai nomi altrettanto benauguranti, come Applied Semantics, DeepMind e Vision Factory.

In poche parole, Google non è piú un semplice portale di ricerca sul web, anzi! Sta rapidamente diventando un’azienda di IA applicata. L’IA è il collante che unifica i vari prodotti, i vari servizi e le varie attività di ricerca offerte da Google e da Alphabet, la casa madre. L’ambizione ultima dell’azienda si rispecchia nella dichiarazione originaria della mission di DeepMind, che fa a propria volta parte del gruppo: «spiegare l’intelligenza e impiegarla per risolvere ogni altra cosa»1.

IA e Geb.

Ero entusiasta all’idea di partecipare alla riunione sull’IA di Google. Mi occupo di vari aspetti di questa disciplina da quando mi laureai negli anni Ottanta, e le recenti imprese di quest’azienda mi avevano sbalordito; e poi pensavo di contribuire io stessa con qualche buona idea. Tuttavia, a essere sincera, quel giorno ero là come semplice accompagnatrice. La riunione era organizzata affinché un gruppo scelto di ricercatori di Google nel campo dell’IA ascoltasse e conversasse con Douglas Hofstadter, una leggenda nel mondo dell’IA e l’autore del celebre libro, dal titolo criptico, Gödel, Escher, Bach: un’Eterna Ghirlanda Brillante, o piú sinteticamente Geb. Se siete un esperto di computer o un appassionato di queste macchine, forse ne avrete già sentito parlare, o magari l’avrete letto o avrete provato a farlo.

Scritto negli anni Settanta, Geb rifletteva le molte passioni intellettuali di Hofstadter – la matematica, l’arte, la musica, il linguaggio, l’umorismo e i giochi di parole – chiamate nel loro insieme a confrontarsi con domande profonde come queste: come fanno l’intelligenza, la coscienza e il senso di autoconsapevolezza, che ogni essere umano prova in modo cosí fondamentale, a scaturire dal substrato non intelligente, non cosciente delle cellule biologiche? E in che modo l’intelligenza e la consapevolezza di sé potrebbero essere prima o poi realizzate dai computer? È un libro unico; non ne conosco altri di simili, neppure lontanamente. Non è di facile lettura, eppure è diventato un bestseller e ha vinto il Pulitzer e il National Book Award. Geb ha indubbiamente spinto, piú di ogni altro libro, le giovani generazioni a dedicarsi allo studio dell’IA. E tra quei giovani c’ero anch’io.

Nei primi anni Ottanta – ero da poco laureata in matematica – vivevo a New York e insegnavo, insoddisfatta, questa materia in una scuola privata; intanto riflettevo su cosa volevo fare «da grande». Venni a conoscenza di Geb dopo averne letto una recensione entusiasta su «Scientific American». Mi fiondai a comprare il libro, e nelle settimane successive lo divorai, convincendomi sempre piú che volevo, oltre che diventare una ricercatrice nel campo dell’IA, lavorare proprio con Douglas Hofstadter. Mai avevo provato una sensazione cosí forte per un libro, o verso la scelta di una carriera.

All’epoca, Hofstadter insegnava informatica all’Università dell’Indiana, e il mio utopistico progetto era fare domanda per un dottorato in informatica proprio là, arrivare sul posto e persuaderlo ad accettarmi come studentessa. Vi era però un problema non da poco: non avevo mai seguito corsi di informatica. Certo, ero cresciuta tra i computer: mio padre era un ingegnere hardware in una start up tecnologica negli anni Sessanta, e per hobby aveva costruito un mainframe nel salotto di casa; il suo Sigma 2, grande come un frigorifero, esibiva una placchetta magnetica con su scritto «io prego in Fortran», e da bambina ero quasi convinta che pregasse davvero cosí, nella quiete della notte mentre il resto della famiglia dormiva. Negli anni Sessanta e Settanta, avevo acquisito i rudimenti di ciascuno dei linguaggi di programmazione in voga all’epoca: il Fortran, poi il Basic e dopo ancora il Pascal; ma ero quasi all’oscuro delle tecniche di programmazione, per non dire di tutto ciò che in piú una matricola di una facoltà di scienze informatiche deve sapere.

Per realizzare rapidamente il mio piano, alla fine dell’anno scolastico lasciai il lavoro da insegnante, mi trasferii a Boston, e cominciai a seguire qualche corso introduttivo di computer science, per prepararmi al mio nuovo percorso di studio. Erano passati solo pochi mesi di questa nuova vita quando, in attesa che iniziasse una lezione, nel campus del Massachusetts Institute of Technology (Mit) il mio sguardo cadde su una locandina che annunciava, di lí a due giorni, un seminario di Douglas Hofstadter. Dovetti rileggere una seconda volta: non credevo alla mia buona sorte! Andai ad ascoltare il seminario, e dopo avere atteso a lungo il mio turno in una folla di ammiratori, riuscii alla fine a parlare con l’oratore. Stava trascorrendo – mi spiegò – un anno sabbatico al Mit, dopodiché si sarebbe trasferito dall’Indiana all’Università del Michigan, ad Ann Arbor.

Per farla breve, dopo avere insistentemente tallonato Hofstadter, lo convinsi a prendermi, dapprima per un’estate come assistente ricercatrice, e poi per i successivi sei anni come studente; dopodiché avrei conseguito il dottorato in informatica all’Università del Michigan. Lui ed io siamo rimasti in stretto contatto nel corso degli anni e abbiamo discusso a lungo sull’IA. Hofstadter era a conoscenza del mio interesse per la ricerca di Google sull’IA, e fu cosí gentile da invitarmi come accompagnatrice alla riunione a Mountain View.

Gli scacchi e il primo seme del dubbio.

Il gruppo nella sala conferenze che avevo trovato solo a fatica era formato da una ventina di ingegneri (piú Douglas Hofstadter e la sottoscritta), appartenenti ai vari team di IA di Google. Come è consuetudine in ogni meeting, i primi minuti erano riservati ai convenevoli e a giracchiare per la sala, per fare conoscenza. Diversi convenuti osservarono che il proprio percorso nell’IA era stato stimolato dalla lettura di Geb quand’erano giovani: erano entusiasti e curiosi di ascoltare che cosa avrebbe raccontato sull’IA il leggendario Hofstadter. Quando venne il suo turno, si alzò e prese la parola. «Ho alcune considerazioni da fare sulle ricerche nell’IA in generale, e qui a Google in particolare». La sua voce si infervorò. «Sono terrorizzato! Sí, avete sentito bene, terrorizzato!»

L’autore di Geb proseguí2. Sottolineò come l’IA fosse una prospettiva entusiasmante negli anni Settanta, quando lui aveva cominciato a lavorarci, ma che allora sembrava cosí lontana dal concretizzarsi che non si profilavano «pericoli all’orizzonte; nessuna percezione che stesse realmente accadendo». Creare macchine con un’intelligenza simile a quella umana era una grande avventura intellettuale, un progetto di ricerca a lungo termine, la cui realizzazione, si diceva, è perlomeno a «cento premi Nobel di distanza»3. Hofstadter credeva che, in linea di principio, l’IA fosse possibile; semmai «il “nemico” era costituito da persone come John Searle, Hubert Dreyfus e altri scettici, i quali sostenevano che fosse impossibile. Costoro non comprendevano che un cervello è un ammasso di materia che obbedisce a leggi fisiche e che il computer può simulare ogni cosa… il livello dei neuroni, dei neurotrasmettitori, e cosí via. In teoria è qualcosa che si può fare». In effetti, le idee di Hofstadter sulla simulazione dell’intelligenza a vari livelli – dai neuroni alla coscienza – sono state discusse a lungo in Geb, e su di esse si sono fondate le sue ricerche nel corso di decenni. Ma in pratica, fino a poco tempo fa lui pensava che l’IA generale «di livello umano» non avesse alcuna possibilità di realizzarsi mentre lui o addirittura i suoi figli erano in vita, e perciò non era preoccupato piú di tanto.

Nelle pagine finali di Geb Hofstadter elenca «Dieci domande con tentativi di risposta» sull’intelligenza artificiale. Una di queste recita: «Vi saranno programmi per giocare a scacchi in grado di battere chiunque?» L’ipotesi dell’autore era decisamente «no». «Vi potranno essere programmi in grado di battere chiunque a scacchi, ma non saranno esclusivamente programmi per giocare a scacchi. Saranno programmi di intelligenza generale»4.

Durante quella riunione di Google del 2014 Hofstadter ammise di essersi «totalmente sbagliato». Il rapido miglioramento dei programmi di scacchi negli anni Ottanta e Novanta aveva piantato i primi semi del dubbio nella sua stima delle prospettive a breve termine dell’IA. Benché il pioniere dell’IA Herbert Simon avesse predetto già nel 1957 che «entro dieci anni» un programma di scacchi sarebbe stato campione del mondo, al tempo in cui Hofstadter stava scrivendo Geb i migliori programmi informatici di scacchi avevano appena raggiunto il livello di un giocatore dilettante. Hofstadter aveva stretto amicizia con Eliot Hearst, un campione di scacchi e professore di psicologia, il quale aveva ampiamente scritto sulle differenze tra i grandi giocatori di scacchi e i software per giocare a scacchi. Gli esperimenti rivelavano che i grandi giocatori si affidano per decidere una mossa al riconoscimento rapido di pattern sulla scacchiera, piú che alla pura e semplice ricerca per anticipazione utilizzata da tutti i programmi di scacchi. Durante una partita, i migliori giocatori percepiscono in una configurazione di pezzi un particolare «tipo di posizione» che richiede un certo «tipo di strategia». In altre parole, questi giocatori riconoscono al volo particolari configurazioni e strategie come esempi di concetti di livello superiore. A giudizio di Hearst, senza tale capacità generale di percepire pattern e di riconoscere concetti astratti, i programmi di scacchi non avrebbero mai raggiunto il livello dei migliori giocatori umani. Le argomentazioni di Hearst avevano convinto Hofstadter.

Eppure, negli anni Ottanta e Novanta gli scacchi al computer fecero un grande balzo in avanti, generato essenzialmente dal vertiginoso aumento della velocità di queste macchine. I programmi migliori giocavano ancora in un modo tutt’altro che umano: eseguivano un’estesa ricerca per anticipazione per decidere la mossa successiva. Ma a metà degli anni Novanta, Deep Blue, la macchina della Ibm dotata di un hardware specializzato per giocare a scacchi, aveva raggiunto il livello di Gran maestro, e nel 1997 il programma sconfisse il campione del mondo in carica Garry Kasparov in una sfida in sei partite. La bravura scacchistica, considerata un tempo il culmine dell’intelligenza umana, aveva ceduto all’approccio alla base di Deep Blue.

La musica, ultimo baluardo del genere umano.

Malgrado la vittoria di Deep Blue avesse generato non poca preoccupazione nella stampa circa l’ascesa di macchine intelligenti, una «vera» IA sembrava ancora ben al di là da venire. È vero, Deep Blue giocava a scacchi, ma altro non sapeva fare. Se Hofstadter si era sbagliato su questo gioco, non aveva ancora cambiato opinione sulle altre domande avanzate in Geb, in particolare quella da lui posta in cima alla lista:


DOMANDA: Un calcolatore sarà mai in grado di scrivere buona musica?

TENTATIVO DI RISPOSTA: Sí, ma non tanto presto.



Hofstadter continuava:


La musica è un linguaggio di emozioni, e finché i programmi non avranno emozioni complesse come le nostre non sarà possibile che un programma scriva qualcosa di bello. Potranno esservi «contraffazioni» superficiali, imitazioni della sintassi musicale preesistente; ma nonostante ciò che si può pensare a prima vista, vi è molto di piú nell’espressione musicale di quanto si possa catturare in regole sintattiche. […] Considero grottesca e un’inaccettabile sottovalutazione della profondità dello spirito umano la posizione di chi pensa, e c’è chi lo pensa, che tra breve potremmo essere in grado di ordinare a una «scatola per musica» preprogrammata, prodotta in serie per una diffusione di massa a basso costo, di tirar fuori dai suoi sterili circuiti pezzi che Chopin e Bach avrebbero potuto scrivere se fossero vissuti piú a lungo5.



Egli descriveva il proprio tentativo di risposta come «una delle parti piú importanti di Geb – ci avrei scommesso la vita».

A metà degli anni Novanta, la sua fiducia nella propria valutazione dell’IA fu scossa una seconda volta – e stavolta da cima a fondo – quando s’imbatté in un programma scritto dal musicista David Cope. Il programma si chiamava Experiments in Musical Intelligence, o Emi (pronunciato «Emmy»). Cope, compositore e docente di musica, aveva originariamente sviluppato Emi affinché lo aiutasse nella fase di composizione, creando automaticamente dei brani nello stile specifico dello stesso Cope. Ma Emi divenne famosa per avere creato brani nello stile di compositori classici come Bach e Chopin. Il programma compone seguendo un ampio insieme di regole, appositamente sviluppate dal suo creatore per cogliere una sintassi generale di composizione; le regole sono poi applicate a numerosi esempi dell’opera di un compositore, per produrre un nuovo brano «nello stile» di quel compositore.

Nella sala conferenze di Google, Hofstadter raccontò con straordinaria emozione i propri incontri con Emi:


Mi sedetti al pianoforte e suonai una delle mazurke di Emi «nello stile di Chopin». Non sembrava proprio Chopin, ma era abbastanza simile a Chopin, e sembrava una musica coerente, tale da turbarmi profondamente.

Sin da quando ero bambino, la musica mi emoziona e mi tocca nel profondo. E ognuno dei miei brani preferiti è come se fosse un messaggio proveniente direttamente dall’animo dell’essere umano che l’ha composto. Era come se mi permettessero di accedere alla loro anima piú riposta. Si ha come la sensazione che nulla vi sia di piú umano al mondo dell’espressione della musica. Nulla! L’idea che la manipolazione di schemi piú superficiali possa generare qualcosa, come se provenisse dal cuore di un essere umano, è molto, ma molto inquietante. Tutto questo mi aveva letteralmente sconvolto.



Hofstadter ricordò poi una lezione che aveva tenuto alla prestigiosa Eastman School of Music, a Rochester, nello Stato di New York. Dopo aver descritto Emi, Hofstadter domandò all’uditorio, lí alla Eastman – che includeva diversi docenti di teoria musicale e di composizione –, di indovinare quale di due brani suonati per loro da un pianista era una mazurka (poco nota) di Chopin e quale era stata composta da Emi. Come avrebbe piú tardi ricordato uno dei partecipanti, «la prima mazurka aveva grazia e fascino, ma non il grado d’invenzione né la grande fluidità di un “vero Chopin”… La seconda era chiaramente un Chopin autentico, con una melodia lirica, con delicate modulazioni cromatiche, e con una forma naturale ed equilibrata»6. Molti docenti si trovarono d’accordo e, con sgomento di Hofstadter, attribuirono a Emi il primo brano e al «vero Chopin» il secondo. Esattamente il contrario di come stavano le cose.

In sala, Hofstadter fece una pausa e ci scrutò in volto. Nessuno proferí parola. Proseguí. «Emi suscitò in me terrore. Proprio cosí, terrore! Lo odiavo, e lo percepivo come una minaccia, tale da distruggere ciò che piú amavo della natura umana. Credo che Emi riflettesse alla perfezione le paure che ora io nutro rispetto all’intelligenza artificiale».

Google e la Singolarità.

Hofstadter accennò poi al senso di profonda ambivalenza che provava verso ciò che la stessa Google stava cercando di realizzare nel campo dell’IA, vale a dire le automobili a guida autonoma, il riconoscimento vocale, la comprensione del linguaggio naturale, la traduzione da una lingua all’altra, l’arte generata al computer, la composizione musicale, e altro ancora. Le sue preoccupazioni erano ribadite dal fatto che Google avesse accolto Ray Kurzweil e la sua visione della Singolarità. Secondo tale teoria l’IA, alimentata dalla propria capacità di migliorare se stessa e d’imparare da sé, presto raggiungerà, e poi supererà, l’intelligenza umana. A quanto pareva, Google si stava prodigando per realizzare il prima possibile questa visione. Pur mettendo decisamente in dubbio la premessa della Singolarità, Hofstadter ammetteva che le previsioni di Kurzweil lo turbavano. «Ero terrorizzato dagli scenari che venivano prefigurati; continuavo a essere molto scettico, eppure al contempo pensavo: chissà, anche se sui tempi si sbagliano, se avessero ragione loro? Saremo colti totalmente alla sprovvista. Penseremo che nulla sta accadendo e poi d’un tratto, prima ancora di rendercene conto, i computer saranno piú intelligenti di noi».

Se ciò accadrà «saremo sostituiti. Saremo dei derelitti. Finiremo nella polvere».

«Forse tutto questo accadrà, ma non voglio che succeda presto. Non voglio che i miei figli vengano spazzati via».

Hofstadter concluse rivolgendosi direttamente agli ingegneri di Google in sala, che ascoltavano: «Trovo molto inquietante, molto preoccupante, molto triste, e ritengo sia terribile, orripilante, bizzarro, sconcertante, stupefacente che degli esseri umani si affannino in modo cieco e dissennato a creare tali cose».

Perché Hofstadter è terrorizzato?

Mi guardai intorno. L’uditorio pareva sconcertato, imbarazzato persino. Per i ricercatori IA di Google nulla di tutto questo era minimamente terrificante. In realtà era una vecchia storia. Quando Deep Blue batté Kasparov, quando Emi iniziò a comporre mazurke nello stile di Chopin, e quando Kurzweil scrisse il primo libro sulla Singolarità, molti di questi ingegneri frequentavano le superiori, probabilmente avevano letto e amato Geb, benché le sue previsioni sull’IA fossero un po’ datate. La ragione per cui stavano lavorando per Google era proprio perché volevano che l’IA diventasse realtà – e non fra un centinaio d’anni, ma adesso, il prima possibile. Non si capacitavano di che cosa allarmasse cosí tanto Hofstadter.

Chi lavora nel campo dell’IA s’imbatte ogni giorno nelle paure dei profani, influenzati verosimilmente dai molti film di fantascienza che raccontano di macchine superintelligenti che diventano malvagie. I ricercatori nel campo dell’IA hanno anche familiarità con la paura che un’IA via via piú elaborata sostituisca gli esseri umani in alcune professioni, che l’IA applicata a enormi database possa minare la privacy e permettere subdole discriminazioni, che sistemi di IA mal congegnati, cui sia permesso di prendere decisioni autonome, possano provocare disastri.

Il terrore di Hofstadter era la reazione a qualcosa di completamente diverso. Non riguardava il fatto che l’IA potesse diventare troppo intelligente, troppo invasiva, troppo malvagia, o addirittura troppo utile. Era terrorizzato, invece, dal fatto che l’intelligenza, la creatività, le emozioni, e forse persino la coscienza, fossero troppo facili da produrre – che la cosa per lui piú preziosa del genere umano finisse per diventare nulla piú di un «trucchetto», che un superficiale insieme di brutali algoritmi privi di ragione potesse spiegare lo spirito umano.

Come Geb aveva abbondantemente chiarito, Hofstadter crede con tutto se stesso che la mente e le sue caratteristiche emergano in toto dalla struttura fisica del cervello e del resto del corpo, oltre che dall’interazione del corpo con il mondo fisico; che in tutto ciò non si annidi nulla di immateriale o d’incorporeo. La questione che realmente lo preoccupa è la complessità. Teme che l’IA possa rivelarci che sia terribilmente semplice meccanizzare le qualità umane per noi piú preziose. Come lui stesso mi spiegò alla fine del meeting, riferendosi a Chopin, a Bach e ad altri modelli supremi del genere umano, «se tali menti cosí raffinate e complesse, cosí profonde emotivamente potessero essere banalizzate da un piccolo chip, crollerebbe la mia idea dell’essenza umana».

Perplessa.

Dopo che Hofstadter ebbe concluso le proprie considerazioni, si aprí un breve dibattito, durante il quale l’uditorio, sconcertato, lo spinse a spiegare meglio le proprie paure rispetto all’IA, e a Google in particolare. Ma una barriera comunicativa li separava. Il meeting proseguí con la presentazione di progetti, discussioni di gruppo e pause caffè, come di routine – senza che nessuno accennasse ai commenti di Hofstadter. Sul finire del meeting, egli chiese ai partecipanti che cosa pensassero del futuro a breve termine dell’IA. Diversi ricercatori predissero che, di lí a una trentina d’anni, sarebbe probabilmente comparsa un’IA generale di livello umano, generata perlopiú dai progressi della stessa Google basati sul deep learning, il metodo che si ispira al cervello.

Uscii dalla sala perplessa, con la testa che vorticava. Sapevo che Hofstadter era stato turbato da alcuni scritti di Kurzweil sulla Singolarità; però non avevo realizzato quanto fossero profonde le sue emozioni e la sua ansia. Sapevo, certo, che Google si stava impegnando a fondo nelle ricerche sull’IA, ma mi sbigottí l’ottimismo che molti espressero sui tempi ormai imminenti entro i quali l’IA avrebbe raggiunto un livello generale «umano». Ero convinta che l’IA aveva fatto grandi progressi in alcuni campi ristretti, ma che fosse ancora ben lungi dal possedere l’ampia intelligenza generale umana; e che non l’avrebbe raggiunta neanche in un secolo. Figuriamoci in trent’anni! E avevo pensato che le persone animate da una convinzione differente sottovalutavano alla grande la complessità dell’intelligenza umana. Ho letto i libri di Kurzweil e li ho trovati sostanzialmente assurdi. Tuttavia ascoltare alla riunione i vari commenti di persone che rispettavo e ammiravo mi costrinse a riesaminare con spirito critico le mie stesse idee. Pur ammettendo che questi ricercatori sottovalutavano gli esseri umani, non stavo forse sottovalutando a mia volta il potere e le promesse dell’IA attuale?

Nei mesi successivi prestai piú attenzione alle discussioni su questi temi, e presi nota della sfilza di articoli, di post sui blog e di interi libri di persone importanti che, d’improvviso, venivano a dirci che era il momento di preoccuparsi dei pericoli dell’IA «superumana». Nel 2014 il fisico Stephen Hawking affermò che «lo sviluppo di una piena intelligenza artificiale potrebbe significare la fine della specie umana»7. Quello stesso anno l’imprenditore Elon Musk, il fondatore di Tesla e di SpaceX, andava dicendo che l’intelligenza artificiale era probabilmente «la piú grande minaccia alla nostra esistenza» e che «con l’intelligenza artificiale stiamo evocando il diavolo»8. Il cofondatore della Microsoft Bill Gates rincarava la dose: «Concordo con Elon Musk e con altri che la pensano cosí, e non mi capacito che vi siano persone non preoccupate»9. Superintelligenza, il libro del filosofo Nick Bostrom sui potenziali pericoli di macchine che diventano piú intelligenti dell’uomo, è diventato a sorpresa un bestseller, malgrado sia scritto in uno stile asciutto e farraginoso.

Altri intellettuali di grido contrastavano tali allarmismi. Certo – ammettevano – dovremmo assicurarci che i programmi di IA siano sicuri e non rischino di danneggiare l’uomo; ma qualsiasi previsione di un’IA superumana a breve termine è esagerata. Secondo l’imprenditore e attivista Mitchell Kapor, «l’intelligenza umana è un fenomeno meraviglioso, sottile e poco compreso. Non esiste il pericolo di duplicarla da qui a breve»10. L’esperto di robotica (e già direttore dell’AI Lab al Mit) Rodney Brooks la pensava allo stesso modo; asseriva che «sopravvalutiamo enormemente le potenzialità delle macchine – di quelle attuali e dei prossimi decenni a venire»11. Lo psicologo e ricercatore nell’IA Gary Marcus ha addirittura affermato che il progetto di creare l’«IA forte» – ossia un’IA generale di livello umano – «non ha fatto registrare quasi nessun progresso»12.

E potrei elencare altre citazioni in contrasto tra loro. In breve, ho riscontrato che il campo dell’IA è in preda alla confusione: il progresso è stato enorme oppure quasi nullo; o siamo assai prossimi a una «vera» IA oppure essa è distante secoli; l’IA risolverà ogni nostro problema, priverà tutti noi del lavoro, distruggerà la specie umana o svilirà la nostra natura di uomini; è una nobile missione oppure l’«evocazione del diavolo».

Di che cosa parla il libro.

Questo libro è nato dal mio tentativo di capire come stanno effettivamente le cose riguardo all’intelligenza artificiale – che cosa sanno fare oggi i computer, e che cosa possiamo aspettarci da loro nei prossimi decenni. Le provocatorie considerazioni di Hofstadter alla riunione di Google sono state per me una sorta di chiamata alle armi, come del resto le risposte fiduciose dei ricercatori di Google sul futuro a breve termine dell’IA. Nei capitoli che seguono proverò a fare mente locale su quanta strada ha fatto l’intelligenza artificiale e a illustrare i suoi disparati – e talvolta discordanti – obiettivi. Al contempo, proverò a considerare come funzionano alcuni tra i sistemi di IA piú in vista, e indagherò i successi raggiunti e dove risiedono i loro limiti; esaminerò in quale misura i computer oggi sanno fare cose che richiedono – a nostro avviso – livelli d’intelligenza elevati, come sconfiggere l’uomo nei giochi intellettualmente piú impegnativi, tradurre da una lingua all’altra, rispondere a domande complesse, guidare veicoli su strade tortuose; ed esaminerò come se la cavano in attività per noi scontate, i compiti di ogni giorno che noi umani eseguiamo senza rendercene conto: riconoscere volti e oggetti nelle immagini, comprendere la lingua parlata e un testo scritto, e usare il senso comune piú elementare.

Proverò, inoltre, a dare un senso alle domande piú generali che alimentano i dibattiti sull’IA sin dalla sua origine: che cosa intendiamo per intelligenza «generale umana» o addirittura «superumana»? E l’IA attuale è prossima a raggiungere questo livello, o ha anche solo imboccato il cammino per arrivarci? Quali sono i pericoli? Quali aspetti dell’intelligenza sono a noi piú cari, e in quale misura un’IA di livello umano metterebbe in discussione quello che noi pensiamo della nostra stessa umanità? Per usare le parole di Hofstadter, in che misura dovremmo essere «terrorizzati»?

Questo libro non è una panoramica, né una storia generale dell’intelligenza artificiale. È un’esplorazione dettagliata di alcuni metodi dell’IA che probabilmente già influenzano la vostra vita, o che presto la influenzeranno; un’esplorazione dei tentativi dell’IA che forse non si limiteranno a mettere in discussione la percezione che abbiamo dell’unicità umana. Il mio obiettivo è che voi condividiate la mia esplorazione e che, come me, ne ricaviate un’idea piú chiara di che cosa questo campo ha già realizzato e di quanta strada resta da percorrere prima che le nostre macchine rivendichino una loro propria umanità.
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Capitolo primo

Le radici dell’intelligenza artificiale




Due mesi e dieci uomini al Dartmouth.

Il sogno di creare una macchina intelligente – intelligente come l’uomo, se non di piú – è vecchio di secoli, ma è entrato a far parte della scienza contemporanea con l’avvento dei computer digitali. Di fatto, le idee che sarebbero sfociate nelle prime macchine digitali programmabili derivavano dagli sforzi dei matematici di comprendere il pensiero umano – in particolare la logica – inteso come processo meccanico di «manipolazione di simboli». I computer digitali sono in sostanza manipolatori di simboli, che comandano a bacchetta combinazioni di simboli 0 e 1. Secondo i pionieri della computazione, come Alan Turing e John von Neumann, c’erano profonde analogie tra i computer e il cervello umano, e a loro pareva chiaro che l’intelligenza umana si potesse replicare in programmi informatici.

Per lo piú chi lavora nel mondo dell’intelligenza artificiale fa risalire la fondazione ufficiale del proprio campo a un workshop ristretto svoltosi nel 1956 al Dartmouth College e organizzato dal giovane matematico John McCarthy.

Nel 1955 McCarthy, ventottenne, entrò a far parte del corpo docente del Dartmouth. Da studente aveva acquisito rudimenti di psicologia e del nascente campo della «teoria degli automi» (la futura computer science) e si era appassionato all’idea di creare una macchina pensante. Nella scuola di specializzazione al Dipartimento di matematica a Princeton, McCarthy aveva conosciuto Marvin Minsky, un altro studente che condivideva la stessa fascinazione per le potenzialità dei computer intelligenti. Dopo la laurea, McCarthy trascorse brevi periodi ai Bell Labs e all’Ibm, dove collaborò rispettivamente con Claude Shannon, l’inventore della teoria dell’informazione, e con Nathaniel Rochester, un pioniere dell’ingegneria elettronica. Una volta al Dartmouth, McCarthy persuase Minsky, Shannon e Rochester ad aiutarlo a organizzare «uno studio di due mesi con dieci uomini sull’intelligenza artificiale, che doveva avere luogo nell’estate del 1956»1. L’espressione intelligenza artificiale fu una invenzione di McCarthy, che voleva distinguere questo campo da un’impresa affine, chiamata cibernetica2. In seguito, avrebbe ammesso che in realtà quel nome non piaceva a nessuno – dopo tutto l’obiettivo era l’intelligenza autentica e non quella «artificiale» – ma «un nome dovevo pur darglielo, e cosí la chiamai “Intelligenza Artificiale”»3.

I quattro organizzatori sottoposero una proposta alla Rockefeller Foundation, chiedendo un finanziamento per il workshop estivo. Lo studio ipotizzato si basava – scrivevano – sulla «congettura per cui ogni aspetto dell’apprendimento o qualsiasi altra caratteristica dell’intelligenza è, in linea di principio, descrivibile con precisione tale da poter costruire una macchina capace di simularla»4. La proposta elencava una serie di argomenti da discutere – elaborazione del linguaggio naturale, reti neurali, machine learning (apprendimento automatico), concetti astratti e ragionamento, creatività – che continuano ancora oggi a definire questo campo.

Benché nel 1956 i computer piú avanzati fossero circa un milione di volte piú lenti degli smartphone attuali, McCarthy e i colleghi erano ottimisti sul fatto che l’IA fosse a portata di mano: «Pensiamo che si possa compiere un progresso significativo rispetto a uno o piú di questi problemi se un gruppo accuratamente selezionato di scienziati ci lavorerà su di concerto per un’estate»5.

Presto sorsero ostacoli che sarebbero familiari a chiunque organizzi oggi un workshop scientifico. La Rockefeller Foundation coprí solamente metà del finanziamento richiesto; e si rivelò piú difficile di quanto McCarthy pensasse persuadere i partecipanti a presenziare e poi a soggiornare; per non dire del fatto di trovarsi d’accordo su qualcosa. Numerose furono le discussioni interessanti, ma non il massimo in termini di coerenza. Come succede di solito in tali incontri, «ognuno aveva un’idea differente, un ego robusto, e un grande entusiasmo per il proprio progetto»6. Tuttavia l’estate dell’IA al Dartmouth alcuni esiti importanti li produsse. Fu dato il nome al campo stesso della ricerca, e furono delineati i suoi obiettivi generali. I «quattro grandi» futuri pionieri di questo campo – McCarthy, Minsky, Allen Newell ed Herbert Simon – qui si conobbero e idearono alcuni progetti per il futuro. E qualunque fosse la ragione, loro quattro uscirono dall’incontro carichi di ottimismo per questo campo di ricerca. Nei primi anni Sessanta, McCarthy fondò lo Stanford Artificial Intelligence Project, con l’«obiettivo di costruire entro un decennio una macchina pienamente intelligente»7. Grosso modo in quel periodo, il futuro premio Nobel Herbert Simon predisse che «le macchine saranno capaci entro vent’anni di fare qualsiasi lavoro che un uomo sa fare»8. Poco tempo dopo, Marvin Minsky, il fondatore del laboratorio di IA al Mit, avanzò la previsione che «entro una generazione […] i problemi connessi al fatto di creare “intelligenza artificiale” saranno sostanzialmente risolti»9.

Definire il campo e procedere.

Nessuno di quegli eventi previsti è stato per ora raggiunto. E allora, quanto manca all’obiettivo di costruire una «macchina pienamente intelligente»? Forse una macchina del genere ci obbligherebbe a eseguire la «retroingegneria» (reverse engineering) del cervello umano in tutta la sua complessità? O esiste una scorciatoia, una serie ingegnosa di algoritmi ancora ignoti, capaci di produrre quella che noi riconosciamo come piena intelligenza? E che cosa intendiamo per «piena intelligenza»?

«Definite i vostri termini […] o non riusciremo mai a capirci l’un l’altro»10. Questo ammonimento del filosofo settecentesco Voltaire è una sfida per chiunque parli di intelligenza artificiale, perché il suo concetto centrale, vale a dire l’intelligenza, resta definito in modo vago. Lo stesso Minsky coniò l’espressione «parola valigia»11 per termini come intelligenza e i suoi numerosi parenti, come pensiero, processo cognitivo, coscienza ed emozione. Sono tutti stipati in una valigia come un’accozzaglia di significati disparati. Intelligenza artificiale eredita questo problema da valigia stipata, sfoggiando significati differenti in contesti differenti.

Per lo piú siamo tutti d’accordo sul fatto che gli esseri umani sono intelligenti, e che i granelli di polvere non lo sono. Ugualmente, crediamo in genere che l’uomo sia piú intelligente dei vermi. Quanto all’intelligenza umana, il QI è misurato su una singola scala. Ma si parla anche di differenti dimensioni dell’intelligenza: emotiva, verbale, spaziale, logica, artistica, sociale, e cosí via. Perciò l’intelligenza può essere binaria (qualcosa è o non è intelligente), distribuirsi su un continuo (qualcosa è piú intelligente di qualcos’altro) o essere multidimensionale (qualcuno può avere un’elevata intelligenza verbale ma una scarsa intelligenza emotiva). In effetti la parola intelligenza è una valigia stracolma, la cui cerniera è sul punto di rompersi.

Nel bene o nel male, il campo dell’IA ha ampiamente ignorato queste varie distinzioni. Si è invece concentrato su due obiettivi: scientifico il primo, pratico il secondo. Sul versante scientifico, i ricercatori IA stanno indagando i meccanismi dell’intelligenza «naturale» (ossia biologica) e provano a incorporarla nei computer; sul versante pratico, i fautori dell’IA vogliono semplicemente programmi informatici che eseguano i compiti come, o meglio, degli uomini, senza chiedersi se questi programmi pensano davvero come noi. Alla domanda «le vostre motivazioni sono pratiche o scientifiche?», molti esperti di IA rispondono, celiando, che dipende da dove provengono in quel momento i finanziamenti.

In un recente report sullo stato corrente dell’IA, un comitato di ricercatori di punta l’ha definita «una branca della scienza informatica che studia le proprietà dell’intelligenza sintetizzando intelligenza»12. Una spiegazione un po’ circolare, certo. Ma lo stesso comitato ha anche ammesso che è difficile definire questo campo, ed è forse meglio cosí: «La mancanza di una definizione precisa, universale, ha probabilmente contribuito a far crescere, fiorire e progredire questo campo con un ritmo via via crescente»13. Il comitato osservava, poi, che «gli operatori, i ricercatori e gli sviluppatori dell’IA sono guidati piuttosto da una percezione approssimativa della direzione e dall’imperativo a “procedere”».

Un’anarchia di metodi.

Al workshop del 1956 al Dartmouth i partecipanti espressero opinioni divergenti sulla corretta impostazione da seguire per sviluppare l’IA. Alcuni di loro – in genere matematici – promuovevano la logica matematica e il ragionamento deduttivo come linguaggio del pensiero razionale; altri sostenevano i metodi induttivi, per cui i programmi ricavano una statistica dai dati e usano le probabilità per trattare l’incertezza; altri ancora erano convinti che ci si dovesse ispirare alla biologia e alla psicologia per creare programmi simili al cervello. Ebbene, la cosa che forse vi stupirà è che le argomentazioni dei fautori dei diversi approcci sussistono tuttora. E ciascuna impostazione ha generato il proprio corredo di principî e di tecniche, fortificato da conferenze e da riviste specialistiche, con scarsa comunicazione tra le singole specialità. Un recente articolo ha cosí riassunto questo mondo: «Poiché non comprendiamo nel profondo l’intelligenza né sappiamo come produrre l’IA generale, per compiere un reale progresso dovremmo adottare molteplici metodi, piú che eliminare una qualsiasi pista esplorativa»14.

Ma sin dai primi anni Duemila una famiglia di metodi dell’IA – chiamata collettivamente deep learning o deep neural networks – si è elevata al di sopra di quest’anarchia diventando il paradigma dominante. Al punto che in buona parte dei media il termine intelligenza artificiale è identificato con il «deep learning». È un’approssimazione infelice, ed è bene chiarire la distinzione. L’IA è un campo che include un ampio insieme di approcci, il cui obiettivo è creare macchine intelligenti. Il deep learning è soltanto uno degli approcci. Di per sé è un metodo tra i molti nel campo del machine learning, un sottocampo dell’IA in cui le macchine «imparano» dai dati o dalle proprie «esperienze». Per meglio comprendere le varie distinzioni, è importante cogliere una scissione filosofica verificatasi presto tra i ricercatori nell’IA: quella tra le cosiddette IA simbolica e IA subsimbolica.

L’IA simbolica.

Consideriamo, per cominciare, l’IA simbolica. In un programma di IA simbolica la conoscenza consiste di parole o di frasi (i «simboli»), tipicamente comprensibili da un essere umano, insieme a regole con le quali il programma può combinarle ed elaborarle per eseguire il compito assegnato.

Facciamo un esempio. Uno dei primi programmi di IA fu chiamato, ottimisticamente, General Problem Solver15 o Gps. (Mi scuso per l’acronimo disorientante; il General Problem Solver è arrivato prima del Global Positioning System.) Il nostro Gps poteva risolvere problemi come l’enigma dei «missionari e dei cannibali», che probabilmente avete affrontato anche voi da bambini. In questo celebre rompicapo tre missionari e tre cannibali devono attraversare un fiume, sennonché dispongono di una barca a due posti. Se gli (affamati) cannibali superano di numero gli (appetitosi) missionari su una riva del fiume… ebbene, già sapete che cosa accadrà. Come riusciranno tutti e sei ad attraversare incolumi il fiume?

I creatori del General Problem Solver, Herbert Simon e Allen Newell, avevano registrato diversi studenti che «pensavano a voce alta» mentre risolvevano questo e altri enigmi logici. Simon e Newell progettarono quindi il loro programma affinché imitasse quelli che a loro avviso erano i processi mentali degli studenti.

Non entrerò nei dettagli del funzionamento del Gps. Tuttavia la sua natura simbolica si può cogliere dal modo in cui erano codificate le istruzioni del programma. Per impostare il problema, una persona scriverebbe un codice per il Gps che si presenta grosso modo cosí:


STATO ATTUALE:

RIVA SINISTRA = [3 MISSIONARI, 3 CANNIBALI, 1 BARCA]

RIVA DESTRA = [VUOTA]

STATO DESIDERATO:

RIVA SINISTRA = [VUOTA]

RIVA DESTRA = [3 MISSIONARI, 3 CANNIBALI, 1 BARCA]



Nella lingua italiana queste righe rappresentano il fatto che, inizialmente, la riva sinistra del fiume «contiene» tre missionari, tre cannibali e una barca, e che la riva destra non contiene niente di tutto questo. Lo stato desiderato rappresenta l’obiettivo del programma – portare tutti sulla riva destra del fiume.

In ciascun passo del procedimento, il Gps modifica il proprio stato attuale affinché diventi piú simile allo stato desiderato. Nel suo codice, il programma ha degli «operatori» (in forma di sottoprogrammi) che possono trasformare lo stato attuale in un nuovo stato, e delle «regole» che codificano i vincoli del compito. Per esempio, un operatore sposta un certo numero di missionari e di cannibali da una riva all’altra del fiume:


SPOSTA (#MISSIONARI, #CANNIBALI, DA UN LATO ALL’ALTRO LATO)



Le parole interne alle parentesi sono chiamate argomenti, e il programma, quando è in funzione, sostituisce queste parole con numeri o con altre parole. Perciò #MISSIONARI è sostituito dal numero di missionari da spostare, #CANNIBALI dal numero di cannibali da spostare, e DA UN LATO ALL’ALTRO LATO è sostituito da «RIVA SINISTRA» o da «RIVA DESTRA», secondo la riva del fiume verso cui i missionari e i cannibali devono essere spostati. Codificata nel programma vi è la conoscenza che la barca è spostata insieme con i missionari e con i cannibali.

Prima di poter applicare quest’operatore con valori specifici in luogo degli argomenti, il programma deve controllare le proprie regole codificate; per esempio, il numero massimo di persone che può spostare per volta è pari a due, e l’operatore non può essere impiegato se risulterà che i cannibali superano di numero i missionari su una riva del fiume.

Se da un lato questi simboli rappresentano concetti, come missionari, cannibali, barca e riva sinistra, interpretabili da esseri umani, dall’altro il computer che fa girare il programma non ha, naturalmente, alcuna conoscenza del significato dei simboli. Potreste sostituire tutte le occorrenze di «MISSIONARI» con «Z372B» o con qualsiasi altra stringa priva di senso, e il programma funzionerebbe esattamente allo stesso modo. Questo fa parte di ciò a cui si riferisce il termine general in General Problem Solver. Per il computer il «significato» dei simboli deriva dai modi in cui possono essere combinati, correlati tra loro, ed essere oggetto di operazioni.

I difensori dell’impostazione simbolica nell’IA sostenevano che, per realizzare l’intelligenza nei computer, non sarebbe necessario costruire programmi che imitano il cervello. Piuttosto, secondo il loro ragionamento, l’intelligenza generale può essere colta per intero dal tipo adeguato di programma di elaborazione di simboli. Certo, le operazioni di tale programma sarebbero immensamente piú complesse dell’esempio dei missionari e dei cannibali, ma consisterebbero comunque di simboli, di combinazioni di simboli, e di regole e di operazioni su simboli. L’IA simbolica del tipo illustrato dal Gps finí per dominare il proprio campo nei primi tre decenni, in particolare sotto forma di sistemi esperti. Esperti umani concepivano regole che i programmi informatici usavano, ad esempio, nella diagnosi clinica o nella decisione di tipo giuridico. Esistono diverse branche attive dell’IA che impiegano ancora l’IA simbolica; ne descriverò qualche esempio piú avanti, in particolare quando parlerò degli approcci dell’IA al ragionamento e al senso comune.

L’IA subsimbolica: i percettroni.

L’IA simbolica s’ispirava in origine alla logica matematica, ma anche al modo in cui le persone hanno descritto i propri processi mentali coscienti. Viceversa gli approcci subsimbolici all’IA hanno tratto ispirazione dalla neuroscienza e cercato di cogliere i processi mentali, talvolta inconsapevoli, su cui si fonda quella che alcuni hanno chiamato percezione rapida, come riconoscere volti o identificare parole pronunciate. I programmi di IA subsimbolici non contengono il tipo di linguaggio comprensibile da esseri umani che abbiamo visto nell’esempio precedente dei missionari e dei cannibali. Un programma subsimbolico è invece essenzialmente una sequela di equazioni – un groviglio di operazioni numeriche spesso difficili da interpretare. Come spiegherò in breve, tali sistemi sono concepiti per imparare dai dati come svolgere un compito.

Un primo esempio di programma subsimbolico ispirato al cervello è stato il percettrone, concepito sul finire degli anni Cinquanta dallo psicologo Frank Rosenblatt16. Ai lettori moderni il termine percettrone potrebbe richiamare la fantascienza anni Cinquanta (come vedremo, fu presto seguito dal Cognitron e dal Neocognitron). Eppure il percettrone è stato una importante pietra miliare nell’IA, nonché l’influente bisavolo dello strumento piú efficace dell’IA attuale, vale a dire le reti neurali profonde.

L’invenzione di Rosenblatt dei percettroni s’ispirava al modo in cui i neuroni elaborano l’informazione. Un neurone è una cellula del cervello che riceve un input elettrico o chimico da altri neuroni a esso collegati. In parole povere, un neurone somma tutti gli input ricevuti da altri neuroni, e se la somma totale raggiunge una certa soglia, il neurone scarica, ossia trasmette un impulso. L’aspetto importante è che connessioni (sinapsi) differenti da altri neuroni verso un dato neurone hanno forze differenti; nel calcolare la somma dei propri input, quel neurone assegna un peso maggiore a input provenienti da connessioni piú forti che non a quelli provenienti da connessioni piú deboli. I neuroscienziati credono che le variazioni di forza delle connessioni tra neuroni siano una parte essenziale dell’apprendimento nel cervello.

Per uno scienziato informatico (o nel caso di Rosenblatt, uno psicologo), l’elaborazione dell’informazione nei neuroni può essere simulata da un programma informatico – un percettrone – che ha molteplici input numerici e un solo output. L’analogia tra un neurone e un percettrone è illustrata nella figura 1. La figura 1a mostra un neurone: sono indicati i suoi dendriti ramificati (fibre che trasmettono gli input alla cellula), il corpo cellulare e l’assone (ossia il canale del segnale in uscita). La figura 1b illustra un percettrone semplice. Analogo al neurone, il percettrone somma gli input che lo raggiungono, e se la somma risultante è uguale o maggiore della soglia del percettrone, quest’ultimo restituisce come output il valore 1 (scarica); altrimenti restituisce il valore zero (non scarica). Per simulare le differenti forze di connessione su un neurone, Rosenblatt propose di assegnare un peso numerico a ciascun input del percettrone; ciascun input è moltiplicato per il proprio peso prima di essere aggiunto alla somma. La soglia di un percettrone è semplicemente un numero stabilito dal programmatore (o come vedremo, appreso dal percettrone stesso).

[image: Figura 1. a) Un neurone del cervello; b) un percettrone semplice.]

Figura 1. a) Un neurone del cervello; b) un percettrone semplice.

In breve, un percettrone è un programma semplice che prende una decisione sí-o-no (1 o zero), basata sul fatto che la somma dei suoi input ponderati corrisponda a un valore soglia. Probabilmente voi prendete decisioni come queste nella vostra vita. Per esempio, potreste ricevere degli input da diversi amici su quanto è piaciuto loro un certo film, ma vi fidate del gusto di alcuni amici piú che del gusto di altri. Se la quantità totale dell’«entusiasmo degli amici» – assegnando un peso maggiore agli amici di cui vi fidate di piú – è sufficientemente alta (ossia è maggiore di una qualsiasi scelta inconsapevole), allora decidete di andare a vedere il film. È in questo modo che un percettrone deciderebbe di vedere un film, se solo avesse degli amici.

[image: Figura 2. Esempi di cifre scritte a mano (di Josef Steppan).]

Figura 2. Esempi di cifre scritte a mano (di Josef Steppan).

Ispirato dalle reti di neuroni presenti nel cervello, Rosenblatt avanzò l’ipotesi che reti di percettroni potessero svolgere dei compiti, come riconoscere volti e oggetti. Per farci un’idea di come potrebbe operare, proviamo a capire in che modo potremmo usare un percettrone per un particolare compito visivo: riconoscere delle cifre scritte a mano, come quelle della figura 2.

Progettiamo, in particolare, un percettrone che sia un rivelatore di numeri 8 – ossia che restituisca un 1 se i suoi input provengono da un’immagine che mostra un 8, e che restituisca uno zero se l’immagine mostra qualche altro numero. Progettare un rivelatore di questo tipo richiede che (1) immaginiamo come trasformare un’immagine in un insieme di input numerici, e (2) determiniamo dei numeri da usare per i pesi e per la soglia del percettrone, cosí che esso produrrà l’output corretto (1 per gli 8, zero per gli altri numeri). Ora entrerò un po’ nel dettaglio, perché molte di queste stesse idee ricorreranno successivamente nelle mie discussioni sulle reti neurali e sulle loro applicazioni nella visione artificiale.

Gli input del nostro percettrone.

La figura 3a mostra un numero 8 scritto a mano, ingrandito. Ciascun quadrato della griglia è un pixel con un valore numerico di «intensità»: i quadratini bianchi hanno un’intensità pari a zero, i quadratini neri un’intensità pari a 1, e i quadratini grigi si collocano nel mezzo. Immaginiamo che le immagini fornite al nostro percettrone siano state regolate in modo da essere grandi esattamente come questa: 18 × 18 pixel. La figura 3b mostra un percettrone per il riconoscimento degli 8. Il percettrone ha 324 input (ossia 18 × 18), ciascuno dei quali corrisponde a un pixel della griglia 18 × 18. Data una immagine come quella in figura 3a, ciascun input del percettrone è impostato secondo l’intensità del pixel corrispondente. Ciascun input ha il proprio valore ponderale (non mostrato nella figura).
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Figura 3. Illustrazione di un percettrone che riconosce i numeri 8 scritti a mano. Ciascun pixel dell’immagine di 18 × 18 pixel corrisponde a un input del percettrone, generando 324 (ossia 18 × 18) input.

In che modo il percettrone impara i pesi e la soglia.

A differenza del General Problem Solver, che ho appena descritto, un percettrone non ha regole esplicite per svolgere il proprio compito: tutta la sua «conoscenza» è codificata nei numeri che costituiscono i suoi pesi e la sua soglia. Nei suoi vari articoli Rosenblatt aveva dimostrato che, dati i valori corretti del peso e della soglia, un percettrone come quello della figura 3b può cavarsela molto bene in un compito percettivo, come riconoscere dei semplici numeri scritti a mano. Ma in che modo, esattamente, possiamo determinare i pesi e la soglia corretti per un dato compito? Di nuovo, Rosenblatt aveva suggerito una risposta che si ispirava al cervello: il percettrone dovrebbe imparare questi valori spontaneamente. E in che modo si suppone che impari il valore corretto? Come le teorie di psicologia comportamentista popolari all’epoca, secondo l’idea di Rosenblatt i percettroni dovrebbero imparare attraverso il condizionamento. Ispirato in parte dallo psicologo comportamentista Burrhus Frederic Skinner, che aveva addestrato topi e piccioni a eseguire dei compiti dando loro un rinforzo positivo e negativo, l’idea di Rosenblatt era, sulla stessa linea, che il percettrone fosse addestrato in base ad esempi: dovrebbe essere premiato quando scarica in modo corretto, e punito quando sbaglia. Questa forma di condizionamento è oggi conosciuta nell’IA come apprendimento con supervisore o supervisionato (supervised learning). Durante l’addestramento, il sistema di apprendimento riceve un esempio, genera un output, e gli viene poi dato un «segnale di supervisione», che dice in quale misura l’output del sistema differisce dall’output corretto. Il sistema usa poi questo segnale per regolare i propri pesi e la propria soglia.

Il concetto di apprendimento con supervisore è una parte essenziale della moderna IA, e quindi è opportuno approfondirlo. Esso richiede in genere un ampio insieme di esempi positivi (per esempio, una serie di numeri 8 scritti da persone diverse) e di esempi negativi (per esempio, una serie di altri numeri scritti a mano, che non includono i numeri 8). Ciascun esempio è etichettato da una persona, che ne indica la categoria: in questo caso 8 oppure non-8. Questa etichetta sarà usata come segnale di supervisione. Alcuni esempi positivi e negativi sono usati per addestrare il sistema: nel complesso sono detti insieme di addestramento (training set). Il resto – l’insieme di valutazione (test set) – è impiegato per valutare la prestazione del sistema dopo che è stato addestrato, per capire in quale misura ha imparato a rispondere correttamente in generale, e non solo agli esempi di addestramento.

Forse la parola piú importante nella computer science è algoritmo: si riferisce a una «ricetta» di passi che un computer deve seguire per risolvere un particolare problema. Il contributo principale di Rosenblatt all’IA è stato il fatto di avere ideato un algoritmo specifico, l’algoritmo di apprendimento del percettrone, tramite cui quest’ultimo poteva essere addestrato da esempi a determinare i pesi e la soglia che avrebbero prodotto le risposte corrette. Funziona cosí: inizialmente i pesi e la soglia sono impostati su valori casuali compresi tra -1 e 1. Nel nostro esempio il peso sul primo input potrebbe essere 0,2, il peso sul secondo input -0,6 e cosí via, e la soglia su 0,7. Un programma informatico, detto generatore di numeri casuali, può generare facilmente questi valori iniziali.

Ora possiamo avviare il processo di addestramento. Al percettrone viene dato il primo esempio di addestramento; a questo stadio, il percettrone non vede l’etichetta corretta della categoria: moltiplica ciascun input per il suo peso, somma tutti i risultati, confronta la somma con il valore della soglia, e restituisce come output 1 oppure zero. Qui output 1 significa che suppone sia 8, e output zero significa che suppone che sia non-8. Ebbene, il processo di addestramento confronta l’output del percettrone con la risposta corretta data dall’etichetta fornita dall’uomo (ossia, 8 o non-8). Se il percettrone risponde correttamente, i pesi e la soglia non cambiano. Ma se il percettrone sbaglia, i pesi e la soglia vengono cambiati di poco, in modo che la somma del percettrone in questo esempio di addestramento si avvicini alla risposta corretta. Inoltre, la variazione di ciascun peso dipende dal valore di input associato; vuol dire che la responsabilità dell’errore è assegnata agli input che hanno avuto l’impatto maggiore. Per esempio, nell’8 della figura 3a i pixel con intensità maggiore (qui in nero) avrebbero l’impatto maggiore, e i pixel con intensità pari a zero (qui in bianco) avrebbero zero impatto. (Nelle note ho incluso alcuni dettagli matematici per i lettori interessati)17.

L’intero processo è ripetuto per l’esempio di addestramento successivo. Il processo di addestramento coinvolge tutti gli esempi di addestramento molte volte, modificando di poco i pesi e la soglia ogni volta che il percettrone commette un errore. Come aveva scoperto lo psicologo Skinner addestrando i piccioni, è meglio imparare per gradi nel corso di molte prove; se i pesi e la soglia sono modificati eccessivamente in una qualsiasi prova, allora il sistema potrebbe imparare la cosa sbagliata (come una ipergeneralizzazione secondo la quale «la metà inferiore e la metà superiore di un 8 hanno sempre grandezza uguale»). Dopo molte ripetizioni su ciascun esempio di addestramento, alla fine (auspicabilmente) il sistema si assesta su un insieme di pesi e su una soglia da cui scaturiscono risposte corrette per tutti gli esempi di addestramento. A quel punto, possiamo valutare l’affidabilità del percettrone considerando il suo comportamento rispetto a immagini che non aveva incontrato durante la fase di addestramento.

Un rivelatore di 8 è utile se siete interessati solo agli 8. Ma se si tratta di riconoscere altre cifre? È relativamente semplice estendere il nostro percettrone affinché abbia dieci output, uno per ciascuna cifra. Dato un esempio di cifra scritta a mano, l’output corrispondente a quella cifra sarebbe 1, e gli altri output sarebbero zero. Questo percettrone esteso può imparare i propri pesi e le proprie soglie usando l’algoritmo di apprendimento del percettrone: al sistema altro non serve che un numero sufficiente di esempi.

Rosenblatt e altri suoi colleghi avevano dimostrato che le reti di percettroni potevano imparare a eseguire compiti percettivi relativamente semplici. Rosenblatt avrebbe poi dimostrato matematicamente che per una certa classe, se pure molto limitata, di compiti, alcuni percettroni con un addestramento sufficiente potevano, in linea di principio, imparare a eseguire questi compiti senza errori. La cosa non chiara era quale potesse essere l’abilità dei percettroni in compiti di IA piú generali. Quest’incertezza non sembrò esimere Rosenblatt e i suoi finanziatori dell’Office of Naval Research dal fare previsioni ridicolmente ottimiste circa il proprio algoritmo. Riportando una conferenza stampa tenuta da Rosenblatt nel luglio del 1958, il «New York Times» ricapitolava cosí:


La marina militare ha rivelato oggi l’embrione di un calcolatore elettronico che, a suo giudizio, sarà capace di camminare, parlare, vedere, scrivere, riprodursi ed essere cosciente della propria esistenza. E si prevede che, un domani, i percettroni sapranno riconoscere le persone, pronunciare ad alta voce il loro nome e tradurre all’istante la parola di una lingua nella parola e nella scrittura di un’altra lingua18.



Certo, persino ai suoi albori l’IA soffrí di un eccessivo clamore mediatico. Approfondirò piú avanti i suoi infausti risultati. Tuttavia ora intendo usare i percettroni per evidenziare una differenza importante tra l’approccio simbolico e quello subsimbolico all’IA.

Il fatto che la «conoscenza» di un percettrone consista di un insieme di numeri – in particolare, dei pesi e della soglia da lui appresi – significa che è difficile rivelare le regole che il percettrone sta usando mentre svolge il proprio compito di riconoscimento. Le regole del percettrone non sono simboliche; a differenza dei simboli del General Problem Solver, come RIVA SINISTRA, #MISSIONARI e SPOSTA, i pesi e la soglia di un percettrone non si riferiscono a concetti particolari. Non è facile tradurre questi numeri in regole comprensibili a esseri umani. La situazione si fa ancora piú complicata nelle attuali reti neurali che, di pesi, ne hanno milioni.

Si potrebbe stabilire un’analogia di massima tra i percettroni e il cervello umano. Se io potessi aprire il vostro cranio e osservare alcuni sottoinsiemi del centinaio di miliardi di neuroni intenti a scaricare, molto probabilmente non riuscirei a farmi alcuna idea di che cosa state pensando né delle «regole» che avete usato nel prendere una particolare decisione. Tuttavia il cervello umano ha dato origine al linguaggio, che vi permette di usare simboli (parole e frasi) che mi trasmettono – spesso in modo imperfetto – il contenuto dei vostri pensieri o il perché avete fatto una certa cosa. In questo senso le nostre scariche neurali si possono considerare subsimboliche, poiché si trovano alla base dei simboli che il nostro cervello in qualche modo crea. I percettroni, come pure reti piú complicate di neuroni simulati, sono stati denominati «subsimbolici» per analogia con il cervello. I loro fautori ritengono che, per ottenere un’intelligenza artificiale, i simboli di tipo linguistico e le regole che presiedono alla elaborazione dei simboli stessi non possano essere programmati direttamente come il General Problem Solver, ma debbano scaturire da architetture di tipo neurale simili all’elaborazione intelligente di simboli originata dal cervello.

I limiti dei percettroni.

Dopo il workshop del 1956 al Dartmouth, l’approccio simbolico divenne dominante nel panorama dell’IA. Nei primi anni Sessanta, mentre Rosenblatt lavorava alacremente al percettrone, i quattro «padri fondatori» dell’IA, tutti fedelissimi all’approccio simbolico, avevano creato importanti, e lautamente finanziati, laboratori di IA: Marvin Minsky al Mit, John McCarthy a Stanford, e Herbert Simon e Allen Newell alla Carnegie Mellon. (Per inciso, è bene dire che le tre università restano a tutt’oggi tra i luoghi i piú prestigiosi dove studiare l’IA.) Minsky, in particolare, pensava che l’approccio all’IA ispirato dal cervello fosse un vicolo cieco e che, inoltre, stesse sottraendo dollari per la ricerca ai tentativi piú proficui dell’IA simbolica19. Nel 1969 Minsky e il suo collega del Mit Seymour Papert pubblicarono il libro Perceptrons20, in cui dimostravano matematicamente che i tipi di problemi risolvibili alla perfezione da un percettrone erano limitati e che l’algoritmo di apprendimento del percettrone non se la cavava affatto bene quando si applicava a compiti che richiedevano numerosi pesi e soglie.

Minsky e Papert misero in luce il fatto che, se un percettrone è potenziato aggiungendo uno «strato» di neuroni simulati, i tipi di problema che il dispositivo può risolvere sono, in linea di principio, molto piú ampi21. Un percettrone dotato di tale strato supplementare è chiamato rete neurale multistrato. Queste reti formano la base di buona parte dell’IA odierna; le descriverò in dettaglio nel prossimo capitolo. Ora però vorrei sottolineare che, all’epoca del libro di Minsky e Papert, le reti neurali multistrato non erano ampiamente studiate, in particolare perché non esisteva un algoritmo generale – analogo all’algoritmo di apprendimento del percettrone – per imparare i pesi e le soglie.

I limiti che Minsky e Papert evidenziarono nei percettroni semplici erano già noti agli esperti in questo campo22. Lo stesso Frank Rosenblatt si era dedicato anima e corpo ai percettroni multistrato, riconoscendo quanto fosse difficile addestrarli23. Non fu tanto la matematica di Minsky e Papert a infliggere il colpo mortale al percettrone, quanto le loro riflessioni sulle reti neurali multistrato:


[Il percettrone] ha molte caratteristiche che attirano l’attenzione: la sua linearità; il suo affascinante teorema di apprendimento; la sua chiara semplicità paradigmatica, quale forma di computazione in parallelo. Non vi è ragione di pensare che una qualsiasi di queste qualità si possa estendere alla versione multistrato. A ogni buon conto, consideriamo che sia un importante problema chiarire (o respingere) il nostro giudizio intuitivo secondo cui l’estensione è sterile24.



Ahimè! Nel gergo attuale quella frase finale si potrebbe definire «passivo-aggressiva». Tali congetture negative furono almeno in parte la ragione per cui, sul finire degli anni Sessanta, il finanziamento alle ricerche sulle reti neurali si esaurí, e al contempo l’IA simbolica fu inondata di dollari governativi. Nel 1971 Frank Rosenblatt morí quarantunenne per un incidente in barca. Ormai orfane del suo piú importante propugnatore, e potendo contare solo su risicati finanziamenti statali, le ricerche sui percettroni e su altri metodi di IA subsimbolica giunsero a un punto morto, fatta eccezione per qualche sparuto gruppo accademico.

L’inverno dell’IA.

Intanto i fautori dell’IA simbolica stavano inviando richieste di finanziamenti, con la promessa di imminenti rivoluzioni in aree quali la comprensione della parola e del linguaggio, il ragionamento di senso comune, l’orientamento nei robot e i veicoli a guida autonoma. A metà degli anni Settanta, mentre venivano impiegati con successo alcuni sistemi esperti dall’obiettivo molto ristretto, le piú generali rivoluzioni dell’IA promesse non si erano ancora concretizzate.

Gli enti finanziatori se ne accorsero. Due report, sollecitati rispettivamente dal Science Research Council nel Regno Unito e dal Department of Defense degli Stati Uniti, riferirono con parole poco lusinghiere il progresso e le prospettive delle ricerche sull’IA. La relazione britannica, in particolare, riconobbe che il campo dei sistemi esperti specializzati qualche promessa l’aveva pur mantenuta – «programmi scritti per operare nell’ambito di problemi molto specializzati, quando la programmazione prende in considerazione i risultati dell’esperienza e dell’intelligenza umane nell’ambito rilevante»; ma concludeva che i risultati erano stati finora «scoraggianti riguardo ai programmi di uso generale intesi a imitare gli aspetti di risoluzione di problemi dell’attività del [cervello] umano in un campo piuttosto ampio. Tale programma di uso generale, l’agognato obiettivo a lungo termine dell’attività dell’IA, sembrava remoto come non mai»25. Questa relazione ebbe come effetto una netta riduzione dei finanziamenti statali alle ricerche sull’IA nel Regno Unito; del pari, il Dipartimento della difesa statunitense tagliò drasticamente i fondi per le ricerche di base sull’IA.

Fu un primo esempio dell’alternarsi di bolle e di crolli nel campo dell’IA. Il ciclo funziona cosí. Fase 1: nuove idee creano una buona dose di ottimismo nella comunità dei ricercatori; vengono promesse rivoluzioni imminenti nell’IA, che spesso sono amplificate dai mezzi d’informazione; il denaro affluisce dai finanziatori pubblici e da investitori privati sia per la ricerca universitaria sia per start up commerciali. Fase 2: le rivoluzioni promesse non hanno luogo, o sono molto meno spettacolari del previsto. I fondi pubblici e il capitale privato si esauriscono. Le start up chiudono i battenti e le ricerche rallentano. Questo andamento è ormai familiare nella comunità dell’IA: primavera dell’IA seguita da promesse esagerate e da clamore mediatico, cui succede l’inverno dell’IA. Tutto questo è avvenuto, con diverse intensità, nel corso di cicli compresi tra i cinque e i dieci anni. Quando nel 1990 conseguii il dottorato, questo campo stava vivendo uno dei propri inverni e si era guadagnato un’immagine cosí negativa che addirittura mi consigliarono di eliminare la formula «intelligenza artificiale» dalle mie domande di lavoro.

Le cose facili sono difficili.

I freddi inverni dell’IA hanno impartito agli esperti alcune importanti lezioni. La piú semplice l’ha rilevata John McCarthy, cinquant’anni dopo la conferenza al Dartmouth: «L’IA era un obiettivo piú difficile di quanto pensavamo»26. Marvin Minsky mise in luce come le ricerche sull’IA avessero in realtà rivelato un paradosso: «Le cose facili sono difficili». Gli obiettivi originari dell’IA – computer che potessero conversare con noi in un linguaggio naturale, descrivere quello che vedevano attraverso gli occhi delle loro videocamere, imparare nuovi concetti dopo avere visto solo pochi esempi – sono cose che i bambini piccoli fanno agevolmente. Eppure, a sorpresa, queste «cose facili» si sono rivelate per l’IA piú difficili da realizzare che non diagnosticare malattie complesse, battere campioni in carne e ossa a scacchi o a Go, o risolvere complessi problemi algebrici. Minsky affermava inoltre che «in generale, siamo meno consapevoli di quello che le nostre menti fanno meglio»27. Il tentativo di creare un’intelligenza artificiale ha contribuito, perlomeno, a chiarire quanto sottili e complesse siano le nostre menti.








Capitolo secondo

Le reti neurali e l’ascesa del machine learning




Spoiler alert! Le reti neurali multistrato, vale a dire l’ampliamento dei percettroni che Minsky e Papert svilirono come probabilmente «sterile», si sono invece rivelate il fondamento di buona parte dell’intelligenza artificiale contemporanea. Poiché su queste reti si fondano diversi metodi che descriverò nei prossimi capitoli, dedicherò ora un po’ di tempo a illustrarne il funzionamento.

Reti neurali multistrato.

Una rete è un insieme di elementi variamente connessi tra loro. Tutti noi abbiamo dimestichezza con le reti sociali, i cui elementi sono le persone, e con le reti di computer, i cui elementi sono, naturalmente, i computer. Nelle reti neurali gli elementi sono neuroni simulati, affini ai percettroni che ho descritto nel capitolo precedente.

Nella figura 4 ho disegnato una semplice rete neurale multistrato, progettata per riconoscere le cifre scritte a mano. La rete ha due file (strati) e neuroni simulati come quelli del percettrone (cerchi). Per semplicità (e probabilmente con sollievo dei neuroscienziati che leggeranno queste righe), userò il termine unità al posto di neurone simulato per descrivere gli elementi della rete. Come il percettrone rivelatore di numeri 8 descritto nel capitolo I, la rete della figura 4 ha 324 (18 × 18) input, ciascuno impostato su un valore d’intensità del pixel corrispondente nell’immagine di input. Ma a differenza del percettrone, questa rete ha uno strato con tre unità nascoste, e uno strato di dieci unità di output. Ciascuna unità di output corrisponde a una delle possibili categorie di cifre.

Le grandi frecce grigie indicano che ciascun input ha una connessione ponderata verso ciascuna unità nascosta, e che ciascuna unità nascosta ha una connessione ponderata verso ciascuna unità di output. L’espressione un po’ misteriosa unità nascosta deriva dalla letteratura delle reti neurali: indica una unità non di output. Un termine piú adeguato avrebbe potuto essere unità interna.

Pensate alla struttura del vostro cervello, dove alcuni neuroni controllano direttamente gli «output», per esempio i movimenti dei vostri muscoli, ma buona parte dei neuroni comunica con altri neuroni: potremmo chiamarli neuroni nascosti del cervello.

La rete illustrata nella figura 4 è detta «multistrato» perché ha due strati di unità (nascoste e di output) e non il solo strato di output. In linea di principio, una rete multistrato può avere molteplici strati di unità nascoste; le reti che hanno piú strati di unità nascoste si chiamano reti profonde (deep networks). La «profondità» di una rete è data dal numero di strati nascosti. Nei prossimi capitoli, ritornerò piú analiticamente sulle reti profonde.
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Figura 4. Una rete neurale a due strati che riconosce cifre scritte a mano.

Simile ai percettroni, ciascuna unità riceve in questo caso la somma dei valori di ciascun suo input, moltiplicata per i relativi pesi. Tuttavia, a differenza di un percettrone, qui un’unità non si limita a «scaricare» o a «non scaricare» (cioè a produrre un 1 oppure uno zero) basandosi su una soglia, ma usa la propria somma per calcolare un numero compreso tra zero e 1, la cosiddetta attivazione dell’unità. Se la somma calcolata da un’unità è bassa, allora l’attivazione dell’unità è prossima a zero; se la somma è alta, allora l’attivazione è prossima a 1 (per chi fosse interessato, ho incluso alcuni dettagli matematici nelle note)1.

Per elaborare un’immagine, come l’8 scritto a mano nella figura 4, la rete esegue i calcoli strato per strato, da sinistra a destra. Ciascuna unità nascosta calcola il proprio valore di attivazione; questi valori di attivazione diventano poi gli input delle unità di output, che poi calcolano le proprie attivazioni. Nella rete della figura 4, l’attivazione di un’unità di output può essere immaginata come il grado di confidenza che la rete ha di «vedere» la cifra corrispondente; l’unità in uscita che ha la confidenza piú elevata può essere considerata la risposta della rete, la sua classificazione.

In linea di principio una rete neurale multistrato può imparare a usare le proprie unità nascoste per riconoscere elementi piú astratti (per esempio forme visive come i «cerchi» in alto e in basso di un 8 scritto a mano) degli elementi semplici (quali i pixel) codificati dall’input. In generale è difficile conoscere anzitempo quanti strati di unità nascoste sono necessari, o quante unità nascoste andrebbero incluse in uno strato affinché una rete svolga bene un certo compito. Per lo piú i ricercatori delle reti neurali procedono per prove ed errori per trovare le combinazioni migliori.

Apprendimento per retropropagazione.

Nel loro libro Perceptrons, Minsky e Papert dubitavano profondamente che si potesse progettare un algoritmo capace di regolare i pesi di una rete neurale multistrato. Il loro scetticismo (insieme con i dubbi di altri colleghi della comunità dell’IA simbolica) contribuí non poco al drastico calo, occorso negli anni Settanta, dei finanziamenti destinati alle ricerche sulle reti neurali. E tuttavia, malgrado l’effetto paralizzante prodotto dal libro di Minsky e Papert su quest’ambito di ricerca, un’enclave di ricercatori perseverò, specialmente nella disciplina di Frank Rosenblatt, la psicologia cognitiva. E tra il finire degli anni Settanta e i primi anni Ottanta, diversi di questi gruppi confutarono definitivamente le congetture di Minsky e Papert sulla «sterilità» delle reti neurali multistrato, sviluppando un algoritmo di apprendimento generale – la retropropagazione – al fine di addestrare queste reti.

Come il termine lascia intendere, la retropropagazione è un modo per prendere un errore osservato nelle unità di output (per esempio una confidenza elevata per la cifra sbagliata nell’esempio della fig. 4) e per «propagare» a ritroso la responsabilità di quell’errore (nella fig. 4, sarebbe dal basso in alto), in modo da ripartire la responsabilità a ciascun peso della rete. Ciò permette alla retropropagazione di determinare di quanto modificare ciascun peso per ridurre l’errore. L’apprendimento nelle reti neurali consiste semplicemente nel modificare gradualmente i pesi delle connessioni, in modo che l’errore di ciascun output diventi quanto piú possibile prossimo a zero in tutti gli esempi di addestramento. Pur non intendendo trattare la matematica della retropropagazione, ho incluso alcuni dettagli nelle note2.

La retropropagazione funziona (almeno in linea di principio) a prescindere dal numero di input, di unità nascoste o di unità di output della rete neurale. Benché non vi sia la garanzia matematica che si assesti sui pesi corretti di una rete, la retropropagazione ha funzionato molto bene in parecchi compiti che risultano troppo difficili per i semplici percettroni. Per esempio, nel test di riconoscimento delle cifre scritte a mano ho addestrato sia un percettrone sia una rete neurale a due strati, ciascuna con 324 input e 10 output, usando sessantamila esempi. Ho poi verificato in quale misura riconoscevano diecimila nuovi esempi: il percettrone era corretto in circa l’80 per cento dei nuovi esempi; invece la rete neurale con 50 unità nascoste era corretta il 94 per cento delle volte, un valore incredibile. Chapeau alle unità nascoste! Ma che cosa esattamente ha imparato la rete neurale, cosí da permetterle di surclassare il percettrone? Non lo so. È possibile che io riesca a trovare un modo per visualizzare i 16 700 pesi3 della rete neurale per farmi un’idea della sua prestazione; ma non l’ho fatto, e in generale non è per nulla semplice capire in che modo queste reti prendano le proprie decisioni.

È importante osservare che, pur avendo io usato l’esempio delle cifre scritte a mano, le reti neurali si possono applicare, oltre che alle immagini, a dati di qualsiasi tipo. Le reti neurali sono state applicate ad ambiti diversi, come il riconoscimento vocale, la previsione dei mercati azionari, la traduzione e la composizione musicale.

Il connessionismo.

Negli anni Ottanta il gruppo piú in vista nell’ambito delle reti neurali era un team dell’Università della California, a San Diego, guidato dai due psicologi David Rumelhart e James McClelland. All’epoca, quelle che oggi chiamiamo reti neurali si chiamavano reti connessioniste, dove connessionista è riferito all’idea che, in queste reti, la conoscenza risiede nelle connessioni ponderate tra le unità. Il team di Rumelhart e McClelland è noto per avere scritto la «bibbia» del connessionismo, un trattato in due volumi pubblicato nel 1986 e intitolato Pdp: microstruttura dei processi cognitivi. In un panorama in cui l’IA simbolica dominava l’intero mondo dell’IA, il libro rappresentò una ventata d’ottimismo per l’approccio subsimbolico. Affermava che «gli esseri umani sono piú intelligenti degli attuali computer perché il cervello impiega un’architettura computazionale piú idonea ai […] compiti di elaborazione d’informazione in cui noi umani ce la caviamo bene», per esempio «percepire gli oggetti in scene naturali e rilevare le rispettive relazioni, […] comprendere il linguaggio e recuperare dalla memoria informazioni appropriate al contesto»4. Secondo gli autori, «sistemi simbolici come quelli prediletti da Minsky e Papert»5 non erano capaci di cogliere queste abilità tipicamente umane.

In effetti, a metà degli anni Ottanta i sistemi esperti – approcci all’IA simbolica che si affidano a esseri umani, i quali creano regole che riflettono la conoscenza esperta in una particolare disciplina – si stavano rivelando sempre piú fragili: erano inclini a errori e spesso incapaci di generalizzare o di adattarsi al cospetto di nuove situazioni. Analizzando i limiti di questi sistemi, i ricercatori stavano scoprendo quanto gli esperti umani che scrivono le regole si affidino in realtà a una conoscenza inconscia – che potremmo definire senso comune – per agire in modo intelligente. Questa forma di senso comune non sarebbe colta facilmente da regole programmate o dalla deduzione logica, e questa mancanza limitò gravemente qualsiasi applicazione ad ampio spettro dei metodi dell’IA simbolica. In breve, dopo un ciclo di grandi promesse, di finanziamenti faraonici e di clamore mediatico, l’IA simbolica stava andando incontro a un nuovo inverno.

Per i sostenitori del connessionismo il segreto dell’intelligenza stava in un’architettura computazionale appropriata – ispirata al cervello – e nella capacità del sistema di imparare dai propri dati o dalle proprie azioni nel mondo. Rumelhart, McClelland e il loro team concepirono le reti connessioniste (nel software) come modelli scientifici dell’apprendimento, della percezione e dello sviluppo del linguaggio nell’uomo. Pur non esprimendo nemmeno lontanamente una prestazione di livello umano, queste varie reti descritte nei due tomi di Pdp e in altre pubblicazioni erano oggetti di IA sufficientemente interessanti da indurre molti, tra cui i responsabili degli enti finanziatori, a prenderne atto. Nel 1988, un alto funzionario della Defense Advanced Research Projects Agency (Darpa), il piú munifico ente erogatore di finanziamenti all’IA, si espresse cosí: «Credo che questa tecnologia verso cui ci stiamo avventurando [ossia le reti neurali] sia piú importante della bomba atomica»6. Le reti neurali stavano tornando all’improvviso «di moda».

Pessimi in logica, bravi a frisbee.

Gli ormai sessant’anni di ricerche sull’IA hanno registrato un susseguirsi di discussioni sui vantaggi e gli svantaggi dell’approccio simbolico e di quello subsimbolico. I sistemi simbolici possono essere progettati da esseri umani, permeati di conoscenza umana, e possono usare un ragionamento comprensibile all’uomo per risolvere problemi. Per esempio Mycin, un sistema esperto sviluppato nei primi anni Settanta, riceveva circa seicento regole che usava per aiutare i medici a fare le diagnosi e a trattare malattie del sangue. I programmatori di Mycin svilupparono queste regole dopo meticolose interviste a medici esperti. Dati i sintomi di un paziente e i risultati dei test clinici, Mycin usava la logica e il ragionamento probabilistico, insieme con le proprie regole, per stilare una diagnosi, e sapeva spiegare i meccanismi di ragionamento che lui stesso aveva impiegato. In parole povere, Mycin era un esempio paradigmatico di IA simbolica.

Viceversa, come abbiamo visto, i sistemi subsimbolici sono in linea di massima difficili da interpretare, e nessuno sa come programmare direttamente in questi sistemi una conoscenza umana complessa oppure la logica. I sistemi subsimbolici sembrano molto piú idonei a svolgere compiti percettivi o motori, per i quali l’uomo non riesce facilmente a definire le regole. Non potete mettere per iscritto le regole per identificare le cifre scritte a mano, afferrare una palla da baseball o riconoscere la voce di vostra madre; lo fate automaticamente, senza un pensiero cosciente. Il filosofo Andy Clark sosteneva che è nella natura dei sistemi subsimbolici essere «pessimi in logica e bravi a frisbee»7.

Allora, perché non ci limitiamo a usare i sistemi simbolici per compiti che richiedono descrizioni di tipo linguistico di alto livello e il ragionamento logico, e i sistemi subsimbolici per compiti percettivi di basso livello, come il riconoscimento di volti e di voci? In una certa misura è questo ciò che è stato fatto nell’IA, con poche connessioni tra i due campi. Ognuno dei due approcci ha fatto registrare importanti risultati in ambiti specifici, ma è andato incontro a notevoli difficoltà nel raggiungere gli obiettivi originali dell’IA. Se sono stati fatti alcuni tentativi volti a creare sistemi ibridi che integrano i metodi subsimbolici e quelli simbolici, finora nessuno di questi ci ha stupito coi suoi effetti speciali.

L’ascesa del machine learning.

Ispirati dalla statistica e dalla teoria della probabilità, i ricercatori hanno sviluppato numerosi algoritmi che consentono ai computer di imparare dai dati; e il machine learning è diventato una sottodisciplina dell’IA, intenzionalmente separata dall’IA simbolica. I ricercatori nel campo del machine learning definivano in tono beffardo i metodi dell’IA simbolica come «la vecchia buona IA», o Gofaia [Good Old-Fashioned Artificial Intelligence]8, cestinandoli senza mezzi termini.

Nei due decenni successivi il machine learning avrebbe vissuto i propri cicli di ottimismo, di finanziamento pubblico, di start up e di grandi promesse, cui sarebbero seguiti gli inevitabili inverni. Addestrare le reti neurali e metodi simili per risolvere problemi del mondo reale si rivelava talvolta un processo lento da morire, e spesso poco efficace, per via della quantità limitata di dati e di potenza di calcolo disponibile al tempo. Ma di lí a poco una maggiore quantità di dati e una maggiore potenza di calcolo, unite alla crescita esplosiva di internet, avrebbero gettato le basi per la successiva grande rivoluzione dell’IA.





a. Acronimo coniato dal filosofo britannico John Haugeland per l’IA simbolica nel suo libro Intelligenza artificiale: il significato di un’idea, Bollati Boringhieri, Torino 1988 [N.d.T.].










Capitolo terzo

La primavera dell’intelligenza artificiale




Febbre di primavera.

Avete mai girato un video del vostro gatto per poi caricarlo su YouTube? Se sí, siete in buona compagnia. Su YouTube sono stati caricati piú di un miliardo di video, e per buona parte i protagonisti sono gatti. Nel 2012 un team di IA di Google ha creato una rete neurale multistrato con oltre un miliardo di pesi che «guardavano» milioni di video casuali su YouTube mentre adattava i pesi per comprimere con efficacia, e poi decomprimere, frame selezionati dai video. I ricercatori di Google non avevano detto al sistema di imparare a riconoscere un oggetto in particolare. Ma dopo una settimana di addestramento, quando sono andati a verificare nelle viscere della rete, che cosa hanno scoperto? Un «neurone» (unità) che sembrava codificare gatti1. Questa macchina autodidatta di riconoscimento di gatti è stata una di una serie straordinaria di imprese dell’IA che ha catturato l’attenzione del pubblico nell’ultimo decennio. Buona parte di questi successi si basa su un insieme di algoritmi di reti neurali conosciuti come deep learning.

Fino a poco tempo fa, l’immagine piú diffusa dell’IA proveniva perlopiú dai molti film e programmi televisivi in cui ricopriva un ruolo da star: si pensi a 2001: Odissea nello spazio o Terminator. L’IA del mondo reale non era molto visibile nella nostra vita quotidiana o sui principali media. Se siete diventati maggiorenni negli anni Novanta o prima ancora, forse ricorderete il confronto frustrante con i sistemi di riconoscimento vocale di assistenza ai clienti, con il robot giocattolo Furby che imparava parole, o con lo sventurato e petulante Clippy di Microsoft, la graffetta umanizzata che faceva da assistente virtuale. Insomma, una vera IA sembrava ancora remota.

Forse per questo cosí tante persone sono rimaste sconcertate e turbate quando, nel 1997, il programma per giocare a scacchi Deep Blue della Ibm sconfisse il campione mondiale Garry Kasparov. Quest’evento frastornò lo stesso Kasparov al punto che accusò il team dell’Ibm di avere barato: secondo lui una macchina non avrebbe potuto giocare cosí bene senza ricevere aiuti da esperti umani2 (per una deliziosa ironia della sorte, durante gli incontri del campionato mondiale di scacchi del 2006 le parti s’invertirono, e un giocatore accusò l’altro di barare poiché riceveva aiuto da un programma computerizzato di scacchi)3.

La nostra paura collettiva nei confronti di Deep Blue presto svaní. Accettammo che gli scacchi potevano cedere alla forza bruta della macchina; giocare bene a scacchi – concedevamo – non richiedeva in fondo intelligenza. È la risposta di rito ogniqualvolta i computer superano l’uomo in qualche compito; pensiamo che non richieda intelligenza: «Non appena funziona, piú nessuno la definisce intelligenza», lamentava John McCarthy4.

Tuttavia, a partire dalla metà degli anni Duemila una serie piú pervasiva di successi dell’IA ci colse di sorpresa e proliferò a un ritmo ubriacante. Google inaugurava Google Translate, il servizio di traduzione automatica. Non era perfetto, ma funzionava sorprendentemente bene, e da allora è migliorato in misura rilevante. Poco tempo dopo, sono comparse sulle strade della California le auto a guida autonoma di Google, prudenti e timide, ma che si spostavano da sole in mezzo al traffico. Assistenti virtuali come Siri di Apple e Alexa di Amazon sono stati installati sui nostri smartphone e nelle nostre case, e possono esaudire molte richieste vocali. YouTube ha cominciato a fornire sottotitoli incredibilmente accurati ai video, e Skype ha offerto traduzioni simultanee nelle videochiamate. Di colpo Facebook sapeva riconoscere con una esattezza inquietante la vostra faccia nelle fotografie caricate in rete, e Flickr, il sito di condivisione di foto, ha cominciato a etichettarle automaticamente con un testo che descrive il loro contenuto.

Nel 2011 il programma Watson dell’Ibm ha sgominato campioni umani nel gioco a premi Jeopardy!, interpretando abilmente doppi sensi e inducendo lo sfidante Ken Jennings a «dare il benvenuto ai nostri nuovi padroni computer!» Appena cinque anni dopo, milioni di utenti della rete avrebbero conosciuto il complesso gioco del Go, una grande sfida di lunga data per l’IA, quando il programma AlphaGo sconfisse – cosa inaudita – uno dei migliori giocatori al mondo in quattro partite su cinque.

Il rumore intorno all’intelligenza artificiale si stava rapidamente facendo assordante, e il mondo del business se ne accorse. Le piú grandi tech company hanno riversato miliardi di dollari nella ricerca e sviluppo dell’IA, o assumendo direttamente esperti di IA o acquisendo le piú piccole start up al solo scopo di accaparrarsi (acqui-hiring) i loro talentuosi dipendenti. La possibilità di essere acquisite, con la conseguente promessa di diventare all’improvviso milionarie, ha favorito una proliferazione di start up, spesso finanziate e dirette da ex professori universitari, ciascuno con il proprio approccio all’IA. Come osservava il giornalista specializzato in tecnologia Kevin Kelly, «I progetti aziendali delle prossime diecimila start up sono facili da prevedere: prendi X e aggiungi IA»5. E soprattutto, per quasi ognuna di queste aziende IA significava «deep learning».

La primavera dell’IA era nuovamente sbocciata.

IA: ristretta e generale, debole e forte.

Come ogni altra primavera dell’IA che l’aveva preceduta, quella attuale annovera esperti che predicono che l’«IA generale» – l’IA che eguaglia o supera gli umani sotto molti aspetti – sarà a breve tra noi. «L’IA di livello umano sarà superata a metà di questi anni Venti»6, ha previsto Shane Legg, cofondatore nel 2016 di Google DeepMind. Un anno prima il Ceo di Facebook Mark Zuckerberg dichiarava che «uno dei nostri obiettivi per i prossimi cinque o dieci anni è ottenere un livello dei nostri sensi principali superiore a quello umano: la vista, l’udito, il linguaggio, i processi cognitivi generali»7. I filosofi dell’IA Vincent Müller e Nick Bostrom hanno pubblicato un sondaggio effettuato nel 2013 tra ricercatori nell’IA, secondo il quale molti ritenevano che ci fosse una probabilità del 50 per cento che entro il 2040 avremo un’IA di livello umano8.

Benché buona parte di questo ottimismo si fondi sui recenti successi del deep learning, questi programmi – come tutti i casi finora di IA – sono ancora esempi della cosiddetta IA «ristretta» o «debole». Questi termini non vanno intesi in senso dispregiativo: si riferiscono semplicemente a un sistema che sa eseguire solamente un compito (o un piccolo insieme di compiti affini) definito in modo ristretto. AlphaGo è forse il miglior giocatore al mondo di Go, ma sa fare solo questo; non sa giocare nemmeno a dama, a tris o al Gioco dell’oca. Google Translate può tradurre in cinese una recensione di un film in inglese, ma non sa dirvi se al recensore il film è piaciuto, e certamente non sa guardare e recensire lui stesso il film.

I termini ristretto e debole sono usati in antitesi all’IA forte, di livello umano, generale o vera e propria, ossia l’IA che vediamo nei film, capace di fare quasi ogni cosa che l’uomo sa fare, e magari molto di piú. L’IA generale potrebbe essere stata l’obiettivo originario di questa disciplina, ma la sua realizzazione si è rivelata molto piú difficile del previsto. Nel tempo, gli sforzi dell’IA si sono poco alla volta concentrati su compiti particolari ben definiti, come il riconoscimento vocale, gli scacchi, la guida autonoma, e cosí via. Creare macchine che svolgono tali funzioni è utile e spesso redditizio, e potremmo sostenere che ciascuno dei compiti richiede singolarmente un’«intelligenza». Ma finora non è stato creato nessun programma di IA che si possa definire intelligente in senso lato. Una recente valutazione di questa disciplina ha espresso bene il concetto: «Un cumulo di intelligenze ristrette non equivarrà mai a un’intelligenza generale. Questa non riguarda tanto il numero di capacità, quanto l’integrazione delle capacità stesse»9.

Un momento però! Considerando il rapido accumulo di intelligenze ristrette, quanto tempo ci vorrà prima che qualcuno concepisca il modo di integrarle e di produrre tutti gli ampi, profondi e sottili tratti dell’intelligenza umana? Dobbiamo credere allo scienziato cognitivo Steven Pinker, secondo il quale questa proliferazione non cambia nulla? «L’IA di livello umano è sempre l’asticella tra quindici o venti anni, come da sempre, e molti suoi progressi sbandierati di recente hanno radici poco profonde», ha dichiarato Pinker10. O dovremmo forse prestare piú orecchio agli ottimisti dell’IA, certi come sono che, stavolta, in questa primavera dell’IA, sarà tutta un’altra storia?

Non sorprende che nel mondo della ricerca sull’IA divampino le controversie sulla natura dell’IA di livello umano. Come facciamo a sapere di aver costruito tale «macchina pensante»? Un sistema del genere dovrebbe avere una coscienza o una consapevolezza di sé, proprio come un essere umano? Capire le cose proprio come una persona? Ma poiché stiamo parlando di una macchina, sarebbe forse piú corretto dire che è «simulazione di pensiero»; o potremmo affermare che sta davvero pensando?

Le macchine possono pensare?

Tali domande filosofiche affliggono l’IA sin dalla sua nascita. Alan Turing, il matematico britannico che negli anni Trenta aveva descritto per sommi capi il primo quadro concettuale delle «macchine calcolatrici» programmabili, nel 1950 pubblicò un articolo in cui si domandava che cosa intendiamo quando ci domandiamo «Le macchine possono pensare?» Dopo avere proposto il celebre «gioco dell’imitazione» (oggi chiamato test di Turing, e che approfondirò a breve), Turing elencò nove possibili obiezioni alla possibilità che una macchina pensi realmente, e cercò di confutarle. Queste obiezioni immaginarie spaziano da quelle teologiche – «Pensare è una funzione dell’anima immortale dell’uomo. Dio ha dato un’anima immortale a ogni uomo e a ogni donna, ma non a qualsiasi altro animale né alle macchine. Perciò nessun animale e nessuna macchina possono pensare» –, a quella parapsicologica, del tipo «gli esseri umani possono usare la telepatia per comunicare, le macchine no». Curiosamente Turing giudicò quest’ultimo argomento «piuttosto solido», perché «le evidenze statistiche, almeno a favore della telepatia, sono schiaccianti».

A distanza di molti decenni, a mio avviso il piú solido dei possibili argomenti di Turing è l’«argomento dell’autocoscienza», che lui riassumeva citando il neurologo Geoffrey Jefferson:


Fino a quando una macchina non scriverà un sonetto o comporrà un concerto in base a pensieri ed emozioni che ha provato, e non per giustapposizione casuale di simboli, non potremo accettare che una macchina eguagli il cervello, cioè che non solo scriva ma sappia di aver scritto. Fino a quel momento nessun meccanismo potrà provare (e non semplicemente segnalarlo artificialmente, il che sarebbe un facile trucco) piacere per i suoi successi o dolore quando una sua valvola si brucia; né potrà inorgoglire per l’adulazione, deprimersi per i propri errori, essere attratto dal sesso, arrabbiarsi o abbattersi quando non può ottenere quel che desidera11.



Si osservi che questo argomento dice quanto segue: (1) Solamente quando una macchina sente delle cose ed è consapevole delle proprie azioni e dei propri sentimenti – in breve quando è cosciente – potremmo considerarla realmente pensante, e (2) Nessuna macchina potrebbe mai fare qualcosa del genere. Ergo nessuna macchina potrebbe mai realmente pensare.

Anche se non lo condivido, credo sia un argomento forte. È in sintonia con le nostre idee sulla natura delle macchine e sul loro essere limitate. Nel corso degli anni ho discusso con innumerevoli amici, parenti e studenti sulla possibilità dell’intelligenza nelle macchine, e questa è la tesi che molti di loro sostengono. Per esempio, recentemente mi è capitato di parlare con mia madre, un avvocato in pensione, dopo che aveva letto un articolo sul «New York Times» riguardante i progressi di Google Translate:


MAMMA: Il problema delle persone nel campo dell’IA è che antropomorfizzano sempre!

IO: Cosa intendi per «antropomorfizzano»?

MAMMA: Il loro linguaggio implica che le macchine potrebbero pensare veramente, e non solo simulare il pensiero.

IO: Qual è la differenza tra «pensare veramente» e «simulare il pensiero»?

MAMMA: Il pensiero reale lo svolge un cervello, e la sua simulazione la fanno i computer.

IO: Cos’ha di speciale un cervello da permettergli il pensiero «reale»? E cosa manca ai computer?

MAMMA: Non lo so. Credo che nel pensiero vi sia una qualità umana che non potrà mai essere completamente imitata dai computer.



Mia madre non è la sola ad avere questa intuizione. In realtà, a molti sembra cosí evidente che qualsiasi argomentazione risulta superflua. E come molti di costoro, mia madre affermerebbe di essere filosoficamente una materialista, vale a dire di non credere a un’«anima» o a una «forza vitale» di natura fisica che pervadono d’intelligenza le cose viventi. Il punto è che, a suo avviso, le macchine non potranno mai avere la materia giusta per «pensare veramente».

Nel mondo accademico la versione piú celebre di questo argomento l’ha proposta il filosofo John Searle. Nel 1980 pubblicò l’articolo Menti, cervelli e programmi12, dove argomentava con piglio sferzante contro la possibilità di macchine realmente pensanti. In questo pezzo, tanto letto quanto dibattuto, Searle introduceva i concetti di IA forte e di IA debole, per distinguere due pretese filosofiche espresse sui programmi di IA. Benché molti oggi usino l’espressione IA forte per intendere una «IA che esegue buona parte dei compiti bene come un essere umano» e IA debole il tipo di IA ristretta attuale, con questi due termini Searle intendeva in realtà qualcosa di diverso. Per lui, la pretesa di un’IA forte sarebbe «il computer digitale programmato adeguatamente [che] non si limita a simulare di avere una mente, ma letteralmente ha una mente»13. Viceversa, nella terminologia di Searle, l’IA debole considera i computer degli strumenti per simulare l’intelligenza umana e non avanza pretese che essi abbiano «letteralmente» una mente14. Come mia madre, Searle crede che esista una differenza fondamentale, e sosteneva che l’IA forte è impossibile. Persino in linea di principio15.

Il test di Turing.

L’articolo di Searle fu stimolato anche dallo scritto di Alan Turing Macchine calcolatrici e intelligenza, che proponeva un modo per tagliare il nodo gordiano dell’intelligenza «simulata» in opposizione a quella «reale». Dichiarando che «la domanda originaria “può una macchina pensare?” è troppo priva di significato per meritare una discussione», Turing propose un metodo operativo per darle un significato. Nel «gioco dell’imitazione», noto oggi come test di Turing, ci sono due sfidanti: un computer e un essere umano. Ciascuno dei due riceve separatamente delle domande da un giudice (umano), il quale deve determinare l’identità dei due. Il giudice è fisicamente separato dai due sfidanti, e quindi non può basarsi su segnali visivi né uditivi, ma deve affidarsi a un semplice testo stampato che riceve.

Turing suggerí quanto segue: «La domanda “Le macchine possono pensare?” dovrebbe essere sostituita da “Possiamo immaginare dei computer digitali che se la caverebbero bene nel gioco dell’imitazione?”» In altre parole, se un computer è sufficientemente «umano» da essere indistinguibile dagli esseri umani, a parte il suo aspetto fisico o i rumori che produce (o al limite gli odori o i sentimenti), perché non dovremmo ammettere che esso pensi realmente? Per quale ragione dovremmo richiedere che un’entità sia creata a partire da un particolare tipo di materia (per esempio, da cellule biologiche) per garantirgli lo status di «pensante»? Come afferma senza giri di parole lo scienziato informatico Scott Aaronson, la proposta di Turing è «un appello contro lo sciovinismo della carne»16.

Il diavolo si nasconde sempre nei dettagli, e il test di Turing non fa eccezione. Il matematico britannico non aveva specificato i criteri di selezione del partecipante umano e del giudice, né aveva stabilito quanto avrebbe dovuto durare il test, o quali argomenti di conversazione fossero ammessi. Tuttavia una previsione curiosamente precisa la fece: «Credo che entro una cinquantina d’anni sarà possibile programmare i computer […] per farli giocare al gioco dell’imitazione cosí bene che un esaminatore medio non avrà piú del 70 per cento di probabilità di identificarli dopo cinque minuti di domande». In altre parole, in una sessione di cinque minuti il giudice medio sarà ingannato il 30 per cento delle volte.

La previsione di Turing si è rivelata piuttosto accurata. Negli anni sono stati realizzati diversi test di Turing, in cui i computer sfidanti sono dei chatbot, cioè programmi costruiti esclusivamente per conversare (altro non sanno fare). Nel 2014 a Londra la Royal Society ha ospitato una dimostrazione del test di Turing. Vi partecipavano cinque programmi informatici, trenta sfidanti umani, e trenta giudici umani di età e di estrazione sociale differenti, inclusi esperti e non esperti di computer, di parlanti, madrelingua e non, la lingua inglese. Ciascun giudice conduceva diverse tornate di conversazione della durata di cinque minuti in cui parlava (digitando) in parallelo con un paio di sfidanti, un umano e una macchina. Al termine delle conversazioni il giudice doveva indovinare chi era l’umano e chi la macchina. Un chatbot di nome Eugene Goostman, creato da un gruppo di programmatori russi e ucraini, vinse la competizione ingannando dieci giudici (il 33,3 per cento). Gli organizzatori della competizione, prendendo a riferimento il criterio di Turing del «piú del 30 per cento di persone ingannate in cinque minuti» inondarono ben presto i media con la notizia che il test di Turing era stato finalmente superato.

Il chatbot Eugene Goostman funziona in sostanza come buona parte degli altri chatbot: archivia un grande insieme di modelli di frasi che possono essere completati attingendo a un insieme di regole programmate applicate al testo di input ricevuto dal partner della conversazione. I programmatori del chatbot gli hanno fornito le regole linguistiche che gli permettono di individuare le informazioni chiave nei suoi input e di archiviare l’informazione per un uso successivo. In piú, il chatbot archivia un database di «conoscenza di senso comune» codificato da programmatori umani, e alcune regole di logica. Queste gli permetterebbero presumibilmente di rispondere a domande del tipo «Di che colore è il cielo sopra Vladivostok?» con una voce quasi umana: «Azzurro, credo, a meno che non sia una giornata nuvolosa». Se nessuna delle regole del chatbot si applica a un input, esso semplicemente cambia argomento. Le regole del sistema codificano anche la sua «personalità» – in questo caso un ragazzo ucraino tredicenne il cui inglese è buono ma (opportunamente) non perfetto. Ecco un esempio di conversazione di Eugene Goostman con uno dei giudici ingannati:


GIUDICE: Sei maschio o femmina?

EUGENE: Sono un ragazzino, se ci tiene a saperlo. E nemmeno molto brutto, comunque!

GIUDICE: A cosa stai pensando in questo momento?

EUGENE: Non vorrei parlare di questo, se non le dispiace. Mi può dire chi è lei? Intendo, la sua professione.

GIUDICE: Quanti anni hai?

EUGENE: Sono un ragazzino di tredici anni.

GIUDICE: Quali sono le tue competenze?

EUGENE: Le mie competenze? Non ho proprio intenzione di dirglielo. Oooh. Altra domanda17?



Al termine della competizione gli organizzatori inviarono un comunicato stampa che annunciava: «L’iconico test di Turing con sessantacinque anni sulle spalle è stato superato per la prima volta dal programma informatico Eugene Goostman». E aggiungeva: «È giusto che un risultato storico di tale importanza sia stato realizzato alla Royal Society di Londra, la casa madre della Scienza Britannica nonché scenario di innumerevoli grandi progressi della conoscenza umana nei secoli. Questa pietra miliare entrerà nella storia come una delle conquiste piú entusiasmanti»18.

Gli esperti di IA derisero all’unisono questa ricostruzione. Per chiunque abbia familiarità con la programmazione dei chatbot, appariva lampante che Eugene Goostman era un programma, e nemmeno molto sofisticato. Il risultato sembrava rivelare piú cose sui giudici e sul test in sé che non sulle macchine. Forte dei cinque minuti e della propensione a evitare domande difficili cambiando argomento o rispondendo con una nuova domanda, il programma ebbe gioco sorprendentemente facile nel far credere a un giudice poco esperto di conversare con una persona reale. È stato dimostrato con molti chatbot: da Eliza negli anni Settanta, che imitava uno psicoterapeuta, ai malefici bot di Facebook di oggi, che usano brevi scambi testuali per indurci a rivelare informazioni personali.

Questi bot fanno naturalmente leva sulla nostra tendenza, tutta umana, ad antropomorfizzare (avevi ragione, mamma!) Anche noi, sulla base di poche evidenze, siamo quanto mai propensi ad attribuire conoscenza e coscienza ai computer.

Per questo buona parte degli esperti di IA ha in odio il test di Turing, almeno per come è stato realizzato finora. Considerano tali competizioni delle mere trovate pubblicitarie, i cui risultati ben poco ci dicono sul progresso nell’IA. Ma se Turing ha forse sovrastimato la capacità di un «esaminatore medio» di non farsi ingannare da banali trucchetti, può il test essere ancora un utile indicatore di vera intelligenza, se il tempo di conversazione si amplia e la perizia richiesta ai giudici aumenta?

Ray Kurzweil, oggi ingegnere capo di Google, crede che una versione progettata ad hoc del test di Turing rivelerà l’intelligenza delle macchine; prevede che un computer supererà il test entro il 2029, una pietra miliare sulla strada verso la Singolarità da lui stesso preconizzata.

La Singolarità.

Ray Kurzweil è da tempo un alfiere dell’ottimismo rispetto all’IA. Già studente di Marvin Minsky al Mit, Kurzweil vanta una carriera da inventore di tutto rispetto: ha ideato la prima macchina Text-to-Speech e uno dei migliori sintetizzatori di musica al mondo; e nel 1999 il presidente Bill Clinton lo premiò con la National Medal of Technology and Innovation per queste e altre invenzioni.

Eppure Kurzweil è conosciuto per le sue previsioni piú che per le sue invenzioni, ed è noto in particolare per la sua idea di Singolarità, «un periodo futuro in cui il ritmo del cambiamento tecnologico sarà cosí rapido e il suo impatto cosí profondo, che la vita umana ne sarà trasformata in modo irreversibile»19. Kurzweil usa il termine singolarità nel senso di «un evento unico con […] implicazioni singolari»; in particolare «un evento capace di sconvolgere la trama della storia umana»20. Questo evento singolare è – a suo dire – il momento in cui l’IA supererà l’intelligenza umana.

Le sue idee sono state stimolate dalle congetture del matematico Irving John Good sulla possibilità di un’esplosione dell’intelligenza: «Poniamo che una macchina superintelligente sia definita come una macchina che può ampiamente superare le attività intellettuali di qualsiasi umano, per quanto intelligente esso sia. Poiché il progetto delle macchine è una di queste attività intellettuali, una macchina superintelligente potrebbe progettare macchine addirittura migliori; a quel punto si registrerebbe indubbiamente un’“esplosione dell’intelligenza”, e l’intelligenza dell’uomo rimarrebbe al palo»21.

Kurzweil subí anche l’influsso del matematico e autore di fantascienza Vernor Vinge, secondo il quale tale evento era alle porte: «L’evoluzione dell’intelligenza umana ha richiesto milioni di anni. Noi concepiremo un progresso equivalente in una frazione di quel tempo. Presto creeremo intelligenze superiori alla nostra. Quando accadrà, la storia umana avrà raggiunto una forma di singolarità […] e il mondo sfuggirà alla nostra comprensione»22.

Kurzweil muove dall’esplosione dell’intelligenza, in un crescendo di enfasi fantascientifica – dall’IA alla nanoscienza, sino alla realtà virtuale e al brain uploading – senza mutare il pacato e sicuro tono da oracolo delfico che, dito puntato sul calendario, vaticina date precise. Per rendervi l’idea, ecco alcune sue previsioni:


Negli anni Venti di questo secolo l’assemblaggio molecolare fornirà gli strumenti per combattere realmente la povertà, ripulire l’ambiente, eliminare le malattie, estendere la longevità umana.

Alla fine degli anni Trenta […] impianti cerebrali basati su nanobot intelligenti massicciamente distribuiti amplieranno enormemente la nostra memoria e miglioreranno a dismisura tutte le nostre capacità sensoriali, di riconoscimento di forme e cognitive.

«Caricare» un cervello umano (o «farne l’upload») significa scannerizzare tutte le informazioni fondamentali che lo riguardano e riprodurre quelle stesse informazioni in un substrato computazionale di potenza adeguata […] La fine degli anni Trenta è una proiezione prudente per un uploading riuscito [del cervello]23.

Un computer supererà il test di Turing entro il 202924.

Verso gli anni Trenta del Duemila, la coscienza artificiale sarà molto realistica. Ecco cosa significa superare il test di Turing25.

Fisso la data della Singolarità […] al 2045. L’intelligenza non biologica creata in quell’anno sarà un miliardo di volte piú potente di tutta l’intelligenza umana attuale26.



L’autore Andrian Kreye ha ironicamente definito la previsione della Singolarità di Kurzweil «nulla piú di una fede in un’estasi tecnologica»27.

Kurzweil fonda le proprie previsioni sull’idea di «progresso esponenziale» in molti campi della scienza e della tecnologia, in particolare relativi ai computer. Per analizzare quest’idea, vediamo come funziona la crescita esponenziale.

Una favola sull’esponenziale.

Per illustrare in modo semplice la crescita esponenziale, richiamerò alla vostra memoria una vecchia favola. Molto tempo fa un saggio di un povero villaggio ridotto alla fame visitò un regno ricco e lontano, dove il re lo sfidò a giocare a scacchi. Il saggio era riluttante, ma il re insistette, e gli offrí in premio «qualsiasi cosa tu desideri, se riuscirai a sconfiggermi in una partita». Per il bene del proprio villaggio, il saggio finí per accettare e (come spesso capita ai saggi) vinse la partita. Il re gli chiese che cosa volesse in premio. Il saggio, che si dilettava di matematica, rispose: «Chiedo soltanto che voi prendiate questa scacchiera, mettiate due chicchi di riso sul primo quadrato, quattro chicchi sul secondo quadrato, otto chicchi sul terzo e cosí via, raddoppiando il numero di chicchi su ogni quadrato successivo. Una volta che avrete completato ciascuna fila, impacchettate il riso di quella fila e speditelo al mio villaggio». Il re, digiuno di matematica, se la rise. «È tutto qui ciò che vuoi? Farò portare ai miei uomini un po’ di riso ed esaudirò la tua richiesta il prima possibile».

Gli uomini del re portarono un grande sacco di riso. Dopo diversi minuti avevano completato i primi otto quadrati della scacchiera coi chicchi di riso richiesti: due sul primo quadrato, quattro sul secondo, otto sul terzo, e cosí via, fino a 256 chicchi sull’ottavo quadrato. Infilarono i chicchi (510 per l’esattezza) in un sacchettino e lo inviarono a dorso di cavallo al villaggio del saggio. Procedettero poi con la seconda fila, con 512 chicchi sul primo quadrato di quella fila, 1024 sul quadrato successivo, e 2048 chicchi su quello successivo ancora. Ciascun mucchio di riso traboccava dal quadrato della scacchiera, e quindi ricorsero a una grande ciotola per contarlo. Alla fine della seconda fila, la conta dei chicchi richiedeva ormai troppo tempo; cosí i matematici di corte stimarono la quantità a peso. Calcolarono che per il sedicesimo quadrato erano necessari 65 536 chicchi – circa un chilogrammo. Il sacco di riso spedito per la seconda fila pesava circa due chilogrammi.

Gli uomini del re cominciarono con la terza fila. Il diciassettesimo quadrato richiedeva due chilogrammi, il diciottesimo quattro, e cosí via; alla fine della terza fila (quadrato 24) erano necessari 512 chilogrammi. Vennero arruolati sudditi del re per portare nuovi, giganteschi sacchi di riso. La situazione era ormai disperata al secondo quadrato della quarta fila (quadrato 26), quando i matematici calcolarono che erano necessari 2048 chilogrammi (piú di due tonnellate!) di riso: significava esaurire l’intero raccolto di riso del regno; e non erano nemmeno a metà scacchiera. Il re, capito a questo punto il trabocchetto, pregò il saggio di rinunciare e di salvare il regno dalla carestia. Questi, pago del fatto che il riso ricevuto dal proprio villaggio era ormai sufficiente, accolse la richiesta.

La figura 5a mostra il grafico del numero di chili di riso necessari per ogni quadrato della scacchiera, fino al ventiquattresimo. Il primo quadrato, con due chicchi di riso, ha una frazione minima di un chilogrammo; analogamente, i quadrati fino al sedicesimo contengono meno di un chilogrammo. Dopo il sedicesimo quadrato, però, il grafico s’impenna bruscamente verso l’alto, per effetto del raddoppio. La figura 5b illustra i valori dal ventiquattresimo quadrato al sessantaquattresimo, passando da 512 chilogrammi a piú di trenta migliaia di miliardi di chilogrammi.

La funzione matematica descritta da questo grafico è y = 2x, dove x è il quadrato della scacchiera (numerato da 1 a 64) e y il numero di chicchi di riso su quel quadrato. Si chiama funzione esponenziale perché x è l’esponente del numero 2. A prescindere dalla scala adottata la funzione avrà un punto caratteristico in cui la curva cambia, passando da una crescita lenta a una vertiginosa.

[image: Figura 5. Diagrammi che illustrano quanti chilogrammi di riso sono necessari per ciascun quadrato della scacchiera al fine di esaudire la richiesta del saggio: a) quadrati da 1 a 24; b) quadrati da 24 a 64.]

Figura 5. Diagrammi che illustrano quanti chilogrammi di riso sono necessari per ciascun quadrato della scacchiera al fine di esaudire la richiesta del saggio: a) quadrati da 1 a 24; b) quadrati da 24 a 64.

Il progresso esponenziale dei computer.

Per Ray Kurzweil l’era dei computer offre oggi l’analogo concreto della favola sull’esponenziale. Nel 1965 Gordon Moore, cofondatore della Intel Corporation, identificò un trend divenuto poi celebre come legge di Moore: il numero di componenti sul chip di un computer raddoppia circa ogni due anni. In altre parole, i componenti stanno diventando esponenzialmente piú piccoli (e piú economici), e la velocità e la memoria dei computer sta crescendo a un ritmo esponenziale.

I libri di Kurzweil sono zeppi di grafici come quelli della figura 5, ed estrapolazioni di questi trend di progresso esponenziale, sulla falsariga della legge di Moore, sono il cuore delle sue previsioni sull’IA. Secondo Kurzweil, se i trend continueranno (come lui crede), un computer da mille dollari «raggiungerà le capacità di un cervello umano (1016 calcoli al secondo) […] intorno al 2023»28. A quel punto, secondo la visione del futurologo, l’IA di livello umano si ridurrà a una pura questione di retroingegneria applicata al cervello umano.

Neuroingegneria.

Eseguire la retroingegneria del cervello significa comprenderne a sufficienza i meccanismi in modo da poterli duplicare, o perlomeno usare i suoi principî funzionali per replicarne l’intelligenza in un computer. Secondo Kurzweil tale retroingegneria è un approccio pragmatico, che condurrà a breve termine alla creazione di un’IA «umana». Buona parte dei neuroscienziati non sarebbe affatto d’accordo, considerato quanto poco sappiamo sul funzionamento del cervello. Eppure il ragionamento di Kurzweil si basa su trend esponenziali, e in questo caso sui progressi compiuti nell’ambito delle neuroscienze. Nel 2002 scriveva: «Un’attenta analisi dei trend essenziali rivela che, da qui a trent’anni, comprenderemo i principî operativi del cervello umano e ne sapremo ricreare la potenza in sostanze sintetiche»29.

Quasi nessun neuroscienziato sottoscriverebbe questa previsione ottimistica sulle neuroscienze. Ma se anche si riuscisse a creare una macchina che opera secondo i principî del cervello, come farà questa macchina a imparare tutto ciò che le serve per essere considerata intelligente? Del resto, un neonato ha un cervello, ma non ancora quella che noi chiamiamo intelligenza di livello umano. Kurzweil concorda: «Buona parte della complessità [cerebrale] scaturisce dalla sua interazione con un mondo complesso. Cosí, sarà necessario che un’intelligenza artificiale sia “educata”, come l’intelligenza naturale»30.

Certo, istruire può richiedere molti anni. Secondo Kurzweil è possibile accelerare enormemente questo processo. «L’elettronica attuale è già almeno dieci milioni di volte piú veloce dell’elaborazione d’informazione elettrochimica del sistema nervoso umano. Una volta che saprà gestire le capacità essenziali del linguaggio umano, un’IA amplierà le proprie abilità linguistiche e la propria conoscenza generale leggendo rapidamente l’intera letteratura umana e assorbendo la conoscenza contenuta in milioni di siti web»31.

Kurzweil è vago su come tutto ciò potrà avere luogo. Ci garantisce però che, per ottenere un’IA di livello umano, «non programmeremo l’intelligenza umana link dopo link come in un gigantesco sistema esperto. Piuttosto, configureremo una complicata gerarchia di sistemi in grado di auto-organizzarsi, basata sulla retroingegneria del cervello umano, e provvederemo alla sua educazione […] che sarà centinaia se non migliaia di volte piú veloce del suo equivalente umano»32.

Scettici e fautori della Singolarità.

Le reazioni ai libri di Kurzweil The Age of Spiritual Machines (1999) e La singolarità è vicina si collocano spesso a uno di due estremi: o accoglienza entusiastica o scetticismo sprezzante. Quando lessi i libri di Kurzweil, appartenevo (e ancora appartengo) alla seconda schiera. Non mi convincevano affatto né la profusione di curve esponenziali né i suoi argomenti a favore della retroingegneria del cervello. Certo, Deep Blue ha battuto Kasparov a scacchi, ma l’IA era ben inferiore al livello umano in buona parte degli altri campi. Le previsioni di Kurzweil secondo le quali l’IA eguaglierà noi umani da qui a una ventina d’anni mi sembravano ridicolmente ottimistiche.

Molte persone di mia conoscenza condividono il mio scetticismo. Un articolo della giornalista Maureen Dowd coglie perfettamente l’atteggiamento dominante rispetto all’IA. Descrive come Andrew Ng, un celebre ricercatore nel campo dell’IA di Stanford, non appena lei gli parlò della Singolarità, alzò gli occhi al cielo: «Ogni volta che ne sento parlare, i miei occhi fanno cosí, spontaneamente»33.

D’altro canto, le idee di Kurzweil vantano molti sostenitori. Diversi suoi libri si annoverano tra i bestseller e hanno ricevuto recensioni positive in pubblicazioni autorevoli. Parlando della Singolarità, la rivista «Time» dichiarava, che «non è un’idea campata per aria, ma un’ipotesi seria sul futuro della vita sulla Terra»34.

Il pensiero di Kurzweil ha influenzato notevolmente il settore tecnologico, un ambito i cui protagonisti credono facilmente nel progresso tecnologico esponenziale come mezzo per risolvere i problemi della società. Kurzweil, oltre a essere ingegnere capo di Google, è cofondatore (con il compagno e amico, l’imprenditore futurista Peter Diamandis) della Singularity University, un think tank «transumanista», un incubatore di start up, e occasionalmente un campus estivo dell’élite tecnologica. La missione dichiarata della Singularity University è «educare, ispirare e incoraggiare i leader a impiegare tecnologie esponenziali per affrontare le grandi sfide dell’umanità»35. L’organizzazione è sovvenzionata in parte da Google; Larry Page (cofondatore di Google) l’ha sostenuta sin dalla prima ora e interviene di frequente come conferenziere nei suoi programmi. Diverse altre tech company dai nomi altisonanti hanno finanziato le sue attività.

Douglas Hofstadter è tra i pensatori che – sorprendendomi ancora una volta – si pone a cavallo tra lo scetticismo e il timore nei confronti della Singolarità. Come lui stesso mi ha riferito, lo sconcertava il fatto che i libri di Kurzweil «mescolassero i piú folli scenari fantascientifici con elementi chiaramente veri». Alle mie obiezioni, Hofstadter ribatté che, dalla sua prospettiva di lungo periodo, per ogni previsione apparentemente folle di Kurzweil, qualcun’altra si era sorprendentemente realizzata, o si sarebbe realizzata da lí a poco. Entro gli anni Trenta del Duemila, «“trasmettitori di esperienze” […] invieranno sul web tutto il flusso delle loro esperienze sensoriali e i correlati neurologici delle loro reazioni emotive»?36 Sembra una follia. Ma sul finire degli anni Ottanta Kurzweil, affidandosi alle curve esponenziali, aveva previsto che nel 1998 «un computer sconfiggerà il campione mondiale umano di scacchi […] e di conseguenza gli scacchi per noi avranno meno valore»37. All’epoca, molti pensavano che fosse l’ennesima pura follia. Eppure l’evento sarebbe accaduto un anno prima della sua stessa previsione.

Hofstadter ha osservato l’uso arguto che Kurzweil fa dello «stratagemma di Cristoforo Colombo», come lo definisce Hofstadter38, riferendosi alla canzone di Ira Gershwin They All Laughed (Tutti risero), che include il verso «They all Laughed at Christopher Columbus» (tutti risero di Cristoforo Colombo [quando propose le proprie esplorazioni]). Kurzweil riporta numerose citazioni di illustri personaggi storici che sottovalutarono il progresso e l’impatto della tecnologia. Eccone alcune: il presidente della Ibm Thomas J. Watson, nel 1943: «Credo che esista un mercato mondiale per cinque computer al massimo»; il cofondatore della Digital Equipment Corporation Ken Olsen, nel 1977: «Non vi è ragione per cui la gente debba avere un computer a casa»; Bill Gates nel 1981: «640 Kbyte di memoria dovrebbero bastare a chiunque»39. Hofstadter, scottato com’era dalle proprie previsioni errate sul gioco degli scacchi al computer, era restio a screditare, cosí su due piedi, le idee di Kurzweil, per bizzarre che sembrassero. «Come la sconfitta di Kasparov da parte di Deep Blue, è certamente un invito a riflettere»40.

Scommettere sul test di Turing.

A livello di scelta professionale, il «futurologo» è un gran bel lavoro, se sei bravo. Scrivi libri facendo previsioni che non possono essere valutate per decenni e la cui validità finale non influenzerà nell’immediato la tua reputazione, né le vendite del tuo libro. Nel 2002 è stato creato il sito web Long Bets (scommesse sul futuro), destinato a fare in modo che i futurologi mantengano la parola. Long Bets è «un terreno per previsioni competitive, responsabili»41: consente a un previsore di fare appunto previsioni a lungo termine che specificano una data, e a uno sfidante di sfidare la previsione; entrambi puntano del denaro che sarà liquidato allo scadere della data della previsione. Il primo previsore del sito è stato l’imprenditore di software Mitchell Kapor. La sua fu una previsione di tipo negativo: «Entro il 2029 nessun computer – né alcuna “machine intelligence” – avrà superato il test di Turing». Kapor, che aveva fondato la fiorente azienda di software Lotus e che da tempo è un attivista per i diritti digitali, conosceva bene Kurzweil e si era schierato nel campo dei «molto scettici» riguardo alla Singolarità. Kurzweil acconsentí a essere lo sfidante di questa scommessa pubblica: 20 000 dollari sarebbero andati alla Electronic Frontier Foundation (cofondata da Kapor) in caso di vittoria, e alla Kurzweil Foundation se invece il successo fosse arriso allo stesso Kurzweil. Il test per stabilire il vincitore avrà luogo prima della fine del 2029.

Nel fare questa scommessa, Kapor e Kurzweil – a differenza di Turing – hanno dovuto specificare accuratamente per iscritto come funzionava il loro test di Turing. Iniziano da alcune definizioni necessarie. «Un essere umano è una persona umana biologica, per come s’intende questo termine nell’anno 2001, la cui intelligenza non è stata potenziata tramite l’uso di macchine (ossia, di intelligenza non biologica) […] Un computer è qualsiasi forma di intelligenza non biologica (hardware e software) e può includere qualsiasi forma di tecnologia, ma non può essere né un essere umano biologico (potenziato o altro) né neuroni biologici (sono però ammesse emulazioni non biologiche di neuroni biologici)»42.

I termini della scommessa specificano, inoltre, che il test sarà svolto da tre giudici umani che intervisteranno il computer in gara e tre «comprimari» umani. I quattro contendenti proveranno a convincere i giudici di essere delle persone. I giudici e i comprimari umani saranno scelti da una «commissione del test di Turing», formata da Kapor, Kurzweil (o da persone da loro designate) e da un terzo membro. Invece di chiacchierate di cinque minuti, ciascuno dei quattro contendenti sarà intervistato da ciascun giudice per due lunghe ore. Concluse le interviste, ciascun giudice emetterà il proprio verdetto («essere umano» o «macchina») per ciascun contendente. «Si stabilirà che il computer ha superato il “test di determinazione umana del test di Turing” se avrà fatto credere a due o piú dei tre giudici umani di essere umano»43.

Ma non è tutto:


In aggiunta, ciascuno dei tre giudici del test di Turing classificherà i quattro candidati con un grado da 1 (il meno umano) a 4 (il piú umano). Si riterrà che il computer avrà superato il «test di ordine di rango del test di Turing» se il rango mediano del computer è uguale o maggiore al rango mediano di due o piú dei tre comprimari antagonisti umani nel test di Turing.

Si riterrà che il computer avrà superato il test di Turing se avrà superato sia il test di determinazione umana del test di Turing sia il test di ordine di rango del test di Turing.

Se un computer supererà il test di Turing, come descritto sopra, prima della fine dell’anno 2029, avrà vinto Ray Kurzweil; altrimenti, la scommessa sarà vinta da Mitchell Kapor44.



Non fa una piega, non c’è che dire! Eugene Goostman non avrebbe alcuna chance. Io sarei (prudentemente) d’accordo con questa affermazione di Kurzweil: «A mio avviso, non esiste un insieme di trucchi o di algoritmi piú semplici di quelli fondanti l’intelligenza umana che permetterebbero a una macchina di superare un test di Turing ben progettato, senza possedere una vera intelligenza umana»45.

Oltre a esporre le regole della propria scommessa a lungo termine, Kapor e Kurzweil hanno scritto dei saggi integrativi in cui ognuno spiega perché pensa di vincere. Il saggio di Kurzweil riassume gli argomenti espressi nei propri libri: progresso esponenziale nel mondo della computazione, delle neuroscienze e della nanotecnologia che permetteranno, insieme, la retroingegneria del cervello.

Kapor non ci sta. Il suo argomento si basa sull’influsso dei corpi fisici (umani) e delle emozioni sulla nostra mente. «La percezione dell’ambiente e l’interazione [fisica] con quest’ultimo è un partner alla pari della mente nel dare forma all’esperienza […] [Le emozioni] delimitano e plasmano l’involucro di ciò che è pensabile»46. Secondo Kapor, senza l’equivalente di un corpo umano e di tutto ciò che esso include, una macchina non imparerà mai quanto è necessario a superare il test di Turing nella formulazione rigorosa stabilita da lui e Kurzweil.


Affermo che il modo fondamentale di apprendimento degli esseri umani è esperienziale. L’apprendimento dai libri si pone in cima a tutto questo […] Se la conoscenza umana, in special modo la conoscenza basata sull’esperienza, è in buona parte implicita, ossia mai espressa in modo diretto o esplicito, non la si troverà nei libri, e l’approccio seguito da Kurzweil per acquisire la conoscenza fallirà […] Il problema risiede non già in ciò che il computer sa, bensí in ciò che non sa e non può sapere47.



Kurzweil concorda con Kapor sul ruolo dell’apprendimento con l’esperienza, della conoscenza implicita e delle emozioni. E tuttavia crede che, prima del 2030, la realtà virtuale sarà sufficientemente «realistica»48 da ricreare le esperienze fisiche necessarie per istruire un’intelligenza artificiale a svilupparsi: benvenuti in Matrix! In piú, quest’intelligenza artificiale avrà un cervello artificiale ottenuto per retroingegneria, e l’emozione sarà una sua componente essenziale.

Anche voi, come Kapor, siete scettici sulle previsioni di Kurzweil? La ragione, risponderebbe lui, è che non capite gli esponenziali. «In linea di massima, il mio disaccordo rispetto ai critici si basa sul fatto che loro diranno: “Kurzweil sottovaluta la complessità della retroingegneria del cervello umano o la complessità della biologia”. Ma non credo di sottovalutare la sfida. Credo siano loro a sottovalutare il potere della crescita esponenziale»49.

Le persone che nutrono dello scetticismo verso Kurzweil rilevano un paio di falle in questo argomento. È vero, l’hardware dei computer ha registrato una crescita esponenziale negli ultimi cinquant’anni, ma vi sono molte ragioni per ritenere che la tendenza non reggerà in futuro. (Kurzweil naturalmente dissentirebbe.) Ma soprattutto il software non ha dimostrato lo stesso progresso esponenziale: sarebbe difficile sostenere che il software attuale è esponenzialmente piú raffinato, o piú simile al cervello, del software di cinquant’anni fa, o che tale tendenza sia mai esistita. Anche le pretese di Kurzweil sulle tendenze esponenziali nelle neuroscienze e nella realtà virtuale sono oggetto di ampi dibattiti.

Ma come hanno sottolineato i Singolaritaristi, talvolta è difficile riconoscere una tendenza esponenziale se si è immersi al suo interno. Se guardate una curva esponenziale come quelle illustrate nella figura 5, Kurzweil e i suoi seguaci immaginano che ci troviamo nel punto in cui la curva cresce lentamente, ciò che ci appare come un progresso incrementale, ma non bisogna credere alle apparenze, perché la crescita sta per esplodere.

Non sarà forse che, come molti hanno sostenuto, l’attuale primavera dell’IA è la prima avvisaglia dell’esplosione prossima ventura? O si tratta solo di una tappa intermedia su una lenta curva di crescita graduale che non sfocerà in un’IA di livello umano per un altro secolo almeno? Oppure è un’altra bolla dell’IA, cui presto seguirà un altro inverno?

Per orientarci in tali questioni, dobbiamo considerare con cura alcune capacità fondamentali della nostra peculiare intelligenza, come la percezione, il linguaggio, il prendere decisioni, il ragionamento di senso comune e l’apprendimento. Nei prossimi capitoli vedremo quanta strada ha fatto l’IA nel cogliere queste capacità, e valuteremo le sue prospettive. Per il 2029 e oltre.








Parte seconda

Guardare e vedere








Capitolo quarto

Chi, che cosa, quando, dove e perché




Guardate la fotografia nella figura 6 e ditemi cosa vedete: una donna che accarezza un cane; una soldatessa che accarezza un cane; una soldatessa che è appena tornata dalla guerra e che riceve il benvenuto dal suo cane, con dei fiori e un palloncino con su scritto «Welcome Home». Il volto della soldatessa mostra le sue complesse emozioni, il cane scodinzola felice.

[image: Figura 6. Che cosa vedete in questa fotografia?]

Figura 6. Che cosa vedete in questa fotografia?

Quando è stata scattata la foto? Molto probabilmente negli ultimi dieci anni. Qual è lo scenario della fotografia? Probabilmente un aeroporto. Perché la soldatessa sta accarezzando il cane? Forse lei è via da molto tempo, ne ha viste di cose, belle e brutte, le è mancato moltissimo il cane, ed è davvero felice di essere a casa. Forse il cane è un simbolo del senso stesso di «casa». Che cosa era successo poco prima che fosse scattata la foto? Probabilmente la soldatessa è scesa da un aereo e ha attraversato l’area security dell’aeroporto per recarsi dove i passeggeri vengono accolti; i famigliari o gli amici l’hanno salutata, le hanno dato i fiori e il palloncino, e liberato il cane dal guinzaglio; il cane si è avvicinato alla soldatessa, che ha posato tutto quanto aveva in mano e si è inginocchiata, passando prudentemente il cordino del palloncino sotto il ginocchio per evitare che volasse via. Cosa succederà poi? Lei si alzerà, magari si asciugherà qualche lacrima, raccoglierà i fiori, il palloncino e il laptop, prenderà il cane per il guinzaglio e si dirigerà con l’animale e i famigliari o gli amici verso l’area ritiro bagagli.

Quando guardate questa immagine, state vedendo, al livello piú elementare, dei puntini di inchiostro su una pagina (o dei pixel su uno schermo). In qualche modo, i vostri occhi e il vostro cervello incamerano quest’informazione grezza e, nel giro di pochi secondi, la trasformano in una storia dettagliata che include esseri viventi, oggetti, relazioni, luoghi, emozioni, motivazioni, e azioni passate e future. Guardiamo, vediamo, capiamo. Ma soprattutto sappiamo cosa ignorare. Molti aspetti della fotografia non sono rilevanti per la storia che ne ricaviamo: la trama del tappeto, i cinturini pendenti dallo zaino della soldatessa, il fischietto agganciato agli spallacci, i fermagli tra i capelli.

Noi umani eseguiamo quest’enorme elaborazione d’informazioni in un tempo pressoché nullo, e abbiamo una tenuissima consapevolezza, ammesso di averla, di cosa e di come la stiamo facendo. A meno che non siamo ciechi dalla nascita, l’elaborazione visiva domina il nostro cervello, a vari livelli di astrazione.

Questa capacità di descrivere i contenuti di una fotografia (o di un video, o di uno streaming in tempo reale) sarebbe certamente una delle prime cose che richiederemmo a un’IA generale di livello umano.

Le cose facili sono difficili (specie nella visione).

È dagli anni Cinquanta che i ricercatori IA si prodigano affinché i computer ricavino un senso dai dati visivi, e agli albori dell’IA realizzare questo obiettivo sembrava qualcosa di relativamente semplice. Nel 1966 Marvin Minsky e Seymour Papert – i professori che promossero l’IA, e di cui abbiamo parlato nel capitolo I – idearono il Summer Vision Project. Incaricarono alcuni studenti di «costruire una parte significativa di un sistema visivo»1. Come racconta uno storico dell’IA, «Minsky arruolò uno studente del primo anno e gli assegnò un problema da risolvere per l’estate: collegare una telecamera a un computer e far sí che la macchina descrivesse che cosa vedeva»2.

Lo studente ben presto si arenò. E se da un lato la branca dell’IA detta visione artificiale (computer vision) ha fatto grandi progressi nei molti decenni intercorsi dal progetto di quell’estate, dall’altro un programma che guarda e descrive fotografie al pari di un essere umano sembra ancora lontanissimo da venire. La visione – intesa sia come guardare sia come vedere – si rivela una delle cose piú difficili tra le cose «facili».

Un prerequisito per descrivere l’input visivo è il riconoscimento di oggetti – riconoscere in un’immagine un particolare gruppo di pixel come una particolare categoria di oggetti: «donna», «cane», «palloncino» o «laptop». In genere il riconoscimento di oggetti è cosí immediato e spontaneo per noi umani che si pensava sarebbe stato un problema relativamente facile per un computer: perlomeno fino a quando i ricercatori nell’IA non lo misero alla prova.

[image: Figura 7. Il riconoscimento di oggetti: facile per l’uomo, difficile per i computer.]

Figura 7. Il riconoscimento di oggetti: facile per l’uomo, difficile per i computer.

Qual è la grande difficoltà nel riconoscimento di oggetti? Bene, consideriamo il seguente problema: far riconoscere a un software i cani nelle fotografie. La figura 7 illustra alcune difficoltà. Se l’input è dato solamente dai pixel dell’immagine, allora il programma deve, anzitutto, capire quali sono i pixel di «cane» e quali i pixel di «non cane» (per esempio lo sfondo, le ombre e altri oggetti). Inoltre, cani differenti hanno sembianze molto differenti: possono avere pelo, forma e dimensioni differenti; essere rivolti nelle piú svariate direzioni; l’illuminazione può variare notevolmente da un’immagine all’altra; parti dell’animale possono essere coperte da altri oggetti (come steccati o persone); ma soprattutto i «pixel di cane» potrebbero assomigliare molto ai «pixel di gatto» o di altri animali; e in particolari condizioni di luminosità, una nuvola in cielo potrebbe addirittura avere la perfetta sembianza di un cane.

Sin dagli anni Cinquanta il campo della visione artificiale ha dovuto affrontare questi e altri problemi. Fino a poco tempo fa un compito importante dei ricercatori era quello di sviluppare algoritmi di elaborazione d’immagine che identificassero «tratti invarianti» di oggetti, da impiegare per riconoscere quegli oggetti malgrado le difficoltà cui accennavo. Ma pur con una sofisticata elaborazione di immagini, i programmi di riconoscimento di oggetti sono rimasti ben al di sotto delle capacità umane.

La rivoluzione del deep learning.

La capacità delle macchine di riconoscere oggetti nelle immagini e nei video ha compiuto un balzo enorme nel primo decennio di questo secolo, grazie ai progressi avvenuti nel campo del deep learning.

Deep learning indica semplicemente i metodi volti all’addestramento delle deep neural networks, ossia reti neurali con piú di uno strato nascosto. Se ricordate, gli strati nascosti sono gli strati di una rete neurale compresi tra l’input e l’output. La profondità di una rete è il suo numero di strati nascosti: una rete «poco profonda» – come quella vista nel capitolo II – ha un solo strato nascosto; una rete «profonda» ne ha piú di uno. È opportuno evidenziare questa definizione: il profondo (deep) del deep learning non si riferisce alla complessità delle cose imparate, ma alla profondità degli strati della rete addestrata.

La ricerca sulle reti neurali profonde va avanti da decenni. Ciò che le rende rivoluzionarie è il loro recente e fenomenale successo in molti compiti relativi all’IA. Curiosamente, i ricercatori hanno scoperto che le reti profonde piú efficaci hanno una struttura che imita parti del sistema visivo del cervello. Le reti neurali multistrato «tradizionali», che ho descritto nel capitolo II, erano ispirate al cervello, ma la loro struttura è molto dissimile da quest’organo; le reti neurali dominanti nel deep learning sono invece ispirate alle scoperte avvenute nelle neuroscienze.

Il cervello, il Neocognitron e le reti neurali convolutive (Cnn).

All’incirca nello stesso periodo in cui Minsky e Papert ideavano il Summer Vision Project, due neuroscienziati erano impegnati in uno studio, durato decenni, che avrebbe rivoluzionato la nostra comprensione della visione nel cervello, in particolare del riconoscimento di oggetti. David Hubel e Torsten Wiesel sarebbero stati in seguito premiati con il Nobel per aver scoperto l’organizzazione gerarchica del sistema visivo nei gatti e nei primati (uomo incluso) e aver spiegato come il sistema visivo trasforma la luce che colpisce la retina in informazioni relative agli oggetti presenti nella scena.

Le scoperte di Hubel e Wiesel avrebbero ispirato l’ingegnere giapponese Kunihiko Fukushima, che negli anni Settanta sviluppò una delle prime reti neurali profonde – da lui battezzata Cognitron – e il suo successore, il Neocognitron. Nei suoi articoli3, Fukushima riferiva di essere in parte riuscito ad addestrare il Neocognitron a riconoscere cifre scritte a mano (come quelle mostrate nel capitolo I). Tuttavia i metodi impiegati non sembravano estendibili a compiti visivi piú complessi. Il Neocognitron fu comunque un’importante fonte di ispirazione per gli approcci successivi alle reti neurali profonde, incluso quello attualmente piú influente e diffuso: le reti neurali convolutive o ConvNet, come le chiamano gli esperti.

Le ConvNet sono la forza trainante dell’attuale rivoluzione del deep learning nella visione artificiale e in altri campi. Pur essendo ampiamente accolte come la grande novità nell’IA, le ConvNet in realtà cosí nuove non sono: le propose per primo negli anni Ottanta l’informatico francese Yann LeCun, che si ispirava proprio al Neocognitron di Fukushima.

Dedicherò un po’ di spazio a descrivere il funzionamento delle ConvNet, poiché comprenderle è decisivo per capire a che punto è oggi la visione artificiale – e molto altro riguardante l’IA – e quali sono i suoi limiti.

Riconoscimento di oggetti nel cervello e nelle ConvNet.

Come il Neocognitron, le ConvNet si basano su diverse scoperte fondamentali sul sistema visivo del cervello che si devono a Hubel e Wiesel negli anni Cinquanta e Sessanta. Quando si focalizzano su una scena, i vostri occhi vengono colpiti dalla luce, di differenti lunghezze d’onda, riflessa dagli oggetti e dalle superfici della scena. La luce che colpisce gli occhi attiva delle cellule in ciascuna retina, la quale è in sostanza una griglia di neuroni posta al fondo dell’occhio. Questi neuroni comunicano la propria attivazione attraverso il nervo ottico sino all’interno del cervello, attivando quindi neuroni della corteccia visiva, situata nella parte occipitale (posteriore) di quest’organo (fig. 8). Possiamo dire che la corteccia visiva è organizzata come una serie gerarchica di strati di neuroni, come gli strati di una torta nuziale, e i neuroni di ciascuno strato comunicano le proprie attivazioni a neuroni dello strato successivo.
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Figura 8. La via seguita dall’input visivo: dagli occhi alla corteccia visiva.

Hubel e Wiesel avevano scoperto che i neuroni in strati differenti di questa gerarchia agiscono da «rivelatori» che rispondono a tratti via via piú complessi della scena visiva, come mostra la figura 9: i neuroni negli strati iniziali si attivano (ossia aumenta la frequenza di scarica) in risposta a dei contorni; la loro attivazione alimenta strati di neuroni che rispondono a forme semplici configurate da questi contorni; e cosí via, progredendo verso forme piú complesse, per finire con oggetti interi e volti specifici. Se osservate, le frecce nella figura 9 indicano un flusso d’informazione verso l’alto (bottom-up) o un flusso in avanti (feed-forward), che rappresenta le connessioni dagli strati inferiori a quelli superiori (nella figura, da sinistra a destra). È importante osservare che un flusso d’informazioni top-down (verso il basso) o di connessione a ritroso (feed-backward) (da strati superiori a strati inferiori) avviene anche nella corteccia visiva. Infatti, questa parte del cervello è dieci volte piú ricca di connessioni a ritroso che non a flusso in avanti. Tuttavia il ruolo delle connessioni a ritroso è ancora da chiarire bene, pur essendo ormai appurato che la conoscenza e le aspettative a priori, archiviate presumibilmente negli strati cerebrali superiori, influenzano profondamente ciò che noi percepiamo.

Come la struttura gerarchica a flusso in avanti illustrata nella figura 9, una ConvNet consiste di una sequenza di strati di neuroni simulati, che chiamerò nuovamente unità. Le unità di ciascuno strato forniscono l’input a unità dello strato successivo. Come la rete neurale che ho descritto nel capitolo II, quando una ConvNet elabora un’immagine, ciascuna unità assume un particolare valore di attivazione, vale a dire un numero reale calcolato a partire dagli input dell’unità e dai loro pesi.

[image: Figura 9. Schema di tratti visivi rilevati dai neuroni in strati differenti della corteccia visiva.]

Figura 9. Schema di tratti visivi rilevati dai neuroni in strati differenti della corteccia visiva.

Entriamo piú nel dettaglio, e immaginiamo una ipotetica ConvNet, con quattro strati, piú un «modulo di classificazione» che vogliamo addestrare affinché riconosca i cani e i gatti nelle immagini. Ipotizziamo, per semplicità, che ciascuna immagine di input rappresenti esattamente un cane oppure un gatto. La figura 10 illustra la struttura della nostra ConvNet. Poiché è piuttosto complicata, la descriverò con cura, passo dopo passo, per spiegare come funziona.

Input e output.

L’input della ConvNet è un’immagine, ossia una matrice di numeri corrispondenti alla luminosità e al colore dei pixel dell’immagine4. L’output della ConvNet è la confidenza della rete (da 0 per cento a 100 per cento) per ciascuna categoria: «cane» e «gatto». Il nostro obiettivo è che la rete impari a produrre come output un valore elevato di confidenza per la categoria corretta e un valore basso per la categoria alternativa. Comportandosi cosí, la rete imparerà quale insieme di tratti dell’immagine in input è piú utile per il suo compito.

Mappe di attivazione.

Se osservate, nella figura 10 ciascuno strato della rete è rappresentato da tre rettangoli sovrapposti. Rappresentano le mappe di attivazione, ispirate da «mappe» simili nel sistema visivo del cervello. Hubel e Wiesel scoprirono che i neuroni degli strati inferiori della corteccia visiva sono disposti fisicamente in modo da formare una sorta di griglia, dove ciascun neurone risponde a una piccola area del campo visivo. Immaginate di sorvolare Los Angeles in aereo di notte e di scattare una fotografia: le luci che vedete nella vostra foto formano una mappa grezza dei tratti della città illuminata. Per analogia, le attivazioni dei neuroni in ciascuno strato a «griglia» della corteccia visiva formano una mappa grezza dei tratti salienti della scena visiva. Immaginate ora di disporre di una videocamera molto speciale, che riproduce fotografie separate per le luci delle case, degli edifici e delle automobili. Un comportamento simile lo svolge la corteccia visiva: ciascun tratto visivo significativo ha una mappa neurale separata. La combinazione delle mappe è essenziale per originare la percezione di una scena.

[image: Figura 10. Illustrazione di rete neurale convolutiva (ConvNet) a quattro strati progettata per riconoscere cani e gatti nelle fotografie.]

Figura 10. Illustrazione di rete neurale convolutiva (ConvNet) a quattro strati progettata per riconoscere cani e gatti nelle fotografie.

Come i neuroni della corteccia visiva, cosí le unità di una ConvNet agiscono da rivelatori di tratti visivi significativi, e ciascuna unità guarda il proprio tratto in una parte specifica del campo visivo. E (molto all’incirca) come la corteccia visiva, ciascuno strato di una ConvNet consiste di varie griglie di queste unità, ciascuna formante una mappa di attivazione di un tratto visivo specifico.

Quali tratti visivi rivelano le unità di una ConvNet? Cominciamo dal cervello. Hubel e Wiesel scoprirono che i neuroni negli strati inferiori della corteccia visiva agiscono da rivelatori di contorni, dove un contorno indica il confine tra due regioni contrastate dell’immagine. Ciascun neurone riceve l’input corrispondente a una piccola regione della scena visiva, il campo recettivo del neurone. Il neurone si attiva (cioè aumenta la frequenza di scarica) solamente se il suo campo recettivo contiene un particolare tipo di contorno.

In realtà questi neuroni sono molto specifici circa il tipo di contorno a cui rispondono: alcuni si attivano solo in presenza di un contorno verticale nel campo recettivo; altri rispondono solamente a un contorno orizzontale; altri ancora scaricano per contorni orientati con angoli specifici. Una scoperta fondamentale di Hubel e Wiesel è che ciascuna piccola regione del vostro campo visivo corrisponde ai campi recettivi di molti differenti neuroni «rivelatori di contorni». Ciò significa che, a un basso livello di elaborazione visiva, i vostri neuroni stanno registrando gli orientamenti dei contorni in ogni parte della scena che voi state guardando. I neuroni di rilevazione dei contorni alimentano gli strati superiori della corteccia visiva, i cui neuroni sono rivelatori di forme, di oggetti e di volti specifici5.

Per analogia, il primo strato della nostra ipotetica ConvNet consiste di unità rivelatrici di contorni. La figura 11 offre una visione piú ravvicinata dello strato 1 della ConvNet. Lo strato consiste di tre mappe di attivazione, ciascuna delle quali è una griglia di unità. Ciascuna unità di una mappa corrisponde alla posizione analoga nell’immagine di input, e ciascuna unità riceve il proprio input da una piccola regione intorno a quella posizione – il suo campo recettivo. Per inciso, i campi recettivi di unità vicine in genere si sovrappongono. Ciascuna unità di ciascuna mappa calcola un valore di attivazione che misura quanto la regione «corrisponde» all’orientamento preferito del contorno – per esempio, se è verticale, orizzontale oppure con vari gradi di inclinazione.
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Figura 11. Mappe di attivazione nel primo strato della nostra ConvNet.

La figura 12 illustra in dettaglio come le unità della mappa 1 – che rilevano i contorni verticali – calcolano le proprie attivazioni. I piccoli quadratini bianchi nell’immagine di input rappresentano i campi recettivi di due differenti unità. Le aree dell’immagine interne a questi campi recettivi, una volta ingrandite, sono illustrate come matrici di valori di pixel. Qui, per semplicità, ho rappresentato ciascuna area come una griglia di pixel tre per tre (i valori, convenzionalmente, sono compresi tra 0 e 255 – piú luminoso il pixel, piú alto il valore). Ciascuna unità riceve come input i valori di pixel del proprio campo recettivo; poi l’unità moltiplica ciascun input per il proprio peso e somma i risultati per attivare l’unità.

I pesi illustrati nella figura 12 sono concepiti per produrre una forte attivazione di posizione quando, nel campo recettivo, è presente un contorno verticale da-luce-a-buio (ossia, un netto contrasto tra i lati sinistro e destro dell’area di input). Il campo recettivo superiore contiene un contorno verticale: il manto chiaro del cane accanto all’erba piú scura. Ciò si riflette nell’elevato valore di attivazione (410). Il campo recettivo inferiore non contiene tale contorno, ma solo erba scura, e l’attivazione (-10) è piú prossima a zero. Come potete osservare, il contorno verticale da-buio-a-luce genera un valore negativo «elevato» (ossia, un valore negativo lontano da zero).

[image: Figura 12. Illustrazione dell’impiego delle convoluzioni per rivelare i contorni verticali. Per esempio, per i pesi indicati, la convoluzione del campo recettivo superiore con la griglia di pesi è uguale a (200 × 1) + (110 × 0) + (70 × -1) + (190 × 1) + (90 × 0) + (80 × -1) + (220 × 1) + (70 × 0) + (50 × -1) = 410.]

Figura 12. Illustrazione dell’impiego delle convoluzioni per rivelare i contorni verticali. Per esempio, per i pesi indicati, la convoluzione del campo recettivo superiore con la griglia di pesi è uguale a (200 × 1) + (110 × 0) + (70 × -1) + (190 × 1) + (90 × 0) + (80 × -1) + (220 × 1) + (70 × 0) + (50 × -1) = 410.

Questo calcolo – moltiplicare ciascun valore di un campo recettivo per il proprio peso corrispondente, e poi sommare i risultati – è detto convoluzione: da qui l’espressione «rete neurale convolutiva». Come dicevo, in una ConvNet la mappa di attivazione è una griglia di unità corrispondenti a campi recettivi in tutta l’immagine. Ciascuna unità di una mappa di attivazione impiega gli stessi pesi per calcolare una convoluzione con il proprio campo recettivo; immaginate l’immagine di input con il quadratino bianco che scivola su ogni zona di quest’ultima6. Il risultato è la mappa di attivazione della figura 12: il pixel centrale del campo recettivo di un’unità è di colore bianco per attivazioni elevate – positive e negative – e piú scuro per attivazioni prossime a zero. Se ci fate caso, le aree bianche evidenziano i punti in cui esistono contorni verticali. Le mappe 2 e 3 nella figura 11 sono state create allo stesso modo, ma i loro pesi evidenziano, rispettivamente, contorni orizzontali e inclinati. Nel complesso, le mappe delle unità di rilevazione dei contorni nello strato 1 forniscono alla ConvNet una rappresentazione dell’immagine di input sotto forma di contorni orientati in regioni differenti, qualcosa di simile a ciò che produrrebbe un programma di rilevazioni di contorni.

Dedicherò ora un momento a spiegare la parola mappa, come la intendiamo in questo contesto. Nell’uso quotidiano mappa si riferisce a una rappresentazione spaziale di un’area geografica, ad esempio una città. Una mappa stradale di Parigi, poniamo, illustra una particolare caratteristica della città – la sua disposizione di strade, corsi e vicoli – ma non include molte altre sue caratteristiche, come edifici, case, lampioni, bidoni della spazzatura, piante di mele e stagni. Altri tipi di mappa si concentrano su caratteristiche differenti: esistono mappe delle piste ciclabili della Ville Lumière, dei ristoranti vegetariani, delle aree cani. Qualunque cosa vi interessi, molto probabilmente esiste una mappa che mostra dove trovarla. Se voleste descrivere la capitale francese a un amico che non ci è mai stato, un modo creativo potrebbe essere quello di fargli vedere un insieme di queste mappe «dei luoghi di interesse».

Una ConvNet (come il cervello) rappresenta la scena visiva come un insieme di mappe, riflettendo gli «interessi» specifici di un insieme di rilevatori. Nel mio esempio nella figura 11 gli interessi corrispondono a orientamenti diversi dei contorni. Tuttavia, come vedremo, nelle ConvNet è la rete stessa a imparare quali dovrebbero essere i propri interessi (ossia i rilevatori): dipende dal compito per il quale è stata addestrata.

La creazione di mappe non si limita allo strato 1 della nostra ConvNet. Come potete osservare nella figura 10, una struttura simile vale per tutti gli strati: ogni strato possiede un insieme di rilevatori, ciascuno dei quali crea la propria mappa di attivazione. Un segreto del successo delle ConvNet è che – ispirandosi ancora al cervello – queste mappe sono gerarchiche: gli input delle unità dello strato 2 sono le mappe di attivazione dello strato 1; gli input delle unità dello strato 3 sono le mappe di attivazione dello strato 2, e cosí via strato dopo strato. Nella nostra ipotetica rete, dove le unità dello strato 1 rispondono a contorni, le unità dello strato 2 sarebbero sensibili a combinazioni specifiche di contorni, come angoli e forme a T. I rivelatori dello strato 3 sarebbero sensibili a combinazioni di combinazioni di contorni. Salendo gerarchicamente, i rivelatori diventano sensibili a tratti sempre piú complessi, proprio come Hubel, Wiesel e altri neuroscienziati avevano osservato nel cervello.

La nostra ipotetica ConvNet ha quattro strati, ciascuno con tre mappe. Ma nel mondo reale queste reti possono avere molti piú strati – centinaia addirittura – ciascuno con un numero differente di mappe di attivazione. Determinare questi, e altri, aspetti della struttura di una ConvNet rispecchia l’arte di far funzionare queste reti complesse per un particolare compito. Nel capitolo III ho descritto la visione, secondo Irving John Good, di una futura «esplosione dell’intelligenza», in cui le macchine creano altre macchine via via piú intelligenti. Ancora non siamo arrivati a questo punto, perché il buon funzionamento delle ConvNet richiede ancora l’ingegno umano.

La classificazione nelle ConvNet.

Gli strati compresi da 1 a 4 della nostra rete sono detti convolutivi perché eseguono, ciascuno, delle convoluzioni sullo strato precedente (e lo strato 1 esegue convoluzioni sull’input). Data un’immagine in input, ciascuno strato esegue in successione i propri calcoli e, alla fine, nello strato 4, la rete ha prodotto un insieme di mappe di attivazione di tratti relativamente complessi. Potrebbe trattarsi di occhi, di forme di zampe, di code, o di qualsiasi altra cosa che la rete ha appreso essere utile al fine di classificare gli oggetti per i quali è stata addestrata (cani e gatti in questo caso). A questo punto, il modulo di classificazione deve impiegare questi tratti per prevedere quale oggetto è raffigurato nell’immagine.

Il modulo di classificazione è, in realtà, una intera rete neurale tradizionale, simile a quella descritta nel capitolo II7. Gli input del modulo di classificazione sono le mappe di attivazione dallo strato convolutivo piú in alto. L’output del modulo è un insieme di valori percentuali, uno per ciascuna categoria possibile, e valuta la confidenza con cui la rete stabilisce che l’input raffigura proprio un’immagine di quella categoria (in questo caso un cane o un gatto).

Proverò a riassumere questa breve spiegazione delle ConvNet: ispirata dalle scoperte di Hubel e Wiesel sulla corteccia visiva nel cervello, una ConvNet prende un’immagine in input e la trasforma – mediante le convoluzioni – in un insieme di mappe di attivazione per tratti di complessità crescente; i tratti nello strato convolutivo superiore sono introdotti in una rete neurale tradizionale (che ho chiamato modulo di classificazione), la quale genera come output le percentuali di confidenza delle categorie di oggetti conosciuti della rete; la categoria di oggetti con la confidenza massima è restituita come classificazione dell’immagine da parte della rete7.

Vorreste fare un esperimento con una ConvNet bene addestrata? Non vi resta che scattare la fotografia di un oggetto, e caricarla sul motore di Google «ricerca per immagini»8. Google farà girare una ConvNet sulla vostra immagine e, sulla base delle confidenze dei risultati (su migliaia di possibili categorie di oggetti), vi dirà la propria «ipotesi migliore» a proposito di quell’immagine.

Addestrare una ConvNet.

La nostra ipotetica ConvNet consiste, nel suo primo strato, di rivelatori di tratti. Tuttavia nelle ConvNet del mondo reale i rivelatori di tratti non sono integrati. Invece le ConvNet imparano da esempi di addestramento quali tratti rivelare in ciascuno strato, e come stabilire i pesi nel modulo di classificazione, cosí da produrre una confidenza elevata per la risposta corretta. E come nelle reti neurali tradizionali, i pesi possono essere imparati dai dati mediante lo stesso algoritmo di retropropagazione che ho descritto nel capitolo II.

Piú in particolare, ecco come potreste addestrare la ConvNet per identificare un’immagine come cane oppure come gatto. Innanzitutto, raccogliete molte immagini esemplari di cani e di gatti – è il vostro «insieme di addestramento». Poi create una cartella, un file, che assegni un’etichetta a ciascuna immagine – ossia «cane» o «gatto». (O meglio ancora, fate come i ricercatori che studiano la visione artificiale: arruolate un neolaureato che lo faccia per voi. Se siete un neolaureato, allora reclutate uno studente. Nessuno ama questo lavoro di etichettatura!) Il vostro programma di addestramento imposta inizialmente i pesi della rete su valori casuali. Poi il programma inizia l’addestramento: una alla volta, ciascuna immagine viene introdotta come input alla rete; la rete esegue i propri calcoli strato dopo strato e infine invia le percentuali di confidenza per «cane» e per «gatto». Per ciascuna immagine, il programma di addestramento confronta questi valori di output con i valori «corretti»; per esempio, se l’immagine è un cane, allora la confidenza per «cane» dovrebbe essere pari al 100 per cento e la confidenza per «gatto» dovrebbe essere pari allo 0 per cento; poi il programma di addestramento impiega l’algoritmo di retropropagazione per cambiare di poco i pesi nella rete, dimodoché, la prossima volta che essa vedrà questa immagine, le confidenze saranno piú vicine ai valori corretti.

Questa procedura – inserire l’immagine di input, poi calcolare l’errore nell’output, poi cambiare i pesi – per ogni immagine nell’insieme di addestramento è detta «epoca» di addestramento. Addestrare una ConvNet richiede molte epoche, durante le quali la rete elabora a ripetizione ciascuna immagine. All’inizio, la rete sarà poco abile nel riconoscere i cani e i gatti, ma lentamente, modificando i propri pesi durante molte epoche, diventerà via via piú brava nel compito. Infine, a un certo punto la rete «converge», ossia i pesi smettono di cambiare in modo significativo da un’epoca alla successiva, e la rete è (in linea di principio!) molto brava a riconoscere i cani e i gatti nelle immagini dell’insieme di addestramento. Noi però non sapremo se la rete è davvero brava in questo compito in generale fino a quando non verificheremo se sa applicare ciò che ha appreso per identificare immagini esterne al proprio insieme di addestramento. L’aspetto interessante è che, malgrado le ConvNet non siano vincolate da un programmatore a imparare a identificare un particolare tratto, esse, quando sono addestrate su grandi insiemi di fotografie del mondo reale, sembrano imparare una gerarchia di rivelatori simile a quella che Hubel e Wiesel hanno scoperto nel sistema visivo del cervello.

Nel prossimo capitolo racconterò la straordinaria ascesa delle ConvNet: da una condizione di relativa oscurità a un dominio quasi totale nella visione artificiale, una trasformazione resa possibile da una rivoluzione tecnologica concomitante, quella dei Big Data.








Capitolo quinto

ConvNet e ImageNet




Yann LeCun, l’inventore delle ConvNet, ha dedicato tutta la sua vita professionale, iniziata negli anni Ottanta, alle reti neurali, di cui ha attraversato gli inverni e le primavere. Sin da quando era appena laureato e poi quando fu borsista, subí l’irresistibile fascino dei percettroni di Rosenblatt e del Neocognitron di Fukushima. Ma come rammentava lui stesso, gli mancava un efficace algoritmo di apprendimento con supervisione. Con altri ricercatori (in particolare il suo tutor postdoc Geoffrey Hinton), LeCun sviluppò tale algoritmo di apprendimento, che è la forma di retropropagazione sostanzialmente in uso oggi nelle ConvNet1.

Negli anni Ottanta e Novanta, mentre lavorava ai Bell Labs, LeCun si occupò del problema del riconoscimento di cifre e di lettere scritte a mano. Combinò le idee suggerite dal Neocognitron con l’algoritmo di retropropagazione e creò la semi-eponima «LeNet», un’anteprima delle ConvNet. La capacità di LeNet di riconoscere le cifre scritte a mano fece di questa rete un successo commerciale: negli anni Novanta e nei primi Duemila fu impiegata dal Postal Service statunitense per il riconoscimento automatico del codice di avviamento postale, e nelle banche per la lettura automatica delle cifre sugli assegni.

Tuttavia LeNet, e le ConvNet che le sarebbero succedute, erano poco efficienti in compiti visivi piú complessi. A metà degli anni Novanta le reti neurali cominciarono a cadere in disgrazia nel mondo dell’IA: altri algoritmi avrebbero preso il sopravvento. Ma LeCun, che ancora credeva in questo metodo, continuò a lavorare sulle ConvNet, migliorandole sempre di piú. Come avrebbe in seguito detto Geoffrey Hinton riferendosi al suo allievo: «Oserei dire che è stato lui a tenere accesa la fiaccola nei periodi bui»2.

LeCun, Hinton e altri fedelissimi delle reti neurali credevano che versioni perfezionate, piú grandi di ConvNet e di altre reti profonde, avrebbero conquistato la visione artificiale se solo avessero potuto essere addestrate con un numero sufficiente di dati. Perciò operarono indefessi nelle retrovie per tutto il primo decennio del nuovo millennio. E nel 2012 la fiaccola portata dai ricercatori sulle ConvNet infiammò il mondo della visione, vincendo una competizione di visione artificiale su un dataset d’immagini chiamato ImageNet.

Costruire ImageNet.

I ricercatori nel campo dell’IA sono tipi competitivi. Non desta quindi sorpresa che amino organizzare competizioni per fare sí che il loro campo di ricerca progredisca. Nell’ambito del riconoscimento visivo di oggetti, i ricercatori organizzano da tempo gare che premiano l’algoritmo dalla prestazione migliore. Ciascuna gara presenta un «dataset di riferimento», vale a dire una raccolta di fotografie corredate da etichette, create dall’uomo, coi nomi degli oggetti inclusi.

Dal 2005 al 2010 la gara di punta è stata la Pascal Visual Object Classes (Voc), che nel 2010 includeva circa quindicimila fotografie (scaricate da Flickr), con etichette create dall’uomo per venti categorie di oggetti: per esempio «persona», «cane», «cavallo», «pecora», «automobile», «bicicletta», «divano» e «pianta da vaso».

I contendenti nella parte «classificazione» della gara3 erano programmi di visione artificiale che acquisivano una foto come input (senza vedere la sua etichetta creata dall’uomo) e stabilivano, per ciascuna delle venti categorie, se nell’immagine era presente un oggetto di quella categoria.

La competizione funzionava cosí. Gli organizzatori suddividevano le fotografie in un insieme di addestramento che i concorrenti usavano per addestrare i propri programmi, e in un insieme di valutazione, non rilasciato ai concorrenti, che sarebbe stato impiegato per valutare la prestazione dei programmi con immagini non incluse nell’insieme di addestramento. Prima della competizione, l’insieme di addestramento veniva caricato online e, al momento della gara, i ricercatori presentavano i propri programmi addestrati affinché fossero testati con l’insieme di valutazione tenuto segreto. Vinceva il concorrente che aveva riconosciuto con piú precisione gli oggetti presenti nelle immagini dell’insieme di valutazione.

Le competizioni annuali Pascal erano un grande evento e hanno stimolato notevolmente la ricerca nel campo del riconoscimento di oggetti. Dopo anni di sfide, i programmi in gara diventavano sempre piú efficienti. Un aspetto curioso è che le piante da vaso erano gli oggetti piú difficili da riconoscere. Eppure alcuni ricercatori erano frustrati dai limiti evidenziati dallo standard Pascal come mezzo per progredire nella visione artificiale. I concorrenti si concentravano troppo sulle venti categorie specifiche di oggetti e non costruivano sistemi che arrivassero a includere l’enorme numero di categorie di oggetti che l’uomo sa riconoscere. Inoltre, non vi erano abbastanza fotografie nel dataset per consentire ai sistemi in competizione di imparare tutte le innumerevoli, possibili variazioni in cui gli oggetti si manifestano, in modo da poter generalizzare adeguatamente.

Per progredire, il campo della visione artificiale aveva bisogno di una nuova raccolta di immagini di riferimento, che includesse un insieme molto piú vasto di categorie e un numero infinitamente maggiore di fotografie. Su questo obiettivo si concentrò Fei-Fei Li, una giovane docente di visione artificiale a Princeton. Il caso volle che venisse a conoscenza di un progetto diretto da un collega di Princeton, lo psicologo George Miller. Si trattava della creazione di un database di parole in inglese, dove i sinonimi erano organizzati in una gerarchia che si sviluppava dallo specifico al generale. Prendiamo, come esempio, la parola cappuccino. Il database, che si chiama WordNet, contiene la seguente informazione su questo termine (dove la freccia significa «è un tipo di»):


cappuccino → caffè → bevanda → cibo → sostanza → entità fisica → entità



Il database contiene anche informazioni per cui, ad esempio, bevanda, bibita e potabile sono sinonimi, e bevanda fa parte di un’altra catena che include liquido, e cosí via.

WordNet era ampiamente impiegata (e continua a esserlo) nel mondo della ricerca dagli psicologi e dai linguisti, e nei sistemi di elaborazione del linguaggio naturale nell’IA. Fei-Fei Li ebbe l’idea originale di creare un database di immagini strutturato secondo gli stessi criteri dei sostantivi di WordNet, dove ciascun sostantivo è collegato a numerose immagini contenenti esempi di quel sostantivo. Nacque cosí l’idea di ImageNet.

Li e i suoi collaboratori cominciarono ben presto a collezionare un profluvio di immagini usando i sostantivi di WordNet come queries su motori di ricerca di immagini, quali Flickr e Google Image Search. Tuttavia, se mai vi è capitato di usare un motore di ricerca per immagini, saprete che, il piú delle volte, i risultati della ricerca sono tutt’altro che perfetti. Per esempio, se digitate «macintosh apple» su Google Image, otterrete delle fotografie, oltre che di mele e di computer Mac, di candele a forma di mela, di smartphone, di bottiglie di sidro e di innumerevoli altri elementi non rilevanti. Cosí, Li e i colleghi ricorsero a persone in carne e ossa che capissero quali immagini non erano illustrazioni di un dato sostantivo, e che le eliminassero. Inizialmente gli addetti a questo compito erano soprattutto studenti, e il lavoro era dannatamente lento e gravoso. Fei-Fei Li realizzò subito che, a quel ritmo, i ragazzi avrebbero impiegato novant’anni per completare il compito loro assegnato4.

Si consultò con i collaboratori su come avrebbero potuto automatizzare il lavoro. Ma chiaramente il problema di decidere se una foto è un esempio di un particolare sostantivo è il compito del riconoscimento stesso di oggetti! E i computer erano lontani dall’essere affidabili in quel compito. Fu questa la prima vera ragione alla base dell’idea di costruire ImageNet.

Il gruppo era in una fase di stallo, finché Li non s’imbatté, per puro caso, in un sito web vecchio di tre anni, che forniva l’intelligenza di un essere umano di cui ImageNet aveva bisogno. Il sito aveva il nome curioso di Amazon Mechanical Turk.

Il Turco meccanico di Amazon.

Secondo Amazon, la sua piattaforma Turco meccanico è «un marketplace che richiede intelligenza umana». Il servizio collega i requesters, persone che hanno bisogno che sia svolto un compito difficile per i computer, con dei workers, persone disposte a fornire la propria intelligenza umana necessaria al compito del requester in cambio di una piccola somma di denaro (per esempio, etichettare gli oggetti in una foto, per dieci centesimi a foto). Avevano aderito centinaia di migliaia di workers da tutto il mondo. Il Turco meccanico incarna l’aforisma di Marvin Minsky «le cose facili sono difficili»: i lavoratori umani sono arruolati per svolgere i compiti «facili» attualmente troppo difficili per i computer.

Il nome Turco meccanico deriva da una celebre burla dell’IA del Settecento: il Turco meccanico originale era una «macchina intelligente» per giocare a scacchi, che nascondeva al suo interno un essere umano che manovrava un pupazzo (il Turco, vestito da sultano ottomano) che eseguiva le mosse. Pare che avesse ingannato molte celebrità dell’epoca, tra cui Napoleone Bonaparte. Il servizio di Amazon, pur non volendo ingannare nessuno, è come il Turco meccanico originario, ossia «Intelligenza artificiale artificiale»5.

Fei-Fei Li realizzò che, se il suo gruppo pagava decine di migliaia di workers sul Turco meccanico per selezionare le immagini irrilevanti per ciascun termine di WordNet, l’intero dataset si poteva completare in pochi anni, e a un costo relativamente contenuto. Nel giro di due anni piú di tre milioni di immagini vennero etichettate con i nomi corrispondenti di WordNet per formare il dataset ImageNet. Per il progetto ImageNet il Turco meccanico fu una «manna dal cielo»6. Il servizio continua a essere ampiamente usato da ricercatori nell’IA per creare i dataset; oggi le richieste accademiche di finanziamenti nell’IA includono quasi sempre una voce riguardante i workers del Turco meccanico.

Le competizioni di ImageNet.

Nel 2010 il progetto ImageNet lanciò la prima ImageNet Large Scale Visual Recognition Challenge (Ilsvrc, Sfida di riconoscimento visivo su larga scala di ImageNet). Si proponeva di stimolare il progresso verso algoritmi piú generali di riconoscimento di oggetti. Gareggiavano trentacinque algoritmi, presentati da ricercatori sulla visione artificiale del mondo accademico e industriale, provenienti da tutto il globo. I concorrenti ricevevano immagini di addestramento etichettate – un milione e duecentomila – e una lista di possibili categorie. Il compito degli algoritmi addestrati era restituire come output la categoria corretta per ciascuna immagine di input. La competizione di ImageNet disponeva di mille categorie possibili, rispetto alle venti di Pascal.

Le mille possibili categorie erano un sottoinsieme di termini di WordNet scelto dagli organizzatori. Le categorie sono un insieme di nomi di aspetto casuale, che spaziano da termini familiari e comuni («limone», «castello», «pianoforte a coda») a termini un po’ meno comuni («viadotto», «paguro Bernardo»), fino ad arrivare a parole del tutto oscure («levriero scozzese», «voltapietre», «scimmia rossa»). In realtà gli animali e le piante sconosciuti – perlomeno quelli che io stessa non saprei distinguere – costituiscono almeno un decimo delle mille categorie bersaglio.

Alcune fotografie contengono un solo oggetto; altre, molti oggetti, incluso quello «corretto». A causa di quest’ambiguità, un programma può fornire come risposta cinque categorie per ciascuna immagine, e se nella lista è inclusa la categoria corretta, si dice che la risposta è corretta relativamente a questa immagine. È ciò che si chiama misura di accuratezza «top 5».

Il programma con il punteggio piú alto nel 2010 usava una cosiddetta macchina a vettori di supporto (support vector machine), l’algoritmo di riconoscimento di oggetti piú in voga all’epoca, che impiegava una matematica complessa per imparare ad assegnare una categoria a ciascuna immagine di input. Usando la misura di accuratezza top 5, il programma vincitore forniva risposte corrette nel 72 per cento delle 150 000 immagini di test. Non male! E tuttavia ciò implica che il programma commetteva un errore – persino con cinque tentativi consentiti – su oltre 40 000 delle immagini di valutazione, dimostrando quindi come ci fossero ancora enormi margini di miglioramento. In particolare, nessuno dei programmi che avevano realizzato il punteggio piú alto era una rete neurale.

L’anno seguente il programma con il punteggio piú alto, che impiegava a sua volta macchine a vettori di supporto, rivelò un rispettabile se pur modesto miglioramento, essendo corretto nel 74 per cento delle immagini di valutazione. Buona parte degli addetti ai lavori si aspettava che il trend proseguisse e che la ricerca nel campo della visione artificiale risolvesse il problema, perfezionandosi gradualmente a ogni competizione annuale.

Queste aspettative furono però sovvertite durante la competizione di ImageNet del 2012, allorché l’algoritmo vincente diede risposte corrette l’85 per cento delle volte: un valore sorprendente! Tale balzo in avanti in termini di accuratezza era qualcosa di sconvolgente. In piú, il vincitore non usava macchine a vettori di supporto, o qualsiasi altro algoritmo allora dominante nella visione artificiale, bensí una rete neurale convolutiva. Questa particolare ConvNet avrebbe preso il nome di AlexNet, dal suo artefice, Alex Krizhevsky, un neolaureato dell’Università di Toronto, il cui relatore e supervisore era l’eminente ricercatore nel campo delle reti neurali Geoffrey Hinton. Krizhevsky, in collaborazione con lo stesso Hinton e con il collega studente Ilya Sutskever, approntò una versione piú avanzata di LeNet, la rete neurale di Yann LeCun creata negli anni Novanta. Addestrare una rete cosí grande era ormai possibile grazie alla maggiore potenza dei computer. AlexNet aveva otto strati, con circa sessanta milioni di pesi i cui valori erano appresi per retropropagazione dal milione e passa di immagini di addestramento7. Il gruppo di Toronto escogitò alcuni sistemi intelligenti per rendere piú efficiente la rete di addestramento, e un cluster o gruppo di potenti computer impiegò una settimana buona per addestrare AlexNet.

Il successo di AlexNet rappresentò una scossa per le comunità della visione artificiale e dell’IA piú in generale: rendeva d’improvviso consapevoli di quali fossero le potenzialità delle ConvNet, che buona parte dei ricercatori nell’IA non aveva considerato un serio contendente nella moderna visione artificiale. In un articolo del 2015 il giornalista Tom Simonite intervistò Yann LeCun sul trionfo inaspettato delle ConvNet:


LeCun ricorda di avere visto la comunità, che aveva quasi snobbato le reti neurali, riunirsi nella stanza dove i vincitori presentarono un articolo che raccontava i propri risultati. «Fu lampante come molti dei veterani mutarono improvvisamente idea», racconta. «Dissero “Okay, ora siamo convinti. Il gioco è fatto, avete vinto”»8.



All’incirca in quel periodo il gruppo di Geoffrey Hinton stava dimostrando che le reti neurali profonde, addestrate su una quantità immensa di dati etichettati, erano significativamente migliori dei sistemi piú all’avanguardia nel riconoscimento del linguaggio. L’ImageNet del gruppo di Toronto e i risultati di riconoscimento del linguaggio produssero in sostanza un effetto a cascata. Da lí a un anno, una piccola azienda avviata da Hinton fu acquisita da Google, e Hinton e i suoi studenti Krizhevsky e Sutskever furono assunti dal gigante di Mountain View. Questa acqui-hire portò istantaneamente Google all’avanguardia nel deep learning.

Poco tempo dopo Facebook avrebbe sottratto Yann LeCun alla docenza a tempo pieno alla New York University affidandogli la direzione del proprio nuovo laboratorio di IA. E in breve tempo le principali tech company (e anche molte aziende piú piccole) fecero a gara per accaparrarsi gli esperti del deep learning e i loro studenti. Quasi nello spazio di un mattino il deep learning era diventato il settore piú in voga dell’IA, e la competenza in questo campo garantiva agli scienziati informatici un lauto stipendio nella Silicon Valley o, meglio ancora, finanziamenti con capitale a rischio per le loro start up specializzate nel deep learning, che spuntavano come funghi.

La competizione annuale di ImageNet ebbe un’ampia copertura mediatica, e si trasformò presto da amichevole competizione accademica a sessioni d’allenamento di alto profilo per le tech company che commercializzavano la visione artificiale. La vittoria a ImageNet garantiva un ambíto rispetto da parte della comunità della visione, oltre a una pubblicità gratuita che poteva tradursi in vendite dei prodotti e in un aumento delle quotazioni di borsa. La spinta a produrre programmi migliori dei rivali emerse in particolare in un episodio truffaldino che coinvolse Baidu, la «Google» cinese. L’imbroglio riguardava un sottile esempio di quello che gli esperti di machine learning chiamano snooping (o violazione) dei dati.

Ecco cosa accadde. Prima della competizione, a ciascun team in gara su ImageNet venivano date immagini di addestramento etichettate con le categorie corrette di oggetti. Veniva inoltre dato un grande insieme di valutazione – una raccolta di immagini non presenti nell’insieme di addestramento – senza etichette. Una volta terminata la fase di apprendimento su queste immagini, un team poteva valutare la performance del programma rispetto a questo insieme di valutazione. Ciò permette di valutare in che misura un programma ha imparato a generalizzare (invece, per esempio, di memorizzare le immagini di addestramento con le relative etichette). Conta solamente la prestazione con l’insieme di valutazione. Il modo in cui un team poteva scoprire la qualità della prestazione del proprio programma con l’insieme di valutazione consisteva nel far girare il programma per ciascuna immagine dell’insieme di valutazione, collezionare le cinque migliori congetture per ciascuna immagine, e sottoporre questa lista a un «test server» – un computer gestito dagli organizzatori della competizione. Il test server confrontava la lista fornita e le risposte corrette (segrete) ed emetteva la percentuale corretta.

Ciascun team poteva creare un account sul test server e usarlo per vedere i punteggi delle diverse versioni dei propri programmi; questo permetteva loro di pubblicare (e di rendere pubblici) i propri risultati prima dell’annuncio dei risultati ufficiali.

Una regola fondamentale del machine learning è «non addestratevi sui dati del test». Sembra ovvio: se includete i dati del test in una qualsiasi parte dell’addestramento del vostro programma, non otterrete una buona misura delle sue capacità di generalizzare. Sarebbe come dare agli studenti le domande dell’esame finale prima che lo svolgano. Esistono però modi sottili di violare piú o meno intenzionalmente questa regola per fare in modo che la prestazione dell’algoritmo appaia migliore di quanto in realtà non sia.

Uno di questi sarebbe sottoporre al test server le risposte del vostro programma all’insieme di valutazione, e aggiustare il programma in base ai risultati. E poi di sottoporlo di nuovo. Ripetete questa operazione molte volte fino a che non lo avrete regolato in modo che abbia una prestazione migliore nell’insieme di valutazione. Ciò non richiede di vedere le etichette reali nell’insieme di valutazione; richiede invece un feedback sull’accuratezza del punteggio del programma rispetto ai dati del test. A quel punto si regola il programma di conseguenza. Ripetere questa operazione un numero sufficiente di volte può risultare molto efficace per migliorare la prestazione del vostro programma con l’insieme di valutazione. Ma poiché state usando informazioni dall’insieme di valutazione stesso per modificare il vostro algoritmo, avrete distrutto la capacità di usare l’insieme di valutazione per vedere se il vostro programma è bravo a generalizzare. Sarebbe come permettere agli studenti di svolgere un esame finale molte volte, ricevendo indietro ogni volta un singolo voto, ma usando quel singolo voto per provare a migliorare la prestazione la volta successiva. Alla fine, gli studenti sottoporranno la versione delle proprie risposte che ha fatto loro ottenere il punteggio migliore. Non è piú una buona misura di quanto gli studenti abbiano imparato la materia, ma solamente di come hanno adattato le proprie risposte a particolari domande d’esame.

Per impedire questa forma di snooping dei dati, pur consentendo ancora ai concorrenti di ImageNet di vedere la prestazione dei propri programmi, gli organizzatori stabilirono la regola che ciascun team poteva sottoporre le risposte al test server non piú di due volte alla settimana. Ciò avrebbe limitato il feedback che i team potevano ricevere dai propri test.

La grande battaglia di ImageNet del 2015 si combatteva intorno a una frazione di punto percentuale. Parrebbe una quisquilia, se non che quel punto può risultare molto remunerativo. All’inizio di quell’anno un team di Baidu annunciò un metodo che aveva realizzato la massima accuratezza (top 5) di sempre in un insieme di valutazione di ImageNet: per l’esattezza il 94,67 per cento. Ma quello stesso giorno un team di Microsoft annunciò un’accuratezza migliore con il proprio metodo: il 95,06 per cento. Pochi giorni dopo un team rivale di Google annunciava un metodo appena differente, che dava un risultato addirittura migliore: 95,18 per cento. Il record resistette qualche mese, fino a quando Baidu fece un nuovo annuncio: aveva migliorato il proprio metodo, e ora poteva fregiarsi di un nuovo record: 95,42 per cento. Il risultato fu ampiamente pubblicizzato dall’ufficio comunicazione di Baidu.

Tuttavia poche settimane dopo gli organizzatori di ImageNet emisero un laconico comunicato: «Nel periodo compreso tra il 28 novembre 2014 e il 13 maggio 2015 sono stati usati perlomeno trenta account da un team di Baidu per fare almeno duecento invii al test server, superando piú che ampiamente il limite stabilito di due invii a settimana»9. In poche parole, il team di Baidu era stato colto a fare data snooping.

I duecento punti di feedback avevano permesso al team di Baidu di determinare quali aggiustamenti all’algoritmo gli avrebbero permesso una migliore prestazione in questo insieme di valutazione, facendogli guadagnare quella cruciale frazione di punto percentuale che lo fece vincere. Come sanzione, l’algoritmo di Baidu fu squalificato dalla competizione del 2015.

Sperando di minimizzare gli effetti di una cattiva pubblicità, Baidu si profuse subito in scuse e scaricò la colpa su un dipendente fraudolento: «Abbiamo scoperto che un team leader aveva istruito alcuni ingegneri junior a fare piú di due invii alla settimana, in violazione delle regole correnti di ImageNet»10. Il dipendente, che pure si era dichiarato innocente, fu licenziato in tronco.

Benché sia solo una curiosa nota a margine nella piú ampia storia del deep learning nella visione artificiale, questa vicenda fa ben capire fino a che punto la competizione di ImageNet fosse considerata il simbolo del progresso nella visione artificiale, e nell’IA piú in generale.

Imbrogli a parte, i successi di ImageNet proseguirono. L’ultima competizione è avvenuta nel 2017, con una prestazione top 5 pari al 98 per cento. Un giornalista scrisse che «oggi molti considerano il problema ImageNet come risolto»11, perlomeno nel compito di classificazione. La comunità prosegue il proprio lavoro con insiemi di dati di riferimento e con nuovi problemi, specie quello che integra la visione e il linguaggio.

Che cosa ha permesso alle ConvNet, che negli anni Novanta sembravano in un vicolo cieco, di primeggiare all’improvviso nella competizione di ImageNet, e successivamente in buona parte della visione artificiale degli ultimi cinque anni? A quanto pare, il recente successo del deep learning è dovuto, piú che a innovazioni rivoluzionarie nell’ambito dell’IA, alla disponibilità di quantità immense di dati (grazie Internet!) e a un hardware computazionale in parallelo molto veloce. Questi fattori, uniti ai miglioramenti registrati negli algoritmi di addestramento, hanno permesso a reti con piú di cento strati di essere addestrate su milioni di immagini in appena pochi giorni.

Lo stesso Yann LeCun rimase stupito dalla rapidità con cui la situazione volse a favore delle sue ConvNet: «Succede di rado che una tecnologia che esiste, sostanzialmente immutata, da venti/venticinque anni, risulti essere la migliore. La rapidità con la quale è stata accolta ha a dir poco dell’incredibile. Mai avevo assistito prima d’ora a qualcosa di simile»12.

Le ConvNet, nuova febbre dell’oro.

Una volta che ImageNet e altri grandi insiemi di dati fornirono alle ConvNet l’enorme quantità di esempi di addestramento a loro necessari per funzionare bene, le aziende si ritrovarono di colpo nella condizione di impiegare la visione artificiale in applicazioni radicalmente nuove. Come disse l’ingegnere del software di Google Blaise Agüera y Arcas, «fu una sorta di corsa all’oro – affrontare sempre nuovi tipi di problemi con lo stesso corredo di tecniche»13. Usando ConvNet addestrate con il deep learning, motori di ricerca di immagini offerti da Google, Microsoft e altri consentirono di migliorare enormemente la capacità di «ricerca di immagini simili». Google offriva un sistema di foto-archiviazione di immagini che etichettava le foto descrivendo gli oggetti contenuti, e il servizio Google’s Street View poteva riconoscere e oscurare nelle proprie immagini i numeri civici e le targhe delle auto. Il proliferare di app permise agli smartphone di svolgere il riconoscimento di oggetti e di volti in tempo reale.

Facebook etichettò con i nomi dei vostri amici le foto che avete caricato e registrò un brevetto per classificare le emozioni riferibili alle espressioni dei volti sulle foto caricate; Twitter sviluppò un filtro che poteva schermare tweet di immagini pornografiche; e diversi siti di condivisione di foto e di video iniziarono ad applicare strumenti capaci di rilevare immagini associate a gruppi terroristici. Le ConvNet possono essere applicate a video ed essere usate nelle auto a guida autonoma per individuare i pedoni, o per leggere le labbra e classificare il linguaggio del corpo; possono persino fare la diagnosi di un tumore al seno o alla pelle partendo da immagini cliniche, determinare lo stadio di una retinopatia diabetica, e assistere i medici nella pianificazione del trattamento di un tumore alla prostata.

Queste sono solo alcune delle innumerevoli applicazioni commerciali esistenti (o che esisteranno a breve) alimentate dalle ConvNet. In realtà vi sono buone possibilità che qualsiasi applicazione corrente di visione artificiale da voi usata impieghi le ConvNet; e che sia stata «pre-addestrata» con immagini ricavate da ImageNet, in modo da imparare tratti visivi generali prima di essere «affinata» per compiti piú specifici.

Considerando che l’ampio addestramento richiesto alle ConvNet è realizzabile solamente con un hardware specializzato – in genere potenti unità di elaborazione grafica (Gpu) – non sorprende che, tra il 2012 e il 2017, il prezzo delle azioni della Nvidia Corporation, il produttore di punta delle Gpu, sia aumentato di oltre il 1000 per cento.

Le ConvNet hanno superato l’uomo nel riconoscimento di oggetti?

Mentre mi stavo documentando sul notevole successo delle ConvNet, mi domandavo anche quando avrebbero raggiunto la capacità umana di riconoscere gli oggetti. Il sottotitolo di un articolo scientifico del 2015 di Baidu (lo scandalo era ormai acqua passata) recitava: «Superare la prestazione di livello umano nella classificazione di ImageNet»14. In quel periodo Microsoft annunciava in un suo blog di ricerca «un importante progresso nella tecnologia progettata per identificare gli oggetti in una fotografia o in un video, grazie a un sistema cosí preciso da eguagliare, se non superare, la prestazione umana»15. Pur avendo entrambe le aziende dichiarato esplicitamente di riferirsi all’accuratezza in particolare su ImageNet, i media furono assai meno accurati, e lanciarono titoli sensazionali come «I computer sono ormai piú bravi dell’uomo nel riconoscere e nel selezionare le immagini» oppure «Microsoft ha sviluppato un sistema di computer che identifica gli oggetti meglio degli esseri umani»16.

Approfondiamo brevemente la tesi che le macchine sono «piú brave dell’uomo» nel riconoscere gli oggetti su ImageNet. Quest’asserzione si fonda sull’assunto che gli esseri umani hanno un tasso di errore intorno al 5 per cento, e che invece quello delle macchine (a ora) sfiora il 2 per cento. Non sarebbe forse la conferma del fatto che le macchine sono piú brave dell’uomo in questo compito? Come spesso accade per le affermazioni sull’IA diffuse dai media, anche questa va presa con le molle.

Per esempio, quando leggete che una macchina «identifica correttamente degli oggetti», vi verrebbe da pensare che, data l’immagine di una palla da basket, la macchina produca come output «palla da basket». Ma naturalmente «identifica correttamente» su ImageNet significa soltanto che la categoria corretta è tra le categorie top 5 della macchina. Se, data l’immagine di una palla da basket, la macchina fornisce come output «palla da croquet», «bikini», «facocero», «palla da basket» e «camion dei traslochi» in quell’ordine, la risposta è considerata corretta. Non so quanto frequentemente questo genere di cose accada, ma è degno di nota che la migliore accuratezza top 1 – la frazione di immagini di prova su cui la categoria corretta è in cima alla lista – era pari circa all’82 per cento, rispetto al 98 per cento di accuratezza top 5 nella competizione ImageNet del 2017. Nessuno, che io sappia, ha riportato una comparazione tra macchine e umani di accuratezza top 1.

Un altro esempio. Si consideri l’affermazione «gli esseri umani hanno un tasso di errore pari circa al 5 per cento su ImageNet». In realtà, dire «esseri umani» non è del tutto esatto, poiché deriva da un esperimento che coinvolge un singolo essere umano, un certo Andrej Karpathy, a quel tempo un neolaureato di Stanford che svolgeva ricerche sul deep learning. Karpathy voleva verificare se riusciva ad addestrare se stesso a competere su ImageNet contro le migliori ConvNet. Considerando che le ConvNet si addestrano su 1,2 milioni di immagini e poi sono messe alla prova su 150 000 immagini di test, per un essere umano non potrà che trattarsi di un compito improbo. Ecco come Karpathy, che gestisce un popolare blog di IA, ha raccontato la propria esperienza:


Dopo essermi addestrato su cinquecento immagini sono passato a un insieme di valutazione [ridotto] di millecinquecento immagini. L’etichettatura [vale a dire, Karpathy che indovina cinque categorie per immagine] si è verificata con una frequenza di circa una al minuto, ma è diminuita nel tempo. Mi sono divertito solo, grosso modo, con le prime duecento, e il resto l’ho fatto soltanto per amore della scienza […] Alcune immagini sono facili da riconoscere; altre (come quelle dettagliate di razze di cani, di uccelli o di scimmie) possono richiedere diversi minuti di concentrazione. Ormai sono bravissimo a identificare le razze dei cani17.



Karpathy riscontrò di essersi sbagliato su circa 75 delle proprie 1500 immagini di valutazione, e proseguí analizzando gli errori che aveva commesso, scoprendo che erano perlopiú legati a immagini con piú oggetti, a immagini con razze specifiche di cani, specie di uccelli o di piante, e cosí via, e a categorie di oggetti che lui non aveva compreso fossero incluse nelle categorie bersaglio. I tipi di errore commessi dalle ConvNet sono differenti: pur venendo a loro volta confuse da immagini contenenti piú oggetti, a differenza dell’uomo esse tendono a non cogliere nell’immagine oggetti piccoli, oggetti distorti dal colore o da filtri di contrasto applicati dal fotografo all’immagine, e a farsi sfuggire le «rappresentazioni astratte» di oggetti, come un dipinto o una statua di un cane, o un cane di pezza. Pertanto è bene prendere con beneficio di inventario l’affermazione secondo la quale i computer si sono rivelati piú bravi dell’uomo su ImageNet.

E ora un avvertimento che forse vi sorprenderà. Quando una persona dice che in una foto compare, poniamo, un cane, noi presumiamo che sia perché quella persona ha effettivamente visto un cane nella foto. Ma se una ConvNet dice «cane», come facciamo a sapere che sta realmente basando questa classificazione sul cane nell’immagine? Magari nella foto c’è qualcos’altro – una pallina da tennis, un frisbee, una ciabatta masticata – che è stato spesso associato ai cani nelle immagini di addestramento, e la ConvNet riconosce questi altri oggetti e presume che la foto includa un cane. Questo genere di correlazione ha spesso finito per ingannare i computer.

Una cosa che potremmo fare è chiedere alla macchina, oltre che associare una categoria di oggetti a una immagine, di imparare a disegnare un quadrato attorno all’oggetto bersaglio. Cosí sappiamo che la macchina ha «visto» davvero l’oggetto. È precisamente ciò che ha cominciato a fare la competizione di ImageNet al suo secondo anno con la «prova della localizzazione». Il test di localizzazione forniva immagini di addestramento con questi rettangoli disegnati (dai Turchi di Amazon) intorno all’oggetto o agli oggetti bersaglio di ciascuna immagine; sulle immagini di valutazione gli algoritmi rivali dovevano predire cinque categorie di oggetti, ciascuna con le coordinate di un rettangolo corrispondente. La cosa forse sorprendente è che la prestazione delle reti neurali convolutive profonde, se da un lato era stata ottima nella localizzazione, dall’altro era stata significativamente peggiore nella categorizzazione. Tuttavia competizioni piú recenti si stanno focalizzando proprio su questo problema.

Le differenze forse piú significative nel riconoscimento di oggetti tra le ConvNet attuali e l’uomo sono le modalità di apprendimento e la robustezza e l’affidabilità dell’apprendimento. Esplorerò queste differenze nel prossimo capitolo.

Le riserve di cui ho appena dato conto non intendono sminuire lo straordinario progresso avvenuto di recente nella visione artificiale. È indubbio che le reti neurali convolutive abbiano ottenuto uno straordinario successo in questo e in altri campi, e che tali successi, oltre a generare dei prodotti commerciali, abbiano suscitato un autentico senso di ottimismo nella comunità dell’IA. La mia analisi intende illustrare quanto impegnativa si riveli la visione e ampliare le prospettive sui progressi compiuti finora. Dovrà ancora passare molta acqua sotto i ponti prima che il riconoscimento di oggetti venga «risolto» dall’intelligenza artificiale.

Oltre il riconoscimento di oggetti.

In questo capitolo mi sono concentrata sul riconoscimento di oggetti perché è qui che la visione artificiale ha registrato i progressi maggiori. Tuttavia la visione non si limita a riconoscere gli oggetti. Se l’obiettivo della visione artificiale è «far descrivere a una macchina ciò che vede», allora le macchine dovranno riconoscere, oltre agli oggetti, anche le reciproche relazioni e le loro interazioni col mondo. Se gli «oggetti» in questione sono esseri viventi, le macchine dovranno sapere qualcosa delle loro azioni, obiettivi ed emozioni, dei possibili passi successivi, e degli altri aspetti che contribuiscono a raccontare la storia di una scena visiva. Inoltre, se vogliamo realmente che le macchine descrivano ciò che vedono, esse dovranno usare il linguaggio. I ricercatori nel campo dell’IA sono alacremente al lavoro per realizzare macchine in grado di farlo. Ma come al solito queste cose «facili» sono molto difficili. Come raccontava al «New York Times» l’esperto di visione artificiale Ali Farhadi, «siamo ancora molto, ma molto lontani dall’intelligenza visiva, dalla comprensione delle scene e delle azioni caratteristica dell’uomo»18.

Per quale ragione siamo ancora cosí lontani da questo obiettivo? Sembra che l’intelligenza visiva non sia facilmente separabile dalle altre forme di intelligenza, in particolare dalla conoscenza generale, dalla capacità di astrazione e dal linguaggio – capacità che, curiosamente, coinvolgono parti del cervello ricche di connessioni a ritroso con la corteccia visiva. Inoltre, forse la conoscenza necessaria per una intelligenza visiva di tipo umano – per esempio ricavare un senso dalla foto con «la soldatessa e il cane» che abbiamo incontrato all’inizio del capitolo precedente – non si può imparare a partire da milioni di foto scaricate dal web; forse devono essere in qualche modo vissute nel mondo reale.

Nel prossimo capitolo esaminerò piú da vicino il machine learning nella visione, puntando in particolare l’obiettivo sulle differenze tra il modo di imparare dell’uomo e quello delle macchine, e proverò a evidenziare che cosa hanno realmente imparato le macchine addestrate da noi.








Capitolo sesto

Primo piano sulle macchine che imparano




Il pioniere del deep learning Yann LeCun ha ricevuto molti premi e riconoscimenti. Ma forse la sua piú grande onorificenza – pur se per un geek come lui – è quella di essere il protagonista di una parodia molto seguita e divertente su un account Twitter di un certo «Bored Yann LeCun» (Yann LeCun si annoia). Presentato come «Una riflessione sull’ascesa del deep learning nei tempi morti di Yann», l’account di autore anonimo conclude spesso i propri arguti tweet con l’hashtag #FeelTheLearn1.

In effetti, le notizie mediatiche relative alle ricerche all’avanguardia nel campo dell’IA celebrano il potere del deep learning calcando l’accento sulla parola «apprendimento». Ci raccontano, per esempio, che «ora possiamo costruire sistemi che imparano a svolgere dei compiti da soli»2, che «il deep learning [permette] ai computer di essere letteralmente i docenti di se stessi»3, e che i sistemi di deep learning imparano «in modo simile al cervello umano»4.

In questo capitolo vedremo piú in dettaglio come le macchine – in particolare le ConvNet – imparano e come i loro processi di apprendimento siano ben diversi da quelli umani. Esploreremo poi come le differenze tra l’apprendimento nelle ConvNet e nell’uomo influenzino la solidità e l’attendibilità delle cose imparate.

Imparare da soli.

Il metodo dell’apprendimento dai dati, proprio delle reti neurali profonde, si è rivelato in genere piú efficace della strategia della «buona vecchia IA» o Gofai, quando i programmatori umani concepivano delle regole esplicite per realizzare il comportamento intelligente. Tuttavia, contrariamente a quanto riferiscono alcuni media, il processo di apprendimento delle ConvNet assomiglia ben poco a quello umano.

Come abbiamo visto, le ConvNet piú efficienti imparano per apprendimento con supervisione: modificano gradualmente i propri pesi mentre elaborano ripetutamente gli esempi nell’insieme di addestramento, epoca dopo epoca (ossia molti passaggi attraverso l’insieme di addestramento), imparando a classificare ciascun input come appartenente a un insieme fisso di categorie possibili. Viceversa un bambino, anche il piú piccolo, impara un insieme indeterminato di categorie e riconosce esempi di quasi ognuna di esse dopo averne visti appena pochi esemplari. Inoltre, i bambini non imparano in modo passivo: fanno domande, chiedono informazioni su ciò che li incuriosisce, inferiscono astrazioni di concetti e le connessioni tra questi, e soprattutto esplorano attivamente il mondo.

Non è corretto dire che le attuali ConvNet performanti imparano «da sole». Come abbiamo visto nel capitolo precedente, affinché una ConvNet impari a svolgere un compito è necessario un enorme lavoro umano per raccogliere, organizzare ed etichettare i dati, nonché per progettare i molti aspetti dell’architettura di una ConvNet. Anche se queste reti usano la retropropagazione per imparare i propri «parametri» (ossia i propri pesi) da esempi di addestramento, questo apprendimento è permesso da un insieme di «iperparametri» – un termine onnicomprensivo che si riferisce a tutti gli aspetti della rete che vanno configurati dall’uomo per fare sí che l’apprendimento possa anche solo iniziare. Iperparametri sono, per esempio, il numero di strati nella rete, la grandezza dei «campi recettivi» delle unità di ciascuno strato, l’eventuale ampiezza della modificazione dei pesi durante l’apprendimento (il tasso di apprendimento) e molti altri dettagli tecnici del processo di addestramento. Questa parte della configurazione di una ConvNet è detta ottimizzazione (tuning) degli iperparametri. I valori da regolare sono molti, come molte sono le decisioni complesse da prendere sull’architettura. Inoltre, le regolazioni e l’architettura della rete interagiscono in modo complesso, influenzando la sua prestazione finale. E ancora, le regolazioni e le architetture vanno, di regola, decise ex novo per ciascun compito a cui la rete viene addestrata.

Ottimizzare gli iperparametri può sembrare un’attività banale, eppure eseguirla bene è cruciale per il successo delle ConvNet e di altri sistemi di machine learning. Per via della natura aperta della progettazione di queste reti, non è in genere possibile tarare automaticamente ogni parametro e ogni architettura della rete, persino con una ricerca automatica. Spesso ci vuole, come dire, una conoscenza cabalistica che gli specialisti di machine learning acquisiscono da un apprendistato con gli esperti e dall’esperienza maturata sul campo. «Quello che noi stiamo facendo adesso non è scienza, ma una forma di alchimia»5, ha detto commentando il proprio lavoro Eric Horvitz, direttore del laboratorio di ricerca di Microsoft. E le persone che possono «sussurrare alla rete» formano un piccolo ma esclusivo club. Secondo Demis Hassabis, cofondatore del gruppo DeepMind di Google, «ricavare il meglio dai nostri sistemi è quasi una forma d’arte […] Al mondo solo poche centinaia di persone lo sanno fare come si deve»6.

In realtà il numero di esperti di deep learning sta crescendo rapidamente. Oggi molte università offrono corsi su questo argomento, e una lista sempre piú lunga di aziende ha avviato programmi di formazione su questa disciplina per i propri dipendenti. Far parte di questo club può essere molto remunerativo. A una conferenza cui ho partecipato di recente, un responsabile dei prodotti IA di Microsoft spiegava quanto la propria azienda faticasse a reclutare giovani ingegneri esperti di deep learning: «Se un giovane sa come addestrare cinque strati di reti neurali, può chiedere uno stipendio a cinque zeri; se sa come addestrare cinquanta strati, ne può chiedere uno a sette zeri»7. Per la fortuna di questo giovane ingegnere destinato ad arricchirsi, le reti sono ancora incapaci di imparare da sole.

Big Data.

Non è un segreto. Il deep learning richiede i Big Data: «big» nel senso del milione e passa di immagini di addestramento etichettate in ImageNet. Qual è l’origine di tutti questi dati? La risposta naturalmente è: voi! – e probabilmente ogni persona che conoscete. Le applicazioni attuali della visione artificiale sono possibili solamente grazie ai miliardi di immagini che gli utenti di Internet hanno caricato e (talvolta) etichettato con un testo che identifica il contenuto dell’immagine. Avete mai caricato, e poi commentato, la foto di un amico sulla vostra pagina Facebook? Ebbene questo social vi ringrazia! L’immagine e il testo potrebbero essere stati impiegati per addestrare il suo sistema di riconoscimento di volti. Avete mai caricato un’immagine su Flickr? Se lo avete fatto, è possibile che la vostra immagine faccia parte dell’insieme di addestramento di ImageNet. Avete mai identificato un’immagine per dimostrare a un sito web che non siete un robot? La vostra identificazione potrebbe avere aiutato Google a etichettare un’immagine da usare come addestramento nel suo sistema di ricerca di immagini.

Le big tech companies offrono molti servizi gratuiti al vostro computer e al vostro smartphone: ricerca sul web, videochiamate, e-mail, social networking, assistenti personali digitali – e l’elenco potrebbe proseguire. Quali vantaggi traggono queste aziende? La risposta che vi sarà capitato di sentire è che il vero prodotto sono i loro utenti (come voi e come me); che i loro clienti sono gli inserzionisti che catturano la nostra attenzione e le informazioni su di noi mentre utilizziamo questi servizi «gratuiti». Ma c’è una seconda risposta: quando usiamo dei servizi forniti da tech company come Google, Amazon e Facebook, stiamo fornendo direttamente loro degli esempi – sotto forma delle nostre immagini, dei nostri video, dei nostri testi o dei nostri discorsi – che loro possono utilizzare per addestrare meglio i propri programmi di IA. E questi programmi migliorati attirano ulteriori utenti (e quindi ulteriori dati), aiutando gli inserzionisti a indirizzare piú efficacemente i propri banner. Inoltre, gli esempi di addestramento che noi forniamo loro possono essere usati per addestrare e per offrire a pagamento servizi d’impresa, come la visione artificiale e l’elaborazione del linguaggio naturale.

Molto si è scritto sull’etica di queste multinazionali che usano i dati che avete creato voi (come tutte le immagini, i video e i testi che caricate su Facebook) per addestrare programmi e per vendere prodotti senza informarvi né rimborsarvi. È una questione importante, ma che esula dalla portata di questo libro8. Il punto che intendo qui evidenziare è che la dipendenza da immense raccolte di dati di addestramento etichettati è un’ulteriore importante distinzione tra il deep learning e l’apprendimento umano.

Con il proliferare di sistemi di deep learning in applicazioni nel mondo reale, le aziende hanno bisogno di nuovi dataset etichettati per addestrare le reti neurali profonde. Le auto a guida autonoma sono un esempio degno di nota. Questi veicoli hanno bisogno di una visione artificiale evoluta per riconoscere le corsie sulla strada, i semafori, i segnali di stop e cosí via, e per distinguere e monitorare tipi differenti di potenziali ostacoli, come altre automobili, pedoni, ciclisti, animali, coni stradali, bidoni della spazzatura rovesciati, balle di fieno e qualsiasi altra cosa contro cui non vorreste andare a sbattere con la vostra macchina. Le auto a guida autonoma devono imparare le sembianze di questi diversi oggetti – sotto il sole, la pioggia, la neve o nella nebbia, di giorno o di notte – e quali oggetti probabilmente si muoveranno e quali staranno fermi. Il deep learning ha contribuito, almeno in parte, a rendere possibile questo compito, che, come sempre, richiede però una profusione di esempi di addestramento.

Le aziende di auto a guida autonoma accumulano questi esempi di addestramento da infinite ore di video girate da videocamere montate su auto reali che circolano nel traffico di strade a scorrimento veloce e dei centri urbani. Queste auto potrebbero essere dei prototipi a guida autonoma in fase di collaudo da parte delle aziende stesse o, come nel caso di Tesla, auto guidate da clienti che, durante l’acquisto di un suo veicolo, devono accordarsi con l’azienda sulla politica di gestione e di utilizzo dei dati9.

I proprietari di una Tesla non sono obbligati a etichettare ogni oggetto nei video registrati dalle loro auto. Qualcuno però deve farlo. Nel 2017 il «Financial Times» riportava che «buona parte delle compagnie che lavorano su questa tecnologia impiega centinaia o addirittura migliaia di persone, spesso in centri esternalizzati all’estero (India o Cina), il cui compito è insegnare alle robot-car a riconoscere i pedoni, i ciclisti o altri ostacoli. Questi operatori lo eseguono manualmente marcando o “etichettando” migliaia di ore di riprese video, spesso fotogramma dopo fotogramma»10. Sono spuntate nuove aziende che offrono, come servizio, l’etichettatura dei dati. Mighty AI, per esempio, offre «i dati etichettati di cui avete bisogno per addestrare i modelli di visione del vostro computer» e promette «annotatori umani affermati, competenti e affidabili specializzati nei dati sulla guida autonoma»11.

La coda lunga.

L’apprendimento con supervisione, che usa grandi dataset ed eserciti di annotatori umani, funziona bene almeno per alcune capacità visive richieste alle auto a guida autonoma. Per inciso, molte aziende, per potenziare l’addestramento con supervisione, stanno anche esplorando l’uso di programmi di simulazione di guida ispirati ai videogiochi. Ma che dire degli altri aspetti della vita? Quasi ogni esperto di IA è convinto che l’apprendimento con supervisione non sia una via percorribile verso l’IA generale. Come ammoniva l’affermato ricercatore nell’IA Andrew Ng, «la richiesta di tutti questi dati è uno dei grossi limiti del deep learning»12. Anche Yoshua Bengio, un altro ricercatore di alto livello nell’IA, la pensa cosí: «Non possiamo realisticamente etichettare ogni cosa del mondo e spiegare meticolosamente al computer ogni minimo dettaglio»13.

La questione viene complicata dal problema della coda lunga, vale a dire l’immensa schiera di possibili situazioni inattese con cui potrebbe confrontarsi un sistema di IA. La figura 13 illustra questo fenomeno assegnando una probabilità a diverse situazioni ipotetiche che un’auto a guida autonoma potrebbe incontrare circolando, poniamo, nell’arco di una giornata. Situazioni molto comuni, come imbattersi in un semaforo rosso o in un segnale di stop, sono classificate ad alta probabilità; situazioni di media probabilità includono vetri rotti e borse di plastica trascinate dal vento – che non s’incontrano tutti i giorni (dipende dal luogo in cui guidate), ma che insolite non sono. È meno probabile che la vostra auto autonoma s’imbatta in una strada inondata o in linee di carreggiata nascoste dalla neve, e meno probabile ancora che incontriate un pupazzo di neve nel bel mezzo di una superstrada.

Ho citato questi differenti scenari e stimato la loro probabilità relativa, ma ovviamente potete citarne molti altri voi stessi. Qualsiasi singola macchina è probabilmente sicura: del resto, nel complesso, le auto a guida autonoma sperimentali hanno percorso milioni di chilometri e causato un numero relativamente basso di incidenti (malgrado alcuni di questi siano stati mortali e abbiano generato molti commenti). Ma il giorno in cui le auto a guida autonoma saranno diffuse, pur essendo ciascuna singola situazione «improbabile» molto improbabile per definizione, sono innumerevoli i possibili scenari al volante e cosí numerose le auto in circolazione che qualche auto a guida autonoma da qualche parte è probabile che incappi, a un certo punto, in una di quelle situazioni.

[image: Figura 13. Possibili situazioni che un’automobile a guida autonoma potrebbe incontrare, classificate per probabilità illustrando la «coda lunga» di scenari improbabili.]

Figura 13. Possibili situazioni che un’automobile a guida autonoma potrebbe incontrare, classificate per probabilità illustrando la «coda lunga» di scenari improbabili.

L’espressione coda lunga è usata in statistica. Indica che alcune distribuzioni di probabilità assumono una forma come quella della figura 13; la lunga lista di situazioni molto improbabili (ma possibili) è detta «coda» della distribuzione. Per inciso, le situazioni contenute nella coda sono chiamate talvolta casi limite. Per l’IA, buona parte delle situazioni del mondo reale presentano questo fenomeno a coda lunga: gli eventi nel mondo reale sono in genere prevedibili, ma rimane una coda lunga di eventi a bassa probabilità. Inaspettati. E tutto ciò diventa un problema se ci affidiamo solo all’apprendimento con supervisione per dotare il nostro sistema di IA di una conoscenza del mondo; le situazioni nella coda non si manifestano, se mai, abbastanza spesso nei dati di addestramento; cosí è piú probabile che il sistema commetta degli errori quando incontrerà tali situazioni.

Ecco due esempi tratti dal mondo reale. A marzo del 2016, nel Nord-Est degli Stati Uniti era stata prevista una forte tempesta di neve, e su Twitter erano comparse notizie che la modalità pilota automatico dei veicoli Tesla, che permette una limitata guida autonoma, faceva confusione tra le linee di carreggiata e le strisce di sale sparse sulle strade principali in previsione della tempesta (fig. 14). A febbraio del 2016 uno dei prototipi di auto a guida autonoma di Google sterzò bruscamente a sinistra, mentre stava svoltando a destra, per evitare dei sacchi di sabbia sul lato destro di una strada della California, e la sua parte anteriore sinistra andò a sbattere contro un bus di linea in marcia nella corsia di sinistra. Ciascuno dei veicoli si aspettava che l’altro desse la precedenza (forse l’autista del bus pensava che un guidatore umano sarebbe stato maggiormente intimidito dal bus, ben piú voluminoso).

Le aziende che lavorano sulla tecnologia dei veicoli autonomi hanno ben chiaro il problema della coda lunga: i loro team hanno riflettuto su possibili scenari di questo tipo e s’industriano per creare esempi aggiuntivi a quelli dell’addestramento, come pure strategie codificate ad hoc per tutti gli scenari improbabili che vengono loro in mente. Ma naturalmente è impossibile addestrare o codificare un sistema per tutte le possibili situazioni che potrebbe incontrare.

Una soluzione solitamente proposta è che i sistemi d’IA impieghino l’apprendimento con supervisione su piccole quantità di dati etichettati e imparino il resto con l’apprendimento senza supervisione (unsupervised learning). Quest’ultima espressione indica un ampio gruppo di metodi per apprendere categorie o azioni senza dati etichettati. È il caso di metodi per raggruppare gli esempi in base alla loro somiglianza o per riconoscere una nuova categoria per analogia rispetto a categorie già conosciute. Come descriverò in un capitolo successivo, percepire una somiglianza astratta e delle analogie è un’attività in cui l’uomo è molto bravo. Ma non esistono finora degli algoritmi di IA granché efficaci per questo tipo di apprendimento senza supervisione. Lo stesso Yann LeCun ammette che «l’apprendimento senza supervisione è la materia oscura dell’IA». In altre parole, per l’IA generale quasi tutto l’apprendimento dovrà essere senza supervisione. Tuttavia nessuno ha ancora ideato i tipi di algoritmi necessari per realizzarne uno efficace.

[image: Figura 14. Linee di sale su una superstrada, gettate preventivamente in vista di una tempesta di neve, avrebbero confuso il pilota automatico di una Tesla.]

Figura 14. Linee di sale su una superstrada, gettate preventivamente in vista di una tempesta di neve, avrebbero confuso il pilota automatico di una Tesla.

L’uomo commette di continuo errori, persino (o specialmente) stando alla guida: chiunque di noi avrebbe potuto urtare quell’autobus di linea, se fossimo stati noi a sterzare per evitare i sacchi di sabbia. Ma gli esseri umani hanno una competenza fondamentale che manca agli attuali sistemi di IA: il buon senso. Noi disponiamo di una vasta conoscenza di base del mondo, nei suoi aspetti fisici e sociali, di una buona percezione di come gli oggetti – inanimati o viventi – probabilmente si comporteranno, e attingiamo a piene mani a tale conoscenza per prendere decisioni su come agire in qualsiasi situazione: possiamo inferire la ragione a monte delle strisce di sale sul selciato anche se non abbiamo mai guidato con la neve; sappiamo come interagire socialmente con altri esseri umani, cosí possiamo impiegare il contatto degli sguardi, i gesti delle mani e altri linguaggi del corpo per gestire semafori in tilt a causa di un’interruzione di corrente; sappiamo in genere dare la precedenza a un grosso autobus, persino se in linea di principio il diritto di precedenza è nostro. Qui ho impiegato come esempio la guida. Ma noi umani usiamo il buon senso – in genere inconsciamente – in ogni ambito della vita. Secondo molti esperti, fino a quando i sistemi di IA non avranno un buon senso paragonabile al nostro, non saremo in grado di fidarci al punto da concedere loro una piena autonomia nelle situazioni complesse nel mondo reale.

Che cosa ha imparato la mia rete?

Qualche anno fa Will Landecker, allora un giovane laureato nel mio gruppo di ricerca, addestrò una rete neurale profonda a classificare le fotografie in una di queste due categorie: «contiene un animale» e «non contiene un animale». La rete era addestrata su fotografie come quelle della figura 15, e si trattava di un compito in cui se la cavava molto bene nell’insieme di valutazione. Ma che cosa aveva realmente imparato la rete? Eseguendo uno studio minuzioso, Will giunse a una risposta inattesa: la rete aveva, in parte, imparato a classificare immagini con sfondi sfocati come «contiene un animale» al di là del fatto che l’immagine contenesse oppure non contenesse un animale14. Le fotografie naturalistiche degli insiemi di addestramento e di valutazione obbedivano a una regola importante della fotografia, che è quella di mettere a fuoco il soggetto della foto stessa. Se si tratta di un animale, quest’ultimo è a fuoco e lo sfondo è sfocato, come nella figura 15a; invece quando il soggetto della foto è lo sfondo, come nella figura 15b, niente risulterà sfocato. Con disappunto di Will, la sua rete non aveva imparato a riconoscere gli animali; usava invece indizi piú semplici – come gli sfondi sfocati – che erano associati statisticamente agli animali.

È un esempio di un fenomeno comunemente osservato nel machine learning. La macchina impara ciò che osserva lei nei dati piú che quello che osservate voi (esseri umani). Se nei dati di addestramento sono presenti delle associazioni statistiche con altri oggetti o attributi dell’immagine – persino se sono irrilevanti nel compito in questione – la macchina imparerà queste associazioni senza problemi, ma non quelle che voi volevate imparasse. Se la macchina è valutata con nuovi dati caratterizzati dalle stesse associazioni statistiche, sembrerà che abbia imparato con successo il compito. Tuttavia può inaspettatamente sbagliare, come fece la rete di Will con le immagini di animali senza uno sfondo sfocato. Nel gergo del machine learning si dice che la rete di Will è «sovra-adattata» (overfitted)a rispetto al proprio insieme di addestramento, e quindi non può applicare correttamente ciò che ha imparato a immagini differenti da quelle su cui è stata addestrata.

Pochi anni fa diversi gruppi di ricerca avevano provato a capire se anche le ConvNet addestrate su ImageNet e su altri grandi dataset erano sovra-adattate ai propri dati di addestramento. Uno dei gruppi aveva dimostrato che, se le ConvNet erano state addestrate con immagini scaricate dal web (come quelle di ImageNet), la loro prestazione risultava scarsa nel caso di immagini acquisite da un robot dotato di videocamera che si spostava all’interno di una casa15. A quanto pare, le riprese casuali di oggetti domestici possono avere un aspetto molto differente dalle fotografie che carichiamo noi sul web. Altri gruppi hanno dimostrato che variazioni superficiali nelle immagini – come una lieve sfocatura o una macchiettatura, il mutamento di alcuni colori o la rotazione di oggetti nella scena – possono indurre le ConvNet a commettere errori significativi, persino quando non creano alcuna difficoltà alla percezione umana16. Questa inattesa fragilità delle ConvNet – persino di quelle accompagnate dalla fama di «superare l’uomo nel riconoscimento di oggetti» – indica che stanno sovra-adattandosi ai propri dati di addestramento e stanno imparando cose differenti da quelle che stiamo cercando di insegnare loro.

[image: Figura 15. Illustrazione di un compito di classificazione di «animale» versus «nessun animale». Si osservi lo sfondo sfocato nell’immagine a sinistra.]

Figura 15. Illustrazione di un compito di classificazione di «animale» versus «nessun animale». Si osservi lo sfondo sfocato nell’immagine a sinistra.

IA e pregiudizi.

L’inaffidabilità delle ConvNet può causare errori imbarazzanti e potenzialmente lesivi. Nel 2015 Google visse, in termini di immagine, un vero e proprio incubo dopo che aveva introdotto nella propria applicazione Photos una funzione di etichettatura automatica di foto (usando una ConvNet). Oltre a etichettare correttamente le immagini con descrizioni generiche – come «aeroplani», «automobili» e «laurea» – la rete neurale aveva etichettato come «gorilla» un selfie di due ragazzi afroamericani, come mostra la figura 16. (Ebbene, dopo essersi cosparsa il capo di cenere, Google non trovò soluzione migliore che rimuovere l’etichetta «gorilla» dalla lista delle possibili categorie della rete.)

Tali errori di classificazione, a un tempo abietti e ridicoli, costituiscono motivo di imbarazzo per le aziende. Eppure errori piú sottili dovuti a pregiudizi razziali o di genere si osservano spesso nei sistemi visivi basati sul deep learning. I sistemi commerciali di riconoscimento facciale, per esempio, tendono a essere piú accurati con i volti maschili bianchi che non con quelli femminili o con i volti di persone non caucasiche17. Talvolta il software per il riconoscimento facciale della videocamera si lascia sfuggire i volti di pelle scura e classifica quelli asiatici come «ammiccanti» (fig. 17).

[image: Figura 16. Etichette associate alle fotografie dall’etichettatore automatico di foto di Google, inclusa la sciagurata etichetta «gorilla».]

Figura 16. Etichette associate alle fotografie dall’etichettatore automatico di foto di Google, inclusa la sciagurata etichetta «gorilla».

Kate Crawford, ricercatrice di Microsoft e attivista impegnata a favore dell’equità e della trasparenza nell’IA, ha evidenziato come un dataset ampiamente usato per addestrare i sistemi di riconoscimento facciale contenga volti che sono al 77,5 per cento maschili e all’83,5 per cento di persone bianche. La cosa non dovrebbe stupirci piú di tanto poiché le immagini erano state scaricate da siti online, e le foto di facce che vi compaiono appartengono perlopiú a persone famose o potenti, che sono prevalentemente bianche e di sesso maschile.

Naturalmente questi pregiudizi riscontrabili nei dati di addestramento dell’IA riflettono i pregiudizi presenti nella nostra società, ma la diffusione nel mondo reale dei sistemi di IA addestrati su dati distorti può amplificare i pregiudizi e produrre grossi danni. Per esempio, i sistemi di riconoscimento facciale sono impiegati sempre piú come metodo «sicuro» per identificare le persone nelle transazioni con carte di credito, nei controlli agli aeroporti, nelle videocamere di sicurezza; e forse sarà solo una questione di tempo prima che siano impiegate per verificare l’identità nei seggi elettorali. Persino piccole differenze di accuratezza tra gruppi razziali potrebbero generare ripercussioni dannose sui diritti civili e l’accesso a servizi fondamentali.

[image: Figura 17. Esempio di programma per individuare volti con una videocamera che identifica un volto asiatico come «ammiccante».]

Figura 17. Esempio di programma per individuare volti con una videocamera che identifica un volto asiatico come «ammiccante».

Si possono mitigare tali pregiudizi in singoli dataset richiedendo a individui umani di garantire l’imparzialità delle foto (o di altri dati) quando rappresentano, poniamo, gruppi razziali o di genere. Ma ciò richiede consapevolezza e impegno nelle persone che curano i dati. Inoltre, è spesso difficile mettere in luce pregiudizi sottili e i loro effetti. Per esempio, un gruppo di ricerca ha rilevato che il proprio sistema di IA – addestrato su un ampio dataset di fotografie di persone in differenti contesti – classificava talvolta erroneamente un uomo come «donna» quando l’uomo era in piedi in cucina, un ambiente in cui nel dataset prevalgono gli esempi di donne18. In generale questo tipo di sottile pregiudizio è evidente a cose fatte, ma è difficile rilevarlo in anticipo.

Il problema dei pregiudizi nelle applicazioni dell’IA ha recentemente attirato su di sé i riflettori, offrendo materia per molti articoli e seminari; ed è un tema affrontato persino da centri di ricerca universitari. I dataset impiegati per addestrare l’IA dovrebbero riflettere fedelmente i pregiudizi della nostra società pregiudiziale – come spesso fanno oggi – o essere invece ripensati al fine di migliorare la società? E chi dovrebbe specificare gli obiettivi o riesaminare i dati?

Fammi vedere i calcoli!

Vi ricordate, ai tempi della scuola, quando l’insegnante scriveva in rosso «fammi vedere i calcoli!» sul vostro compito a casa di matematica? Quanto alla sottoscritta, mostrare i miei calcoli era la parte meno divertente all’epoca in cui studiavo matematica, ma forse la piú importante. Illustrare in che modo avevo ricavato le risposte dimostrava che avevo realmente capito che cosa stavo facendo, che avevo afferrato i giusti concetti e ricavato la risposta in base alle ragioni corrette. Mostrare il procedimento seguito aiutava poi il mio insegnante a capire perché avevo commesso certi errori.

Piú in generale, è spesso possibile credere che le persone sappiano che cosa stanno facendo, se possono spiegarvi come sono arrivate a dare una risposta o a prendere una decisione. Tuttavia «mostrare i propri calcoli» è qualcosa che le reti neurali profonde – il fondamento dei moderni sistemi di IA – non sanno fare facilmente. Consideriamo il compito di riconoscimento degli oggetti «cane» e «gatto» descritto nel capitolo IV. Se ricordate, una rete neurale convolutiva decide quale oggetto è contenuto in un’immagine di input eseguendo una sequenza di operazioni matematiche (convoluzioni) che si propagano attraverso molti strati. Per una rete che sia ragionevolmente grande, le operazioni aritmetiche possono ammontare a miliardi. Benché sarebbe facile programmare il computer affinché stampi una lista delle addizioni e moltiplicazioni eseguite da una rete per un dato ingresso, la lista darebbe a noi umani un’idea pari a zero della strada seguita dalla rete per ricavare la risposta. Una lista di un miliardo di operazioni non è una spiegazione che un essere umano può capire. Persino chi addestra le reti profonde non riesce in genere a guardare «dentro al cofano» e a spiegare le decisioni delle proprie reti. La rivista «Technology Review» del Mit ha definito «oscuro segreto al cuore dell’IA»19 questa impenetrabilità. Il timore è che se non comprendiamo come funzionano i sistemi di IA, non potremo fidarci di loro, né prevedere le circostanze in cui commetteranno degli errori.

Anche gli individui in carne e ossa non sempre sanno spiegare i propri processi mentali, e voi in genere non riuscite a guardare «dentro al cofano» del cervello altrui (o dentro i loro «sentimenti viscerali») per comprendere come sono arrivati a una particolare decisione. Ma gli esseri umani tendono a supporre che altri loro simili abbiano acquisito la corretta padronanza di compiti cognitivi essenziali, come il riconoscimento degli oggetti e la comprensione del linguaggio. In parte, vi fidate degli altri quando credete che il loro pensiero coincida con il vostro; presumete, il piú delle volte, che le persone incontrate abbiano avuto esperienze di vita abbastanza simili alla vostra, e quindi supponete che stiano usando la vostra stessa conoscenza, le vostre stesse credenze e i vostri stessi valori di fondo: nella percezione, nella descrizione e nella presa di decisioni relative al mondo. In breve, quando si tratta degli altri, disponete di quella che gli psicologi chiamano teoria della mente – un modello della conoscenza e degli obiettivi dell’altro in particolari situazioni. Nessuno di noi possiede una simile «teoria della mente» per sistemi di IA come le reti profonde, e questo fa sí che sia piú difficile fidarci di loro.

Non dovremmo quindi stupirci che una delle aree piú in voga nell’IA sia variamente chiamata «IA spiegabile», «IA trasparente» o «machine learning interpretabile». Queste espressioni si riferiscono alla ricerca volta a indurre i sistemi di IA – in particolare le reti profonde – a spiegare le proprie decisioni in modo che noi umani possiamo capirle. I ricercatori in questo campo hanno concepito modi ingegnosi per visualizzare i tratti appresi da una particolare rete neurale convolutiva e, in alcuni casi, per determinare quali parti dell’input sono piú responsabili della decisione prodotta. L’IA spiegabile è un campo in rapido sviluppo. Tuttavia un sistema di deep learning capace di spiegare se stesso con successo proprio come una persona resta una chimera.

Ingannare le reti neurali profonde.

Un altro elemento riguarda l’attendibilità dell’IA: i ricercatori hanno scoperto quanto sia sorprendentemente facile per l’uomo indurre subdolamente le reti neurali profonde a commettere degli errori. In altre parole, se volete ingannare deliberatamente tale sistema, esiste a quanto pare un numero allarmante di modi per farlo.

Ingannare i sistemi di IA non è una novità. Gli spammer, per esempio, stanno combattendo da decenni una guerra al riarmo contro i programmi di identificazione degli spam. Ma le forme di attacco a cui sembrano vulnerabili i sistemi di deep learning sono a un tempo piú sottili e preoccupanti.

Ricordate AlexNet, cui accennavo nel capitolo V? Era la rete neurale convolutiva che vinse la sfida di ImageNet del 2012 e diede il via al predominio delle ConvNet in buona parte del mondo dell’IA attuale. Se ricordate, l’accuratezza top 5 di AlexNet in ImageNet era pari all’85 per cento, un valore tale da sbaragliare i rivali e da lasciare a bocca aperta la comunità della visione artificiale. Tuttavia, un anno dopo la vittoria di AlexNet, comparve un articolo di ricerca dal titolo ingannevolmente bonario Intriguing Properties of Neural Networks (Proprietà curiose delle reti neurali)20. Una «proprietà curiosa» di cui parlava l’articolo era che AlexNet poteva essere facilmente ingannato.

Gli autori dell’articolo avevano scoperto, in particolare, di poter ricavare da ImageNet una foto che AlexNet aveva classificato correttamente con un elevato grado di confidenza (per esempio «scuolabus»), e distorcerla modificando ad arte i suoi pixel, in modo che l’immagine distorta apparisse invariata agli umani, ma che AlexNet la classificasse con una confidenza molto elevata come oggetto totalmente diverso (per esempio «struzzo»). Gli autori definirono l’immagine distorta «esempio avversario». La figura 18 mostra alcuni esempi di immagini originali e delle loro gemelle avversarie. Non cogliete la differenza? Congratulazioni! A quanto pare siete umani.

Szegedy e i suoi collaboratori avevano creato un programma che, data una qualsiasi foto di ImageNet classificata correttamente da AlexNet, poteva individuare dei cambiamenti specifici nella foto in modo da creare un nuovo esempio avversario che appariva immutato agli esseri umani, ma induceva AlexNet ad assegnare la confidenza piú elevata a una categoria errata.

[image: Figura 18. Esempi originali e «avversari» per AlexNet. L’immagine a sinistra di ciascuna coppia mostra l’immagine originale, che AlexNet aveva classificato correttamente. L’immagine a destra mostra l’esempio avversario derivato da questa immagine (sono stati eseguiti piccoli cambiamenti ai pixel, ma a un essere umano la nuova immagine appare identica all’originale). Ciascun esempio avversario è stato classificato da AlexNet come «struzzo» con un elevato grado di confidenza.]

Figura 18. Esempi originali e «avversari» per AlexNet. L’immagine a sinistra di ciascuna coppia mostra l’immagine originale, che AlexNet aveva classificato correttamente. L’immagine a destra mostra l’esempio avversario derivato da questa immagine (sono stati eseguiti piccoli cambiamenti ai pixel, ma a un essere umano la nuova immagine appare identica all’originale). Ciascun esempio avversario è stato classificato da AlexNet come «struzzo» con un elevato grado di confidenza.

Il punto importante fu che Szegedy e i suoi collaboratori scoprirono come la suscettibilità a esempi avversari non fosse esclusiva di AlexNet. Rivelarono che diverse altre reti neurali convolutive – con architetture, iperparametri e insiemi di addestramento differenti – cadevano vittime di una vulnerabilità simile. Definire questa una «proprietà curiosa» delle reti neurali è un po’ come definire un buco nello scafo di una meravigliosa nave da crociera un «aspetto della nave su cui merita riflettere». Curioso, certo, e urgeranno ulteriori indagini. Ma se il buco non viene riparato la nave colerà a picco.

[image: Figura 19. Esempi di immagini create da un algoritmo genetico appositamente per ingannare una rete neurale convolutiva. In ciascun caso AlexNet (addestrata sull’insieme di addestramento di ImageNet) ha stabilito con un valore di confidenza superiore al 99 per cento che l’immagine era una istanza della categoria indicata.]

Figura 19. Esempi di immagini create da un algoritmo genetico appositamente per ingannare una rete neurale convolutiva. In ciascun caso AlexNet (addestrata sull’insieme di addestramento di ImageNet) ha stabilito con un valore di confidenza superiore al 99 per cento che l’immagine era una istanza della categoria indicata.

Poco tempo dopo l’uscita dell’articolo di Szegedy, un gruppo dell’Università del Wyoming pubblicò un articolo dal titolo piú schietto: Deep Neural Networks Are Easily Fooled (Le reti neurali profonde sono facilmente ingannabili)21. Impiegando un metodo computazionale ispirato alla biologia – il cosiddetto algoritmo genetico22 – il gruppo del Wyoming aveva fatto «evolvere» al computer immagini che a individui umani sembravano un rumore casuale, ma che AlexNet e altre reti neurali convolutive avevano assegnato a categorie specifiche di oggetti con una confidenza superiore al 99 per cento. La figura 19 mostra alcuni esempi. Il gruppo del Wyoming aveva notato che le reti neurali profonde (Dnn) «vedono questi oggetti come esempi quasi perfetti di immagini riconoscibili» e ciò «[solleva] la questione delle reali capacità di generalizzazione delle Dnn e della possibilità di dannosi exploits [un sottoinsieme di malware] nei programmi usati dalle Dnn»23.

In effetti, i due articoli e altre scoperte successive dello stesso tenore suscitarono, oltre a innumerevoli interrogativi, un autentico allarme nella comunità del deep learning. Se i sistemi di deep learning, cosí efficaci nella visione artificiale e in altri compiti, si possono ingannare facilmente con manipolazioni dai cui effetti gli esseri umani sono immuni, come possiamo affermare che queste reti «imparano come esseri umani» o che «eguagliano o superano l’uomo» nelle loro capacità? È chiaro che in tali reti avviene qualcosa di assai differente dalla percezione umana. E se queste reti sono destinate a un impiego nella visione artificiale nel mondo reale, dovremo essere piú che certi che siano protette da hacker che ricorrono a queste manipolazioni per ingannarle.

Tutto questo ha spinto la piccola comunità di ricercatori a concentrarsi sull’«apprendimento avversario», ossia a sviluppare strategie difensive contro potenziali avversari (umani) che potrebbero attaccare i sistemi di machine learning. I ricercatori nel campo dell’apprendimento avversario iniziano spesso il proprio lavoro dimostrando i modi possibili per attaccare i sistemi esistenti, e alcune recenti dimostrazioni sono state stupefacenti. Nell’ambito della visione artificiale, un gruppo di ricercatori ha sviluppato un programma che creava montature da occhiali con disegni in grado di indurre un sistema di riconoscimento facciale a classificare erroneamente come un’altra persona chi li indossa (fig. 20)24. Un secondo gruppo ha prodotto dei piccoli adesivi poco appariscenti, applicabili su un cartello stradale, che inducono un sistema visivo basato su ConvNet – simile a quelli impiegati nelle auto a guida autonoma – a classificare erroneamente il cartello: per esempio un cartello di stop è classificato come cartello di limite di velocità25. Un terzo gruppo ha fornito la dimostrazione di un possibile attacco avversario alle reti neurali profonde per l’analisi di immagini cliniche: ha rivelato che non è difficile alterare una immagine radiografica, oppure di microscopia, in un modo che è impercettibile all’uomo ma che può indurre una rete a cambiare classificazione, passando per esempio dal 99 per cento di confidenza che l’immagine non mostra segno alcuno di tumore, al 99 per cento di confidenza che il tumore è presente26. Questo gruppo ha osservato che tali attacchi potrebbero essere in teoria impiegati, tra l’altro, dal personale ospedaliero, per creare diagnosi fraudolente e addebitare quindi alle compagnie assicurative test diagnostici supplementari (e lucrativi).

Quelli che vi ho appena elencato sono soltanto alcuni esempi di possibili attacchi ideati da vari gruppi di ricerca. Molti possibili attacchi si sono rivelati sorprendentemente robusti: funzionano su numerose reti, persino se sono addestrate su insiemi di dati differenti. E la visione artificiale non è l’unico campo in cui è possibile ingannare le reti: i ricercatori hanno architettato attacchi volti a ingannare reti neurali profonde dedicate al linguaggio, usate per il riconoscimento vocale o l’analisi di testi. È lecito aspettarsi che, con la diffusione di questi sistemi nel mondo reale, utenti malintenzionati scopriranno al loro interno molti altri punti deboli.

[image: Figura 20. Un ricercatore IA (a sinistra) indossa una montatura da occhiali con un disegno concepito per indurre un sistema di riconoscimento facciale basato su una rete neurale profonda, addestrata su volti di persone famose, a classificare come del tutto affidabile la foto a sinistra come quella dell’attrice Milla Jovovich (a destra). L’articolo che descrive questo studio propone molti altri esempi di scambio di persona reso possibile usando montature da occhiali con un disegno «avversario».]

Figura 20. Un ricercatore IA (a sinistra) indossa una montatura da occhiali con un disegno concepito per indurre un sistema di riconoscimento facciale basato su una rete neurale profonda, addestrata su volti di persone famose, a classificare come del tutto affidabile la foto a sinistra come quella dell’attrice Milla Jovovich (a destra). L’articolo che descrive questo studio propone molti altri esempi di scambio di persona reso possibile usando montature da occhiali con un disegno «avversario».

La comprensione e la difesa da tali possibili attacchi sono un’importante area di ricerca e tuttavia, anche se i ricercatori hanno individuato soluzioni a tipi specifici di attacco, ancora non esiste un metodo difensivo generale. Come in qualsiasi settore della sicurezza informatica, il progresso è di portata minima: per ogni falla nella sicurezza che viene rivelata e a cui si pone rimedio, ne vengono scoperte altre che richiedono nuove difese. Ian Goodfellow, un esperto di IA del team di Google Brain, sostiene che «qualsiasi attacco uno pensi di sferrare a un modello di machine learning può essere fatto adesso […] e proteggersi è molto, molto difficile»27.

Questione immediata di difesa dagli attacchi a parte, l’esistenza di esempi avversari riporta alla luce la domanda che ponevo in precedenza: che cosa, di preciso, imparano queste reti? In particolare, che cosa imparano che le rende cosí vulnerabili all’inganno? O forse, punto ancora piú importante, stiamo ingannando noi stessi pensando che queste reti abbiano imparato i concetti che stiamo cercando di insegnare loro?

Credo che il problema reale sia quello della comprensione. Considerate la figura 18, dove AlexNet confonde uno scuolabus con uno struzzo. Per quale ragione è molto improbabile che ciò accada a un essere umano? Benché AlexNet abbia ottime prestazioni su ImageNet, noi umani sappiamo molte cose degli oggetti che vediamo, cose che AlexNet o qualsiasi altro sistema di IA ignorano. Sappiamo quale aspetto hanno gli oggetti a tre dimensioni e lo immaginiamo partendo da una semplice foto bidimensionale; sappiamo qual è la funzione di un oggetto, quale ruolo svolgono le sue parti nella funzionalità complessiva, e in quali contesti solitamente l’oggetto compare. Vederne uno evoca il ricordo di averne già visti in altre circostanze, da altri punti di vista e con altre modalità sensoriali (ricordiamo quale sensazione si prova toccando un oggetto, annusandolo, magari il rumore che fa se lo lasciamo cadere, e cosí via). Queste conoscenze di fondo alimentano la capacità umana di riconoscere in modo attendibile un oggetto. I sistemi visivi dell’IA, persino i piú efficaci, sono privi di questo tipo di conoscenza, e della robustezza che essa conferisce.

Alcuni ricercatori nel campo dell’IA sostengono che anche noi umani siamo vittime di «esempi avversari»: le illusioni ottiche. Come AlexNet che classifica un autobus come struzzo, noi umani siamo vittime di errori percettivi (per esempio, percepiamo la linea superiore nella figura 21 come piú lunga della linea inferiore, benché entrambe abbiano la stessa lunghezza). Ma gli errori compiuti dagli esseri umani sono differenti da quelli che hanno per protagoniste le reti neurali convolutive: la nostra capacità di riconoscere gli oggetti nelle scene quotidiane si è evoluta fino a diventare molto robusta. Da essa dipende infatti la nostra sopravvivenza. A differenza delle ConvNet attuali, la percezione umana (e animale) è ampiamente regolata dai processi cognitivi – il tipo di comprensione legato al contesto, che descrivevo in precedenza. Inoltre, le ConvNet impiegate nelle applicazioni di visione artificiale sono in genere esclusivamente a flusso in avanti; invece il sistema visivo umano presenta molte piú connessioni a feedback (ossia a ritroso) che non a flusso in avanti. Benché i neuroscienziati non comprendano ancora la funzione di tale abbondante feedback, una possibile ipotesi è che perlomeno alcune di queste connessioni a ritroso prevengano efficacemente la vulnerabilità agli esempi avversari cui sono sensibili le ConvNet. Allora, perché non dotare le ConvNet dello stesso tipo di feedback? È un campo di ricerche in fieri, che tuttavia si sta rivelando molto complicato, e che non ha eguagliato il successo delle reti a flusso in avanti.

[image: Figura 21. Illusione ottica per gli esseri umani: i segmenti della linea orizzontale in a e in b hanno la stessa lunghezza, ma la maggior parte delle persone percepisce il segmento in a come piú lungo di quello in b.]

Figura 21. Illusione ottica per gli esseri umani: i segmenti della linea orizzontale in a e in b hanno la stessa lunghezza, ma la maggior parte delle persone percepisce il segmento in a come piú lungo di quello in b.

Jeff Clune, che svolge ricerche sulla IA all’Università del Wyoming, ha proposto un’analogia molto provocatoria. Ha osservato che esiste «un enorme interesse a capire se il deep learning è “vera intelligenza” oppure è come “l’astuto Hans”»28. Hans era un cavallo, vissuto in Germania all’inizio del Novecento che – a detta del proprietario – eseguiva calcoli aritmetici e capiva la lingua tedesca. L’equino rispondeva a domande del tipo «quanto fa quindici diviso tre?» battendo lo zoccolo il numero corretto di volte. Dopo che l’astuto Hans era diventato una celebrità internazionale, un’attenta indagine rivelò che in realtà l’animale non capiva le domande né i concetti matematici che gli venivano rivolti, ma batteva lo zoccolo come risposta a lievi segnali inconsci inviati da chi lo interrogava. L’astuto Hans è diventato una metafora per qualsiasi individuo (o programma!) che dà l’impressione di capire, ma che invece risponde a segnali non intenzionali generati da un addestratore. E viene da chiedersi: il deep learning esprime una «vera comprensione» oppure è un astuto Hans che risponde a indizi superficiali nei dati? Tutto ciò è tema di animati dibattiti all’interno della comunità dell’IA, esacerbati dal fatto che in questo caso i ricercatori non sempre concordano su cosa si intenda per «vera comprensione».

Viceversa, le reti neurali profonde addestrate con un apprendimento supervisionato hanno prestazioni ottimali (benché lontane dalla perfezione) in molti problemi di visione artificiale; ma anche in altri dominî, come il riconoscimento vocale e la traduzione da una lingua all’altra. In virtú delle loro notevoli capacità, queste reti stanno rapidamente emancipandosi dal mondo della ricerca e trovano applicazione nel mondo reale: le ricerche sul web, le auto a guida autonoma, il riconoscimento facciale, gli assistenti virtuali e i sistemi di raccomandazione; ed è sempre piú difficile immaginare la nostra vita senza questi strumenti di IA. Del resto, è fuorviante dire che le reti profonde «imparano da sole» o che il loro addestramento è «simile all’apprendimento umano». Il riconoscimento della loro riuscita va mitigato dalla consapevolezza che possono inaspettatamente fallire a causa di un sovra-adattamento (overfitting) dei propri dati di addestramento, di effetti di coda lunga e della vulnerabilità alla pirateria informatica. In piú, le ragioni di decisioni prese dalle reti neurali profonde sono spesso difficili da comprendere, e ciò complica la previsione oppure la correzione dei loro errori. I ricercatori stanno tentando di accrescere l’affidabilità e la trasparenza delle reti neurali profonde. Ma l’interrogativo resta: il fatto che questi sistemi non abbiano una comprensione umana li rende inevitabilmente fragili, inaffidabili e vulnerabili ad attacchi? E in che modo tutto questo influenzerà le nostre decisioni nell’applicare i sistemi di IA al mondo reale? Il prossimo capitolo esplorerà alcune formidabili sfide lanciate dal complicato punto d’equilibrio tra i benefici dell’IA e i rischi della sua inaffidabilità e di un suo uso fraudolento.





a. L’overfitting è l’ottimizzazione errata di un modello di intelligenza artificiale, in cui la ricerca dell’accuratezza va troppo oltre e può generare falsi positivi [N.d.T.].










Capitolo settimo

Un’intelligenza artificiale affidabile ed etica




Immaginate di essere su un’auto a guida autonoma, la sera tardi, dopo che avete festeggiato il Natale in ufficio. Fuori è buio, e nevica. «Macchina, portami a casa!», ordinate voi, stanchi e un po’ alticci. Vi mettete comodi, chiudendo gli occhi riconoscenti mentre l’auto si avvia da sola immergendosi nel traffico.

Benissimo. Ma fino a che punto vi sentireste sicuri? Il successo delle auto a guida autonoma dipende in modo decisivo dal machine learning – in particolare dal deep learning – specialmente per quanto riguarda la visione artificiale e le decisioni della macchina. Come possiamo stabilire se queste auto hanno imparato con successo tutto ciò che devono sapere?

È la domanda da un miliardo di dollari di questo settore. Mi è capitato di ascoltare opinioni discordi fra gli esperti riguardo ai tempi in cui queste auto avranno un ruolo importante nella nostra vita, e le previsioni variano (attualmente) da pochi anni a molti decenni. Queste vetture potrebbero migliorare notevolmente la nostra vita abbattendo drasticamente i milioni di morti e feriti ogni anno in incidenti stradali, molti dei quali causati da guidatori in stato di ebbrezza o stanchi; consentirebbero poi ai passeggeri umani di usare il tempo del viaggio in modo produttivo anziché considerarlo temo perso; potrebbero anche essere piú efficienti, in termini di energia, delle auto con guidatori umani, e saranno preziosissime per le persone cieche o con handicap, che quindi non possono guidare. Ma tutto ciò si realizzerà solamente se noi umani saremo disposti ad affidare a questi veicoli la nostra vita.

Il machine learning è impiegato per prendere decisioni che influenzano la nostra vita in molti campi. Chi ci garantisce che le macchine che creano i nostri News Feed, che diagnosticano le nostre malattie, che valutano le nostre richieste di un prestito o – Dio ci scampi – stabiliscono la durata della nostra detenzione, abbiano imparato come si deve a essere decisori affidabili?

Sono domande piuttosto delicate per i ricercatori nell’IA, e piú in generale per la società, che deve bilanciare gli innumerevoli impieghi positivi, attuali e futuri, dell’IA con le preoccupazioni sulla sua affidabilità e su un suo impiego fraudolento.

L’IA vantaggiosa.

Quando consideriamo il ruolo dell’IA nella nostra società, è facile soffermarsi sui suoi aspetti negativi. Va però ricordato che i sistemi di IA hanno già procurato enormi vantaggi alla società, che potrebbero ulteriormente aumentare. La tecnologia dell’IA svolge un ruolo centrale in servizi che vi capiterà di usare ogni giorno, talvolta senza nemmeno sapere che a monte c’è l’IA, come la trascrizione vocale, la navigazione con il Gps e la pianificazione dei trasporti, i filtri degli spam nelle e-mail, la traduzione interlinguistica, gli alert per la sicurezza delle carte di credito, i consigli in materia di libri e di musica, la protezione dai virus informatici, e l’ottimizzazione dell’uso di energia negli edifici.

Se siete un fotografo, un film maker, un raffinato artista oppure un musicista, forse usate sistemi di IA che vi supportano nei progetti creativi, programmi magari che aiutano i fotografi a editare le foto o che assistono i compositori nelle notazioni o negli arrangiamenti musicali; se siete uno studente, magari trarrete vantaggio da «sistemi tutoriali intelligenti» che si adattano al vostro stile di apprendimento; se siete uno scienziato, vi sono buone possibilità che abbiate usato uno dei molti strumenti di IA disponibili che vi aiutano ad analizzare i vostri dati; se siete cieco, o comunque affetto da disabilità visive, potreste usare applicazioni di visione artificiale sullo smartphone che leggono un testo scritto a mano o stampato (per esempio sulla segnaletica stradale, sui menu al ristorante o sulle banconote); se avete un deficit uditivo, potete vedere dei sottotitoli piuttosto accurati nei video su YouTube, e in alcuni casi avere la trascrizione vocale in tempo reale durante una lezione. Sono solo alcuni esempi di come l’IA attuale sta migliorando la nostra vita. Molte altre tecnologie di IA sono ancora in fase di studio, ma destinate a diffondersi presto.

In un futuro prossimo le applicazioni di IA saranno probabilmente penetrate nel mondo della medicina: vedremo sistemi di IA affiancarsi ai medici nella diagnosi di malattie e nel suggerire cure; nella scoperta di nuovi farmaci; nel monitoraggio della salute e della sicurezza degli anziani tra le mura domestiche. I modelli scientifici e l’analisi dei dati si affideranno sempre piú a strumenti di IA – per migliorare i modelli del cambiamento climatico, della crescita della popolazione e del cambiamento demografico, nella scienza ecologica e del cibo, e in altre grandi questioni che la società dovrà affrontare entro i prossimi cento anni. Secondo Demis Hassabis, cofondatore del gruppo DeepMind di Google, questo è il piú importante vantaggio potenziale dell’IA:


Potremmo arrivare alla triste consapevolezza che, persino per il gruppo piú intelligente di esseri umani sul pianeta alle prese con questo problema, questi [problemi] potrebbero essere complessi al punto che i singoli esseri umani ed esperti scientifici non riusciranno a trovare in una vita intera il tempo per innovare e progredire […] Sono convinto che avremo bisogno di assistenza, e io credo che l’IA sia la soluzione1.



Ognuno di noi ha sentito dire che, in futuro, l’IA si farà carico dei lavori che l’uomo non ama fare – lavori scarsamente remunerati, oltreché noiosi, spossanti, degradanti, di sfruttamento, o piú semplicemente pericolosi. Se tutto questo accadrà, sarà una benedizione per la qualità della nostra vita. (Piú avanti affronterò il rovescio della medaglia, vale a dire l’IA che assorbe troppi lavori umani.) I robot sono già ampiamente usati in fabbrica per mansioni umili e ripetitive, benché molti di tali lavori siano ancora oltre la portata dei modelli attuali. Ma con il progredire dell’IA, un numero crescente di queste mansioni potrebbe essere automatizzato. Tra le future applicazioni dell’IA nelle professioni potremmo citare i camion e i taxi autonomi, o i robot per la raccolta della frutta, per estinguere gli incendi, per rimuovere le mine antiuomo e per bonificare l’ambiente. Inoltre, i robot vedranno probabilmente crescere il proprio ruolo nell’esplorazione dei pianeti e dello spazio.

La società trarrà realmente dei benefici da sistemi di IA che subentreranno in tali mansioni? Uno sguardo alla storia della tecnologia può farci acquisire la giusta prospettiva. Ecco alcuni esempi di lavori che l’uomo eseguiva e che la tecnologia ha automatizzato ormai da tempo, perlomeno nei Paesi sviluppati: il lavaggio dei panni; il guidatore di risciò; l’operatore di ascensore; il punkawallah (un domestico in India il cui unico compito era far funzionare una ventola manuale per rinfrescare la stanza, prima dell’avvento dei ventilatori elettrici); il computista (un essere umano, in genere di sesso femminile, che svolgeva a mano calcoli tediosi, in particolare durante la Seconda guerra mondiale). Buona parte di voi concorderà sul fatto che, in quei casi, l’avere sostituito in tali mansioni le macchine all’uomo ha migliorato la qualità della vita sotto ogni punto di vista. Potremmo sostenere che l’IA attuale sta semplicemente estendendo lo stesso arco di progresso: migliorare la vita umana automatizzando sempre di piú quei lavori necessari che nessuno vuole piú fare.

Il grande compromesso dell’IA.

Andrew Ng, un ricercatore nel campo dell’IA, ha affermato con entusiasmo che «l’IA è la nuova elettricità». E spiega: «Come cento anni fa l’elettricità trasformò quasi ogni cosa, oggi stento a pensare a un settore che l’IA non trasformerà nei prossimi anni»2. È un’analogia seducente; è l’idea che l’IA sarà presto necessaria – e invisibile – nei nostri dispositivi elettronici come lo è l’elettricità. Una differenza sostanziale però è che noi conoscevamo molto bene la scienza dell’elettricità prima che fosse commercializzata. Sappiamo prevedere bene il suo comportamento, un discorso che non vale per molti sistemi di IA attuali.

Ci ritroviamo cosí in presenza di quello che potremmo chiamare il grande compromesso dell’IA. Dovremmo accogliere le capacità dei sistemi di IA, che possono migliorare la nostra vita e addirittura salvare delle vite, e permettere che questi sistemi trovino un sempre piú largo impiego? O dovremmo invece essere estremamente prudenti, considerando gli attuali, imprevedibili errori dell’IA, la sua vulnerabilità ai pregiudizi, l’hackeraggio e la mancanza di trasparenza nella sua presa di decisioni? In quale misura l’uomo dovrebbe far parte integrante delle differenti applicazioni dell’IA? Cosa dovremmo richiedere a un sistema di IA per fidarci al punto di farlo lavorare in modo autonomo? Sono questioni ancora animatamente dibattute, persino ora che l’IA è utilizzata sempre di piú, e le sue applicazioni promesse (come le auto a guida autonoma) sono ormai all’orizzonte.

La mancanza di consenso su questo tema è emersa in un recente studio del Pew Research Center3. Nel 2018 gli analisti del Pew hanno intervistato un migliaio di «pionieri tecnologici, innovatori, sviluppatori, leader di azienda e politici, ricercatori e attivisti», e hanno rivolto loro queste domande:


Entro il 2030, lei ritiene piú probabile che il progresso dell’IA e dei sistemi tecnologici correlati accrescerà e rafforzerà le capacità umane? In altre parole, l’uomo avrà una vita migliore, per lo piú, rispetto a oggi? O è piú probabile che il progresso dell’IA e dei sistemi tecnologici correlati diminuirà l’autonomia e le capacità umane di agire al punto che buona parte di noi non starà meglio di oggi?



Le risposte erano divergenti: il 63 per cento prevedeva che, entro il 2030, il progresso nell’IA avrebbe creato condizioni migliori per l’uomo; il 37 per cento pensava invece il contrario. Le opinioni oscillavano dall’idea che l’IA «può eliminare la povertà nel mondo, ridurre drasticamente le malattie e offrire un’istruzione migliore a quasi ogni persona sul pianeta» a previsioni di un futuro apocalittico: legioni di mestieri sottratti dall’automazione, erosione della privacy e dei diritti civili a causa della sorveglianza dell’IA, armi autonome senza etica, decisioni fuori controllo prese da algoritmi opachi e inattendibili, amplificazione dei pregiudizi razziali e di genere, manipolazione dei mass media, incremento dei reati informatici, e una «effettiva irrilevanza esistenziale» degli umani, come la definiva uno degli intervistati.

L’intelligenza delle macchine pone una sequela di questioni etiche delicate, e discussioni legate all’etica dell’IA e dei Big Data hanno riempito tonnellate di libri4. Per illustrare la complessità delle questioni, approfondirò un esempio che suscita oggi molta attenzione, vale a dire il riconoscimento facciale automatico.

L’etica del riconoscimento facciale.

Il riconoscimento facciale consiste nell’etichettare un volto con un nome in un’immagine o in un video (o in un video in streaming). Facebook, per esempio, applica un algoritmo di riconoscimento facciale a ogni foto che viene caricata sul suo sito, il quale prova a individuare le facce nella foto e a stabilire una corrispondenza con utenti conosciuti (perlomeno utenti che non hanno disabilitato la funzione)5. Se siete iscritti a questo social e qualcuno posta una foto in cui appare la vostra faccia, il sistema potrebbe chiedervi se volete «taggare voi stessi» in quella foto. L’accuratezza dell’algoritmo di riconoscimento facciale di Facebook può essere a un tempo suggestiva e spaventosa. Non c’è da stupirsi che una simile accuratezza scaturisca dalle reti neurali convolutive profonde. Il software spesso riconosce le facce non solo quando sono di fronte e al centro di una foto, ma persino quando il soggetto è immerso in una folla.

La tecnologia del riconoscimento facciale ha molti possibili lati positivi: aiuta a fare ricerche nelle proprie raccolte fotografiche; permette a chi ha deficit visivi di identificare le persone che incontra; localizza bambini scomparsi o criminali in fuga scansionando le foto e i video alla ricerca del loro volto, e individua un furto di identità. Ma è altrettanto facile immaginare applicazioni che per molti di noi sono offensive o minacciose. Amazon, per esempio, vende il proprio sistema di riconoscimento facciale (con il nome sinistramente distopico di Rekognition) ai dipartimenti di polizia, che possono confrontare, poniamo, filmati di videocamere di sorveglianza con database di criminali noti o di presunti sospettati.

Quello della privacy è chiaramente un problema. Persino se io non sono iscritta su Facebook (né su altre piattaforme social dotate di riconoscimento facciale), le foto che mostrano il mio viso potrebbero essere taggate e in seguito riconosciute automaticamente su quel sito, e senza il mio consenso. Prendiamo il caso di FaceFirst, un’azienda che offre servizi di riconoscimento facciale a pagamento. Come riferiva il settimanale «New Scientist», «Face First […] sta implementando un sistema per commercianti che dichiara di “far lievitare le vendite riconoscendo i buoni clienti ogni volta che fanno acquisti” e che invia “degli alert quando clienti notoriamente rompiscatole entrano nel vostro negozio”»6. Molte altre aziende offrono servizi analoghi.

La violazione della privacy non è l’unico pericolo. Una preoccupazione persino piú grande è l’attendibilità: i sistemi di riconoscimento facciale possono commettere errori. Se il vostro volto è fatto corrispondere per errore a un altro volto, voi potreste essere interdetti da un negozio o da un volo di linea o accusati ingiustamente di un crimine. Non solo. Si è dimostrato che il tasso di errore degli attuali sistemi di riconoscimento facciale è significativamente superiore per le persone di colore che non per i caucasici. L’American Civil Liberties Union (Aclu), che si oppone con forza, sulla base dei diritti civili, all’uso della tecnologia di riconoscimento facciale nella prevenzione o nell’individuazione dei reati, ha provato il sistema Rekognition di Amazon (usandone le impostazioni di default) su 535 membri del Congresso Usa, confrontando una foto di ciascun membro con un database di persone arrestate per reati penali. Ha scoperto che il sistema associava erroneamente 28 dei 535 membri del Congresso a persone incluse nel database criminale. Il 21 per cento degli errori riguardava foto di deputati afroamericani (gli afroamericani costituiscono all’incirca solo il 9 per cento del Congresso)7.

Per effetto dei test dell’Aclu e di altri studi che dimostrano l’inattendibilità e i pregiudizi dei sistemi di riconoscimento facciale, diverse high-tech company hanno reso pubblico il proprio rifiuto dell’uso di queste tecnologie da parte delle forze di polizia e a fini di sorveglianza. Per esempio, Brian Brackeen, Ceo di Kairos, azienda specializzata nel riconoscimento facciale, ha cosí espresso il proprio parere in un articolo che ha conosciuto ampia diffusione:


Le tecnologie di riconoscimento facciale, impiegate nell’identificazione di persone sospette, danneggiano le persone di colore. Negare questo fatto sarebbe una bugia. […] Con la mia azienda siamo arrivati a pensare che l’uso del riconoscimento facciale da parte delle forze dell’ordine o nella sorveglianza governativa sia qualcosa di sbagliato – e che in individui senza scrupoli spiani la strada a pratiche scorrette. […] Abbiamo diritto a un mondo in cui non autorizziamo i governi a catalogare i cittadini, a stare loro col fiato sul collo e a controllarli di continuo8.



In un post sul blog del sito della sua azienda, il presidente e capo dell’ufficio legale di Microsoft Brad Smith si è rivolto al Congresso affinché regolamentasse il riconoscimento facciale:


La tecnologia del riconoscimento facciale solleva questioni che vanno al cuore della tutela di diritti umani fondamentali, come la privacy e la libertà di espressione. Tali questioni accrescono la responsabilità delle tech company che creano questi prodotti. A nostro avviso, necessitano anche di una seria regolamentazione governativa e lo sviluppo di norme che definiscano quali sono gli usi accettabili. Il riconoscimento facciale richiederà che il settore pubblico e quello privato si mobilitino – e che agiscano9.



Google ha seguito a ruota, annunciando che non avrebbe offerto servizi di riconoscimento facciale di uso generale attraverso la piattaforma di IA sul proprio cloud, fino a quando l’azienda cliente non «garantirà che il suo impiego è in linea coi nostri principî e valori, ed eviterà abusi ed esiti pregiudizievoli»10.

La risposta di queste aziende è incoraggiante, ma fa emergere un’altra questione spinosa: in quale misura le ricerche e lo sviluppo sull’IA dovrebbero essere regolamentati? E chi dovrebbe farlo?

Regolamentare l’IA.

Considerando i rischi delle tecnologie basate sull’IA, molti professionisti di questa disciplina, inclusa la sottoscritta, invocano una qualche forma di regolamentazione, che però non dovrebbe essere lasciata nelle sole mani dei ricercatori nelle aziende del settore. I problemi relativi all’IA – l’affidabilità, l’esplicabilità, i pregiudizi, la vulnerabilità agli hacker e l’eticità del suo impiego – sono questioni sociali e politiche, oltre che tecniche. È quindi essenziale che la discussione su questi temi includa persone con retroterra e punti di vista differenti. Lasciare la regolamentazione ai soli professionisti dell’IA sarebbe sventato quanto lasciarla esclusivamente in balia delle agenzie governative.

Ed ecco un esempio che illustra la complessità associata alla elaborazione di tali regolamentazioni. Nel 2018 il Parlamento Europeo ha varato una normativa sull’IA definita da alcuni «diritto alla spiegazione»11. La normativa esige, nel caso di una «presa di decisioni automatizzata», «informazioni ragionevoli sulla logica che l’ha ispirata» per qualsiasi decisione riguardante un cittadino dell’Unione Europea. Si richiede che tale informazione sia comunicata «in forma concisa, trasparente, comprensibile e facilmente accessibile, con un linguaggio chiaro e semplice»12. E qui si aprono le porte alle piú varie interpretazioni. Che cosa s’intende per «informazioni ragionevoli» o per «logica che l’ha ispirata»? Forse questa regolamentazione proibisce l’uso di algoritmi di deep learning difficili da spiegare nelle decisioni riguardanti gli individui (come i prestiti e il riconoscimento facciale)? È indubbio che incertezze simili garantiranno un lavoro lautamente retribuito ai decisori politici e agli avvocati per molto tempo a venire.

La regolamentazione dell’IA dovrebbe, a mio avviso, ispirarsi a quella già in atto per altre tecnologie, in particolare per le scienze biomediche: l’ingegneria genetica, per esempio. In questi campi la regolamentazione – il controllo di qualità e l’analisi dei rischi e benefici delle tecnologie – avviene mediante la cooperazione tra agenzie governative, aziende, organizzazioni no profit e università. Inoltre, la bioetica e l’etica medica, discipline ormai consolidate, influenzano notevolmente le decisioni sullo sviluppo e l’applicazione delle tecnologie. La ricerca sull’IA e le sue applicazioni hanno un effettivo bisogno di una infrastruttura normativa ed etica pensate a dovere. L’infrastruttura sta cominciando a prendere forma. Negli Stati Uniti, i governi dei singoli Stati stanno valutando di varare delle normative, per esempio sul riconoscimento facciale o sui veicoli a guida autonoma. Tuttavia le università e le aziende che creano i sistemi di IA sono state lasciate perlopiú da sole a stabilire le regole.

Sono nati in maniera sparsa dei think tank no profit volti a colmare questo vuoto, spesso finanziati da facoltosi tecno-imprenditori allarmati dall’IA. Queste organizzazioni – quali il Future of Humanity Institute, il Future of Life Institute e il Centre for the Study of Existential Risk – organizzano workshop, sponsorizzano ricerche, creano materiali didattici e suggeriscono politiche in materia di sicurezza e di uso etico dell’IA. L’organizzazione ombrello Partnership on AI si è proposta di far incontrare tali gruppi «come piattaforma aperta per la discussione e l’impegno in materia di IA e dei suoi influssi sulle persone e sulla società»13.

Un ostacolo è rappresentato dal fatto che nel mondo dell’IA manca un accordo di massima sulle priorità in materia di regolamentazioni e di etica. Dovremmo forse concentrarci in primo luogo su algoritmi capaci di spiegare il proprio meccanismo di ragionamento? Sulla riservatezza dei dati? Sulla resistenza dei sistemi di IA agli attacchi fraudolenti? Sui pregiudizi nei sistemi di IA? Sul possibile «rischio esistenziale» legato a un’IA superintelligente? A mio avviso, poniamo troppa attenzione ai rischi di un’IA superintelligente e troppo poca alla scarsa affidabilità e trasparenza del deep learning, oltre che alla sua vulnerabilità agli attacchi. Riprenderemo il concetto di superintelligenza nell’ultimo capitolo.

La moralità delle macchine.

La mia analisi si è finora concentrata sulle questioni etiche nell’uso dell’IA da parte dell’uomo. Ma vi è un’altra questione importante, ed è questa: potrebbero le macchine avere un proprio senso morale, sufficientemente sviluppato da lasciar loro prendere decisioni etiche, senza che noi dobbiamo supervisionarle? Se concederemo un’autonomia decisionale ai sistemi di riconoscimento facciale, alle auto autonome, ai robot che si prendono cura degli anziani, o persino ai robot soldati, non dovremmo forse dotare queste macchine di una capacità uguale a quella umana di gestire le questioni etiche e morali?

Le riflessioni sulla «moralità delle macchine» sono vecchie quanto le riflessioni sull’IA14. La discussione probabilmente piú famosa si trova nei racconti di fantascienza di Isaac Asimov, in cui lo scrittore proponeva le tre «leggi fondamentali della robotica»:



	Un robot non può arrecare danno a un essere umano, o, mancando di agire, lasciare che un essere umano subisca un danno.

	Un robot deve obbedire agli ordini che riceve da un essere umano, se ciò non è in conflitto con la Prima Legge.

	Un robot deve proteggere la propria esistenza, se ciò non è in conflitto con la Prima e con la Seconda Legge15.




Queste leggi sono diventate celebri. Ma lo scopo di Asimov era mostrare come tale insieme di regole fosse inevitabilmente destinato a fallire. «Circolo vizioso»a, il racconto del 1942 in cui lo scrittore anglo-russo naturalizzato statunitense presenta per la prima volta queste leggi, dipinge una situazione in cui un robot, seguendo la seconda legge, si muove verso una sostanza pericolosa; a quel punto però rientra in gioco la terza legge, cosí il robot se ne allontana; ma di nuovo si attiva la seconda legge, che intrappola il robot in un circolo vizioso, provocando una situazione quasi disastrosa per i padroni umani. I racconti di Asimov s’imperniano spesso sulle conseguenze accidentali della programmazione di regole etiche nei robot. Asimov fu profetico: come abbiamo visto, la questione dell’incompletezza delle leggi e dell’imprevedibilità delle sue conseguenze ha paralizzato ogni approccio all’intelligenza artificiale basato su regole. E lo stesso vale per il ragionamento morale.

Lo scrittore di fantascienza Arthur Charles Clarke ricorse a un espediente narrativo simile nel suo romanzo del 1968, 2001: Odissea nello spazio16. Il computer Hal 9000, un’entità dotata di intelligenza artificiale, è programmato per dire sempre la verità agli umani, ma al contempo per nascondere la verità agli astronauti, a loro volta umani, sullo scopo reale della loro missione spaziale. Hal, a differenza degli sprovveduti robot di Asimov, soffre dal punto di vista psicologico di questa dissonanza cognitiva: «Era […] conscio del conflitto che andava lentamente distruggendo la sua integrità… il conflitto tra la verità e la dissimulazione della verità»17. Il risultato è una «nevrosi» da computer che trasforma Hal in un killer. Riflettendo sulla moralità delle macchine nella vita reale, il matematico Norbert Wiener aveva osservato, addirittura già nel 1960, che «faremmo meglio a essere piú che sicuri che lo scopo introdotto nella macchina sia lo scopo che noi realmente desideriamo»18.

Il commento di Wiener coglie il cosiddetto problema di allineamento dei valori nell’IA, ossia la difficoltà per i programmatori di IA di assicurare che i valori dei loro sistemi si allineino con quelli umani. Ma quali sono i valori umani? E ha poi senso presumere che esistano valori universali comuni all’intera società?

Benvenuti al vostro primo corso di filosofia morale! Partiremo dall’esperimento mentale preferito da ogni studente di questa disciplina: il dilemma del carrello ferroviario. Ebbene, state guidando un carrello ferroviario in corsa lungo un binario, e d’improvviso davanti a voi vedete cinque operai in piedi tra i binari; pigiate il piede sul freno, ma scoprite che non funziona; per fortuna c’è una deviazione sulla destra. Potete allora dirigere il carrello ferroviario sulla deviazione ed evitare di investire i cinque operai; purtroppo però al centro della deviazione c’è un unico operaio in piedi. Ebbene, se state con le mani in mano, il carrello ferroviario centrerà in pieno i cinque operai uccidendoli; se dirigete il carrello ferroviario sulla destra, ucciderà quel singolo operaio. Qual è la cosa morale da fare?

Il dilemma del carrello ferroviario è un caposaldo dei corsi universitari di etica ormai da un secolo. Buona parte delle persone risponde che sarebbe moralmente preferibile che il macchinista si dirigesse sulla deviazione, uccidendo il singolo operaio e risparmiando il gruppo dei cinque. Ma i filosofi hanno scoperto che una formulazione differente di un dilemma sostanzialmente uguale può indurre le persone a dare la risposta contraria19. Il ragionamento umano sui dilemmi morali risulta molto sensibile al modo in cui presentiamo i problemi.

Il dilemma del carrello ferroviario è riemerso di recente anche in seguito alla copertura mediatica delle auto a guida autonoma20; e la questione di come programmare un veicolo a guida autonoma per affrontare tali problemi è un tema centrale nelle discussioni sull’etica dell’IA. Molti suoi esperti hanno sottolineato che il dilemma del carrello ferroviario in sé, in cui il macchinista si trova dinanzi a due terribili opzioni, è uno scenario oltremodo artificioso, che nessun macchinista reale incontrerà mai. Ma tale dilemma è assurto ormai a metafora della domanda: come dovremmo programmare le auto a guida autonoma affinché prendano decisioni morali da sole?

Nel 2016 tre ricercatori hanno pubblicato i risultati di sondaggi rivolti a centinaia di persone, alle quali erano stati sottoposti scenari simili al dilemma del carrello ferroviario ma che riguardavano auto a guida autonoma. Si chiedeva il loro punto di vista circa la moralità di azioni differenti. In uno dei sondaggi, il 76 per cento dei partecipanti aveva risposto che sarebbe moralmente preferibile che un’auto autonoma sacrificasse un passeggero piuttosto che uccidere dieci pedoni. Ma alla domanda «comprereste voi un’auto a guida autonoma programmata per sacrificare i suoi passeggeri al fine di salvare un numero molto piú grande di pedoni?», la stragrande maggioranza degli intervistati ha risposto che un’auto del genere loro non l’avrebbero mai acquistata21. «Abbiamo riscontrato», riferivano gli autori del sondaggio, «che i partecipanti a sei studi del Turco meccanico di Amazon approvavano gli AV [veicoli a guida autonoma] utilitaristi (AV cioè che sacrificano i propri passeggeri per un bene piú grande) e vorrebbero che gli altri li acquistassero; loro stessi però preferirebbero viaggiare su AV che proteggono i propri passeggeri, a ogni costo». Commentando la ricerca, lo psicologo Joshua Greene osservava: «Prima di introdurre i nostri valori nelle macchine, dobbiamo rendere chiari e solidi i nostri, di valori»22. E la cosa sembra piú difficile di quanto immaginiamo.

Alcuni esperti di etica hanno suggerito di rinunciare a programmare direttamente le leggi morali nelle macchine, e di lasciare invece che imparino i valori morali da sole, osservando il comportamento umano23. Tuttavia, questo metodo basato sull’autoapprendimento eredita i problemi del machine learning cui accennavo nel capitolo precedente.

Il progresso legato all’attribuzione ai computer di un’intelligenza morale non va, a mio avviso, scisso dal progresso di altre forme di intelligenza: la vera sfida è creare macchine realmente capaci di comprendere le situazioni con cui si confrontano. Come dimostrano i racconti di Asimov, un robot non può obbedire affidabilmente all’ordine di non fare del male a un umano a meno che non comprenda il concetto di male in differenti situazioni. Ragionare sulla moralità implica riconoscere le relazioni di causa ed effetto, immaginare differenti futuri possibili, avere un’idea delle convinzioni e degli obiettivi altrui, e predire gli esiti probabili delle proprie azioni in qualsiasi situazione ci si venga a trovare. In altre parole, un prerequisito per un ragionamento morale attendibile è il comune buon senso che è assente persino nei migliori sistemi di IA attuali.

Abbiamo finora visto come le reti neurali profonde, addestrate su insiemi enormi di dati, possano rivaleggiare con le capacità visive degli esseri umani in particolari compiti; e abbiamo esaminato alcune debolezze di queste reti: la loro dipendenza da quantità enormi di dati etichettati da esseri umani e la loro propensione a sbagliare in modi che di umano hanno ben poco. Come possiamo creare un sistema di IA che impara realmente da solo – che sia piú affidabile perché, come gli umani, può ragionare sulla propria situazione momentanea e pianificare il futuro? Nella Parte terza descriverò in che modo i ricercatori nell’IA impieghino dei giochi – come gli scacchi, il Go o addirittura i videogiochi Atari – come «microcosmi» per sviluppare macchine con un apprendimento e una capacità di ragionamento piú simili a quelli umani; e valuterò in che modo le macchine giocatrici superumane che ne derivano potrebbero trasferire le proprie abilità al mondo reale.





a. «Girotondo» nella traduzione italiana di Vincenzo Latronico, Io, robot, Mondadori, Milano 2021 [N.d.T.].
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Capitolo ottavo

Ricompense per i robot




La giornalista Amy Sutherland, facendo delle ricerche per un libro sugli addestratori di animali esotici, imparò che il loro metodo d’elezione era incredibilmente semplice: «Premio il comportamento che mi piace e ignoro il comportamento che non mi piace». E come ha scritto nella rubrica Modern Love del «New York Times», «alla fine ho realizzato che le stesse tecniche potevano funzionare su quella specie cocciuta, ma adorabile, che è il marito americano». Sutherland scriveva come, dopo anni di brontolii a vuoto, sarcasmo e malumori, lei aveva fatto ricorso a questo semplice metodo per addestrare l’ignaro marito a raccogliere i calzini, a trovare le chiavi della macchina, a presentarsi puntuale al ristorante, e a radersi piú regolarmente, senza che lui se ne accorgesse1.

Questa classica tecnica di addestramento, conosciuta in psicologia come condizionamento operante, è impiegata da secoli con gli animali e con le persone. Ha ispirato una importante strategia di machine learning, il cosiddetto apprendimento per rinforzo. È molto differente dal metodo di apprendimento con supervisione che ho descritto nei capitoli precedenti: nella sua forma piú pura l’apprendimento per rinforzo non richiede esempi etichettati di addestramento. Invece un agente – il programma di apprendimento – esegue azioni in un ambiente (in genere una simulazione al computer) e riceve talvolta delle ricompense dall’ambiente stesso. Queste ricompense intermittenti sono l’unico messaggio di ritorno, l’unico feedback, cui l’agente ricorre per imparare. Nel caso del marito di Amy Sutherland le ricompense erano i sorrisi, i baci e gli elogi della moglie. Se un programma informatico non risponderà a un bacio o a un entusiastico «sei un tesoro», lo si potrà far rispondere all’equivalente di tali apprezzamenti per la macchina, vale a dire l’aggiunta di numeri positivi alla sua memoria.

L’apprendimento per rinforzo, pur facendo parte dell’armamentario dell’IA da decenni, è stato a lungo emarginato dalle reti neurali e da altri algoritmi di apprendimento con supervisione. La musica è cambiata nel 2016, quando l’apprendimento per rinforzo ha svolto un ruolo centrale in un successo straordinario e memorabile conseguito dall’IA, e cioè un programma che aveva imparato a battere gli umani piú bravi nel complesso gioco del Go. Per spiegare quel programma, e altri recenti successi dell’apprendimento per rinforzo, vedremo insieme un semplice esempio che illustra come funziona l’apprendimento per rinforzo.

Addestrate il vostro cane-robot.

A mo’ di esempio, consideriamo il divertente gioco del calcio tra robot. Alcuni esseri umani (di solito studenti) programmano dei robot per farli giocare a versioni semplificate del calcio in un «campo» grande come una stanza. Talvolta i giocatori sono dei graziosi robot che assomigliano a un cane, come Aibo, che compare nella figura 22. Il robot Aibo (prodotto dalla Sony) è dotato di una videocamera che cattura input visivi, di un computer interno programmabile e di una schiera di sensori e di motori che gli permettono di camminare, di calciare, di colpire di testa e persino di agitare la coda di plastica.

Immaginiamo di voler insegnare al cane-robot il piú semplice dei fondamentali nel calcio: quando sei di fronte alla palla, valle incontro e calciala. Una strategia tradizionale nell’IA sarebbe quella di programmare il robot con le seguenti regole: muovi un passo verso la palla; ripeti fino a quando una zampa non tocca la palla; poi con quella zampa calcia la palla. Naturalmente istruzioni come «fai un passo verso la palla», «fino a quando una zampa non tocca la palla», e «calcia la palla» vanno tradotte in dettagliate operazioni sensoriali e motorie integrate in Aibo.

Queste regole esplicite possono bastare per un compito semplice come quello che ho appena descritto. Tuttavia, piú volete che il robot sia «intelligente», piú è difficile specificare una a una le regole del comportamento. Naturalmente è impossibile concepire un insieme di regole che funzioneranno in ogni situazione: e se tra il robot e la palla si interpone una larga pozzanghera? E se un conetto blocca la visione del robot? E se una pietra ostacola il movimento della palla? Come sempre, il mondo reale è pieno di casi limite difficili da prevedere. La promessa dell’apprendimento per rinforzo è che l’agente – il nostro cane-robot – può imparare da solo strategie flessibili semplicemente svolgendo azioni nel mondo e ricevendo ogni tanto delle ricompense (ossia il rinforzo), senza che un essere umano debba scrivere manualmente le regole o insegnare direttamente all’agente ogni possibile circostanza.

[image: Figura 22. Il cane-robot Aibo, della Sony, si appresta a calciare una palla.]

Figura 22. Il cane-robot Aibo, della Sony, si appresta a calciare una palla.

Chiameremo il nostro cane-robot Rosie, come il mio robot televisivo preferito, la sarcastica governante robotica della sitcom I pronipoti2. Per semplificare, ipotizziamo che Rosie ci venga consegnata dalla fabbrica preprogrammata e dotata della seguente abilità: se un pallone da calcio è in linea con la sua visuale, Rosie può stimare il numero di passi necessari per raggiungerlo. Questo numero si chiama «stato». In genere, lo stato di un agente in un certo istante è la percezione che l’agente ha della propria situazione. Rosie è il piú semplice degli agenti possibili, dato che il suo stato è un singolo numero. Quando dico che Rosie è «in» un dato stato x, intendo che sta attualmente stimando di essere a x passi di distanza dalla palla.

Oltre a identificare il proprio stato, Rosie può eseguire tre azioni incorporate: fare un passo Avanti, fare un passo Indietro, e Calciare. (Se per caso facesse un passo oltre i limiti, Rosie è programmata per fare immediatamente un passo indietro.) Nello spirito del condizionamento operante, daremo un premio a Rosie solamente quando riesce a calciare la palla. Tenete conto che lei non conosce in anticipo quali stati o azioni riceveranno eventualmente un premio.

Poiché Rosie è un robot, la sua «ricompensa» sarà un semplice numero, poniamo 10, aggiunto alla sua «memoria delle ricompense». Possiamo considerare il numero 10 l’equivalente di un delizioso cibo per cani. O forse no. A differenza di un cane reale, Rosie non prova alcun desiderio innato per i cibi gustosi, per i numeri positivi, né per altro. Come vedremo in dettaglio a breve, nell’apprendimento per rinforzo un algoritmo creato dall’uomo guida il processo di apprendimento di Rosie come risposta alle ricompense; ossia, l’algoritmo dice a Rosie come imparare dalle esperienze.

L’apprendimento per rinforzo avviene inducendo Rosie a compiere azioni in una serie di episodi di apprendimento, ciascuno consistente in un certo numero di iterazioni. Per ciascuna iterazione, Rosie determina il proprio stato e sceglie un’azione da compiere. Se Rosie riceve un premio, allora impara qualcosa, come illustrerò a breve. Qui farò durare ciascun episodio fino a quando Rosie non riesce a calciare la palla; a quel punto lei riceverà una ricompensa. Tutto questo potrebbe richiedere molto tempo. Come nell’addestramento di un cane reale, ci vuole pazienza.

La figura 23 mostra un ipotetico episodio di apprendimento. L’episodio inizia con l’addestratrice (io) che colloca Rosie e la palla in una certa posizione iniziale sul campo, con la palla di fronte a Rosie (fig. 23a). Rosie determina il proprio stato: dodici passi di distanza dalla palla. Poiché non ha ancora imparato nulla, il nostro cane, equivalente di un’innocente «tabula rasa», non sa quale azione sarebbe preferibile, e quindi sceglie un’azione in modo casuale rispetto alle proprie tre possibilità: Avanti, Indietro, Calciare. Poniamo che scelga Indietro e faccia un passo indietro. Noi esseri umani possiamo vedere che Indietro non è una buona decisione; ricordate però che stiamo facendo in modo che Rosie impari da sola come svolgere il compito.

Nell’iterazione 2 (fig. 23b), Rosie determina il proprio nuovo stato: tredici passi dalla palla; dopodiché sceglie di compiere una nuova azione, di nuovo in modo casuale: Avanti. Nell’iterazione 3 (fig. 23c), Rosie determina il proprio nuovo stato: dodici passi di distanza dalla palla. È ritornata nella condizione A, ma Rosie nemmeno sa di essere già stata prima in quello stato! Nella forma piú pura di apprendimento per rinforzo, l’agente, mentre impara, non ricorda i propri stati precedenti. In generale, ricordare stati precedenti potrebbe richiedere parecchia memoria e di solito è superfluo.

Nell’iterazione 3 Rosie sceglie – di nuovo casualmente – l’azione Calciare. Ma poiché sta calciando a vuoto, non riceve alcuna ricompensa. Deve ancora imparare che l’atto del calciare le frutta una ricompensa soltanto se è vicina alla palla.

Rosie continua a scegliere azioni in modo casuale, senza feedback, per molte iterazioni. Ma a un certo punto, poniamo all’iterazione 351, grazie alla cieca fortuna Rosie si ritrova vicino alla palla e sceglie Calciare (fig. 23d). Finalmente riceve un premio e lo usa per imparare qualcosa.

Che cosa impara Rosie? Qui adottiamo l’approccio piú semplice nell’apprendimento per rinforzo: ricevendo una ricompensa Rosie impara solamente ciò che riguarda lo stato e l’azione immediatamente precedenti al premio. In particolare, impara che quando si trova in quello stato (per esempio, a zero passi dalla palla), compiere quell’azione (per esempio, Calciare) è una buona idea. Ma impara solo questo; non impara, per esempio, che, se è a zero passi dalla palla, Indietro sarebbe una cattiva scelta. Del resto, non l’ha ancora provata. Per quanto ne sa lei, fare un passo indietro in quello stato potrebbe risolversi in una ricompensa molto piú grande! E a questo punto Rosie nemmeno impara che, se è a un passo di distanza, Avanti sarebbe una buona scelta: per questo deve aspettare il prossimo episodio. Imparare troppe cose in una volta può essere deleterio; se a Rosie succede di calciare a vuoto a due passi di distanza dalla palla, non vogliamo che impari che questo calcio inefficace era in realtà un passo necessario verso la ricompensa. Nel caso delle persone, questo tipo di comportamento si potrebbe chiamare superstizione – vale a dire il fatto di credere, erroneamente, che una particolare azione può contribuire a causare un particolare esito, buono o cattivo che sia. Nell’apprendimento per rinforzo, la superstizione è qualcosa da evitare con cura.

[image: Figura 23. Un ipotetico primo episodio di apprendimento per rinforzo.]

Figura 23. Un ipotetico primo episodio di apprendimento per rinforzo.

Un concetto essenziale nell’apprendimento per rinforzo è il valore associato all’esecuzione di una particolare azione in un dato stato. Il valore dell’azione A nello stato S è un numero che riflette la predizione corrente dell’agente circa la ricompensa che esso otterrà alla fine se, quando è nello stato S, esegue l’azione A, e poi continua eseguendo azioni di valore elevato. Mi spiego. Se il vostro stato corrente è «tenere del cioccolato in mano», un’azione di valore elevato sarebbe aprire la bocca, introdurvi il cioccolato e masticare. La vostra ricompensa è la deliziosa sensazione di mangiare il cioccolato. Portare la vostra mano alla bocca non produce immediatamente questa ricompensa, ma tale azione è sulla strada giusta, e se in passato avete mangiato del cioccolato, potete prevedere l’intensità della ricompensa imminente. L’obiettivo dell’apprendimento per rinforzo è che l’agente impari i valori che sono buone predizioni di ricompense imminenti (ammettendo che l’agente continui a fare la cosa giusta dopo avere eseguito l’azione in questione)3. Come vedremo, l’apprendimento dei valori di particolari azioni in un dato stato richiede di regola molti passi di prove ed errori.

Rosie registra i valori delle azioni in una grande tabella contenuta nella memoria del proprio computer. La tabella nella figura 24 elenca tutti i possibili stati di Rosie (ossia tutte le possibili distanze in cui lei potrebbe trovarsi dalla palla, fino alla lunghezza dell’intero campo), e per ciascuno stato le sue possibili azioni. Per un dato stato, ciascuna azione in quello stato ha un valore numerico; questi valori cambieranno – divenendo predizioni piú accurate di prossime ricompense – poiché Rosie continua a imparare. Questa tabella di stati, di azioni e di valori si chiama tabella Q. Questa forma di apprendimento per rinforzo è chiamata talvolta Q-learning. Si usa la lettera Q perché la lettera V (per valore) è stata usata per denotare un’altra cosa nell’articolo originario sul Q-learning4.

[image: Figura 24. La tabella Q di Rosie dopo il primo episodio di apprendimento per rinforzo.]

Figura 24. La tabella Q di Rosie dopo il primo episodio di apprendimento per rinforzo.

All’inizio dell’addestramento di Rosie, inizializzo la tabella Q ponendo tutti i valori uguali a zero – una «tabula rasa». Quando Rosie riceve una ricompensa per avere calciato la palla alla fine dell’episodio 1, il valore dell’azione Calciare quando lei è nello stato «a zero passi dal pallone» è aggiornato a 10, il valore della ricompensa. In futuro Rosie, quando sarà nello stato «a zero passi dal pallone», potrà consultare la tabella Q, vedere che Calciare ha il valore massimo – ossia predice la ricompensa massima – e decidere di scegliere Calciare invece di scegliere in modo casuale. Ecco cosa intendiamo qui per «apprendimento»!

L’episodio 1 finiva con Rosie che calciava la palla. Passiamo ora all’episodio 2 (fig. 25), che inizia con Rosie e con la palla in nuove posizioni (fig. 25a). Proprio come prima, in ciascuna iterazione Rosie determina il proprio stato – inizialmente a sei passi di distanza – e sceglie un’azione, ora consultando la propria tabella Q. Ma a questo punto i valori delle azioni nel suo stato sono ancora tutti pari a zero: non vi sono informazioni che l’aiutino a scegliere. Cosí Rosie sceglie di nuovo un’azione in modo casuale: Indietro. E sceglie nuovamente Indietro nell’iterazione successiva (fig. 25b). L’addestramento del nostro cane-robot deve farne ancora tanta, di strada.

Tutto continua come prima, fino a quando le scomposte azioni per prove ed errori di Rosie non la portano casualmente a un passo di distanza dal pallone (fig. 25c), e lei sceglie per caso Avanti. D’improvviso, Rosie scopre che la sua zampa è vicina alla palla (fig. 25d), e la tabella Q ha qualcosa da dire a proposito di questo stato. Dice, in particolare, che il suo stato corrente – zero passi dalla palla – ha un’azione – Calciare – che predice una ricompensa 10. Ora Rosie può usare questa informazione, imparata nell’episodio precedente, per scegliere un’azione da eseguire, e cioè Calciare. Ed eccoci all’essenza del Q-learning: Rosie ora può imparare qualcosa dell’azione (Avanti) che ha eseguito nello stato appena precedente (un passo di distanza dal pallone); che è l’azione che l’aveva condotta nell’eccellente posizione in cui si trova adesso! In particolare, il valore dell’azione Avanti nello stato «a un passo dal pallone» è aggiornato nella tabella Q, cosí da avere valore superiore, una frazione del valore dell’azione «Calcia quando sei a zero passi dal pallone», che sfocia direttamente in una ricompensa. Ora ho aggiornato il valore a 8 (fig. 26).

[image: Figura 25. Il secondo episodio di apprendimento per rinforzo.]

Figura 25. Il secondo episodio di apprendimento per rinforzo.

Adesso la tabella Q dice a Rosie che calciare è un’azione ottima quando lei è nello stato «a zero passi dal pallone», e che è quasi altrettanto ottimo fare un passo in avanti quando si è nello stato «a un passo dal pallone». La prossima volta che Rosie si troverà nello stato «a un passo dal pallone», avrà qualche informazione sull’azione da intraprendere, oltre che la capacità di imparare un aggiornamento per l’azione immediatamente trascorsa – l’azione Avanti nello stato «a due passi dal pallone». È importante – si badi bene – che i valori di queste azioni apprese diminuiscano (vengano «ridotti») man mano che si allontanano dalla ricompensa finale; ciò permette al sistema di imparare un percorso efficiente verso una ricompensa effettiva.

[image: Figura 26. La tabella Q di Rosie dopo il secondo episodio di apprendimento per rinforzo.]

Figura 26. La tabella Q di Rosie dopo il secondo episodio di apprendimento per rinforzo.

L’apprendimento per rinforzo – in questo caso l’aggiornamento graduale dei valori nella tabella Q – continua, episodio dopo episodio, fino a quando Rosie ha finalmente imparato a eseguire il compito, qualunque fosse il suo punto di partenza. L’algoritmo del Q-learning è un modo per assegnare valori ad azioni in un dato stato, incluse le azioni che non sfociano direttamente in una ricompensa ma preparano la scena per gli stati relativamente rari in cui l’agente riceve le ricompense.

Ho scritto un programma che simulava il processo di Q-learning di Rosie, quale l’ho appena descritto. All’inizio di ciascun episodio, Rosie era collocata, fronte alla palla, a un numero casuale di passi di distanza (con un massimo di venticinque e un minimo di zero). Come accennavo, se Rosie andava oltre il limite, il mio programma semplicemente la faceva tornare indietro. Ciascun episodio finiva quando Rosie riusciva a raggiungere la palla e a calciarla. Ho riscontrato che le erano necessari circa trecento episodi per imparare a eseguire questo compito alla perfezione, quale che fosse il punto di partenza.

Questo esempio di «addestramento di Rosie» coglie l’essenza dell’apprendimento per rinforzo. Tuttavia ho tralasciato molte questioni che i ricercatori in questo campo affrontano in compiti piú complessi5. Per esempio, in compiti facenti parte del mondo reale, la percezione che l’agente ha del proprio stato è spesso incerta, a differenza della perfetta conoscenza che Rosie ha del numero di passi che la separano dalla palla. Un vero robot giocatore di calcio potrebbe avere una stima appena approssimativa della distanza, o addirittura un po’ d’incertezza sul fatto che il piccolo oggetto di colore chiaro sul campo di calcio sia la palla. Anche gli effetti dell’eseguire un’azione possono essere incerti: per esempio l’azione Avanti di un robot potrebbe spostarlo a distanze differenti, secondo la natura del terreno, o addirittura farlo cadere o scontrare con un ostacolo non percepito. Come può l’apprendimento per rinforzo gestire tali incertezze?

E poi, come potrebbe l’agente, imparando, scegliere un’azione in ciascun passo temporale? Un’ingenua strategia sarebbe quella di scegliere sempre l’azione con il valore massimo per lo stato corrente nella tabella Q. Questa strategia solleva tuttavia un problema: è possibile che altre azioni, ancora inesplorate, sfoceranno in una ricompensa maggiore. Con quale frequenza dovreste esplorare – compiendo azioni che non avete ancora provato – e con quale frequenza dovreste scegliere azioni che già vi aspettate che porteranno a un premio? Quando andate al ristorante, ordinate sempre il piatto che già conoscete e vi è piaciuto, oppure provate qualcosa di nuovo, perché il menu potrebbe contenere un’opzione addirittura migliore? Decidere quanto esplorare nuove azioni e quanto sfruttare (cioè, rimanere fedele a) azioni collaudate è detto equilibrio tra esplorazione e sfruttamento. Realizzare il giusto equilibrio è centrale affinché il rinforzo per apprendimento risulti efficace.

Sono temi di ricerca che occupano un numero crescente di persone che studiano l’apprendimento per rinforzo. Proprio come per il deep learning, progettare sistemi efficaci di apprendimento per rinforzo rimane un’arte difficile (e talvolta molto redditizia!), gestita da un gruppo relativamente ristretto di esperti che, come i loro omologhi nel deep learning, dedicano molto tempo a regolare gli iperparametri. (Quanti episodi di apprendimento dovrebbero essere permessi? Quante iterazioni per episodio dovrebbero essere ammesse? Quanto una ricompensa dovrebbe essere «ridotta» nella misura in cui il sistema si allontana dall’obiettivo finale? E cosí via).

Ostacoli nel mondo reale.

Accantonando per ora tali questioni, consideriamo due grossi ostacoli che possono presentarsi quando si passa dall’«addestramento di Rosie» all’apprendimento per rinforzo di compiti nel mondo reale. Un primo ostacolo è la tabella Q. In compiti complessi nel mondo reale – si pensi a un’auto robotica che impara a guidare nel traffico cittadino – è impossibile definire un piccolo insieme di «stati» da elencare in una tabella. Un singolo stato per un’auto in un dato istante equivarrebbe alla totalità dei dati estratti dalle sue videocamere e da altri sensori. Significa che un’auto a guida autonoma deve affrontare un numero infinito di stati possibili. Imparare mediante una tabella Q, come quella dell’esempio di Rosie, sarebbe impossibile. Ecco perché gli approcci piú recenti all’apprendimento per rinforzo usano una rete neurale, invece di una tabella Q. Il compito di una rete neurale è imparare quali valori dovrebbero essere assegnati ad azioni in un dato stato. In particolare, la rete riceve lo stato corrente come input, e i suoi output sono le stime dei valori di tutte le azioni possibili che un agente può eseguire in quello stato. La speranza è che la rete possa imparare a raggruppare stati correlati in concetti generali (È sicuro procedere oppure Fermarsi immediatamente per evitare una collisione contro un oggetto).

Il secondo ostacolo è la difficoltà, nel mondo reale, di eseguire il processo di apprendimento nel corso di molti episodi usando un robot reale. Persino il nostro esempio di «Rosie» non è fattibile. Immaginate di inizializzare un nuovo episodio – entrare in campo per impostare il robot e la palla – centinaia di volte, in attesa che il robot esegua le proprie centinaia di azioni per episodio: semplicemente vi mancherebbe il tempo. Potreste poi rischiare che il robot si danneggi da solo scegliendo l’azione sbagliata, come tirare un calcio a un muro di cemento o fare un passo in avanti verso uno strapiombo.

Proprio come ho fatto io con Rosie, gli operatori nell’apprendimento per rinforzo devono quasi sempre affrontare questo problema costruendo simulazioni di robot e di ambienti ed eseguendo tutti gli episodi di apprendimento durante la simulazione, invece che nel mondo reale. Talvolta questa strategia è efficace. Sono stati addestrati dei robot usando simulazioni, tra l’altro, per camminare, saltellare, afferrare oggetti e guidare un’auto con controllo remoto; e i robot erano capaci, con piú o meno successo, di trasferire al mondo reale le abilità imparate durante la simulazione6. Tuttavia, piú complesso e imprevedibile è l’ambiente, meno efficaci saranno i tentativi di trasferire al mondo reale quanto si è imparato nelle simulazioni. Per via di queste difficoltà, è comprensibile che i maggiori successi dell’apprendimento per rinforzo ottenuti finora siano avvenuti non già nella robotica bensí in campi pienamente simulabili al computer. In particolare, i successi piú conosciuti sono avvenuti nel campo dei giochi. E l’applicazione dell’apprendimento per rinforzo ai giochi sarà il tema del prossimo capitolo.








Capitolo nono

Si gioca




Sin dagli albori dell’IA, i suoi appassionati sono ossessionati dall’idea di creare programmi capaci di battere l’uomo in certi giochi. Verso la fine degli anni Quaranta, Alan Turing e Claude Shannon, due scienziati che hanno gettato le fondamenta dell’era informatica, scrissero programmi per giocare a scacchi, prima ancora che esistessero i computer su cui farli girare. Nei decenni successivi, molti giovani appassionati si dedicarono alla programmazione allo scopo di cimentarsi nel proprio gioco preferito al computer, come la dama, gli scacchi, il backgammon, il Go, il poker, o piú recentemente i videogiochi.

Nel 2010 Demis Hassabis, un giovane scienziato britannico appassionato di giochi, fondò a Londra con due amici stretti la DeepMind Technologies. Hassabis è un personaggio pittoresco e leggendario nel mondo dell’IA contemporanea. Bambino prodigio nel gioco degli scacchi, capace di vincere campionati già a sei anni, cominciò a programmare videogiochi in modo professionale a quindici, e a ventidue fondò una società di videogame. Oltre a creare attività imprenditoriali, conseguí il dottorato in neuroscienze cognitive allo University College di Londra, con l’intento di perfezionare il proprio obiettivo, ossia costruire un’IA ispirata al cervello. Hassabis e i suoi colleghi fondarono DeepMind Technologies per «affrontare [le] questioni fondamentali» dell’intelligenza artificiale1. Potrà forse stupire che il gruppo di DeepMind abbia considerato i videogiochi l’ambito idoneo per affrontare tali questioni. Ma dal punto di vista di Hassabis, tali giochi sono «una sorta di microcosmo del mondo reale, ma […] piú ordinati e vincolati»2.

Comunque la pensiate sui videogame, se siete piú inclini all’«ordinato e vincolato» e meno al «mondo reale», potreste valutare l’idea di creare programmi di IA per giocare coi videogiochi Atari prodotti tra gli anni Settanta e Ottanta: proprio ciò che il gruppo di DeepMind ha deciso di fare. In base alla vostra età e ai vostri interessi, forse ricorderete alcuni di questi giochi ormai classici, come Asteroids, Space Invaders, Pong e Ms. Pac-Man. Vi dicono qualcosa? Con la loro grafica e gli elementari controlli da joystick, erano abbastanza facili anche per i bambini piccoli, ma impegnativi quanto bastava a destare l’interesse degli adulti.

Considerate il gioco per singolo giocatore Breakout, illustrato nella figura 27. Il giocatore usa il joystick per spostare avanti e indietro una «racchetta» (il rettangolo bianco in basso a destra). Una «pallina» (cerchio bianco) può sbattere e rimbalzare contro la racchetta e colpire dei «mattoni» rettangolari di colore differente; può anche rimbalzare contro i «muri» grigi, ai due lati; se colpisce un mattone (i rettangoli a motivi geometrici), questo scompare, il giocatore guadagna punti, e la pallina rimbalza indietro: i mattoni negli strati superiori valgono piú punti dei mattoni degli strati inferiori; se la pallina colpisce il «terreno» (in basso nello schermo), il giocatore perde una delle cinque «vite»; e se gli avanza qualche «vita», entra in gioco una nuova pallina. Obiettivo del giocatore è massimizzare il punteggio nelle sue cinque vite.

A questo proposito circola un aneddoto interessante. Breakout fu il risultato del lavoro di Atari finalizzato a creare una versione per singolo giocatore di Pong, un suo gioco di successo. Originariamente, nel 1975, il progetto e l’implementazione di Breakout erano stati assegnati a un impiegato ventiduenne di nome Steve Jobs. Sí, proprio lui, il futuro cofondatore di Apple! Jobs non era abbastanza bravo come progettista per fare un buon lavoro su Breakout. Cosí arruolò l’amico venticinquenne Steve Wozniak (l’altro cofondatore di Apple) affinché lo aiutasse nel progetto. Wozniak e Jobs completarono il progetto hardware di Breakout in quattro notti, iniziando il lavoro ogni sera, dopo che Wozniak aveva smontato dalla propria giornata alla Hewlett-Packard. Una volta distribuito, Breakout, come Pong prima di lui, divenne popolarissimo tra gli appassionati di videogiochi.

[image: Figura 27. Illustrazione di Breakout, un videogioco Atari.]

Figura 27. Illustrazione di Breakout, un videogioco Atari.

Se siete colti da nostalgia ma avete buttato la vecchia console Atari 2600, numerosi siti web offrono ancora Breakout e altri giochi. Nel 2013 un gruppo di ricercatori canadesi attivi nell’IA distribuí Arcade Learning Environment, una piattaforma che permette di provare facilmente i sistemi di machine learning su quarantanove di questi videogame3. È la piattaforma usata dal gruppo di DeepMind nei propri lavori sull’apprendimento per rinforzo.

Q-learning profondo.

Il gruppo di DeepMind combinava l’apprendimento per rinforzo – in particolare il Q-learning – con le reti neurali profonde, per creare un sistema che imparava a giocare con i videogiochi Atari. Il gruppo chiamò il proprio approccio Q-learning profondo (deep Q-learning). Per spiegare come funziona il Q-learning profondo, userò come esempio Breakout, fermo restando che DeepMind ha impiegato lo stesso metodo con tutti i videogiochi Atari su cui ha lavorato. Ora la faccenda si fa un briciolo piú tecnica, quindi allacciatevi le cinture (oppure saltate al paragrafo successivo).

Rivediamo brevemente come abbiamo impiegato il Q-learning per addestrare Rosie, il cane-robot. In un episodio di Q-learning, per ciascuna iterazione l’agente che impara (Rosie) svolge quanto segue: fa mente locale sul proprio stato corrente, consulta lo stato nella tabella Q, usa i valori della tabella per scegliere un’azione, esegue l’azione, riceve verosimilmente una ricompensa e – come passo di apprendimento – aggiorna i valori nella tabella Q.

Il Q-learning di DeepMind è identico, senonché in questo caso una rete neurale convolutiva sostituisce la tabella Q. Ispirandomi a DeepMind, chiamerò questa rete rete-Q profonda (Deep Q-Network, Dqn). La figura 28 mostra una Dqn simile (benché piú semplice) a quella usata da DeepMind per imparare a giocare a Breakout. L’input della Dqn è lo stato del sistema in un certo istante, che qui è definito dal «frame» corrente – i pixel dello stato corrente – e da tre frame precedenti (pixel dello schermo di tre fasi temporali anteriori). Questa definizione di stato fornisce al sistema una piccola quantità di memoria, che qui si rivela utile. Gli output della rete sono i valori stimati per ciascuna azione possibile, dato lo stato di input. Le azioni possibili sono le seguenti: muovi la racchetta verso Sinistra, muovi la racchetta verso Destra e Pausa (nessuna operazione, ossia la racchetta resta ferma). Quanto alla rete, è una ConvNet pressoché identica a quella descritta nel capitolo IV. Invece dei valori presenti in una tabella Q, come abbiamo visto nell’esempio di Rosie, nel Q-learning sono i pesi a essere appresi in questa rete.

Il sistema di DeepMind impara a giocare a Breakout nel corso di molti episodi. Ciascuno di essi corrisponde a una partita, e ciascuna iterazione durante un episodio corrisponde al sistema che esegue una singola azione. In particolare, per ciascuna iterazione il sistema introduce il proprio stato nella Dqn e sceglie un’azione basata sui valori di output della Dqn stessa. Non sempre il sistema sceglie l’azione con il valore stimato piú alto: come dicevo, l’apprendimento per rinforzo richiede un equilibrio tra esplorazione e sfruttamento4. Il sistema esegue la propria azione scelta (per esempio, spostare la racchetta di una certa distanza verso sinistra) e riceve una ricompensa se la palla colpisce uno dei mattoni. Il sistema allora esegue un passo di apprendimento: aggiorna i pesi della Dqn mediante retropropagazione.

[image: Figura 28. Illustrazione di una rete-Q profonda (Deep Q-Network, Dqn) di Breakout.]

Figura 28. Illustrazione di una rete-Q profonda (Deep Q-Network, Dqn) di Breakout.

Come vengono aggiornati i pesi? Questa è la differenza essenziale tra l’apprendimento con supervisione e l’apprendimento per rinforzo. Come ricorderete dai capitoli precedenti, la retropropagazione opera modificando i pesi di una rete neurale, cosí da ridurre l’errore negli output della rete stessa. Nell’apprendimento con supervisione, misurare questo errore è semplice. Ricordate la nostra ipotetica ConvNet nel capitolo IV, il cui obiettivo era imparare a classificare le foto come «cane» o come «gatto»? Ebbene, se una foto di addestramento in input raffigurava un cane, ma la confidenza in output di «cane» era solo pari al 20 per cento, allora l’errore di quell’output era pari al 100% – 20% = 80%. In altre parole, l’output ideale avrebbe dovuto essere 80 punti piú alto. La rete poteva calcolare l’errore perché aveva un’etichetta fornitale da un essere umano.

Tuttavia nell’apprendimento per rinforzo non ci sono etichette. Un frame del gioco non si presenta con l’etichetta che indica l’azione da compiere. Allora, come facciamo in questo caso ad assegnare un errore a un output?

Ecco la risposta. Ricordate che, se voi siete l’agente che sta imparando, il valore di un’azione nello stato corrente è la vostra stima della ricompensa che riceverete alla fine dell’episodio, se scegliete quest’azione (e continuate a scegliere azioni di valore elevato). Questa stima dovrebbe essere tanto migliore quanto piú vi avvicinate alla fine dell’episodio, quando potrete calcolare le ricompense reali ricevute! Il segreto è presumere che gli output della rete nell’iterazione corrente siano piú prossimi al valore corretto degli output dell’iterazione precedente. L’apprendimento consiste allora nel regolare i pesi della rete (per retropropagazione) affinché risulti minima la differenza tra gli output dell’iterazione corrente e gli output di quella precedente. Richard Sutton, uno dei creatori di questo metodo, lo ha definito «imparare una stima da una stima»5. Personalmente lo aggiornerei con «imparare una stima da una stima migliore».

In breve, invece di imparare a far corrispondere i propri output a etichette fornite da un essere umano, la rete impara a rendere coerenti i propri output da un’iterazione alla successiva, ipotizzando che le ultime iterazioni diano stime migliori rispetto a quelle precedenti. Questo metodo di apprendimento è chiamato apprendimento per differenza temporale.

Ricapitolando, ecco come funziona il Q-learning profondo per il gioco Breakout (e per gli altri giochi Atari). Il sistema fornisce il proprio stato corrente come input alla rete-Q profonda. La rete-Q profonda genera come output un valore per ciascuna azione possibile; il sistema sceglie ed esegue un’azione, generando un nuovo stato. A questo punto avviene la fase di apprendimento: il sistema invia come input il proprio nuovo stato nella rete, la quale emette come output un nuovo insieme di valori per ciascuna azione. La differenza tra il nuovo insieme di valori e l’insieme di valori precedente è considerato l’«errore» della rete, il quale è usato dalla retropropagazione per modificare i pesi della rete. Questi passi sono ripetuti per molti episodi (partite del gioco). Per chiarezza, tutto ciò che avviene qui – la rete-Q profonda, il «joystick virtuale» e il gioco stesso – altro non è che un software che gira dentro un computer.

Questo è sostanzialmente l’algoritmo sviluppato dai ricercatori di DeepMind, benché loro siano ricorsi ad alcuni trucchi per migliorarlo e per velocizzarlo6. All’inizio, prima di un apprendimento significativo, gli output della rete sono piuttosto casuali, e lo stesso sviluppo del gioco appare tale. Passo dopo passo, però, mentre la rete apprende i pesi che migliorano i propri output, il sistema gioca sempre meglio; decisamente meglio, in molti casi.

L’agente da seicentocinquanta milioni di dollari.

Il gruppo di DeepMind ha applicato il proprio metodo di Q-learning a quarantanove differenti videogiochi Atari nell’Arcade Learning Environment. Se per un verso i programmatori di DeepMind hanno impiegato la stessa architettura di rete e le stesse impostazioni degli iperparametri per ciascun gioco, per l’altro il loro sistema imparava ciascun gioco a partire da zero; ossia, la conoscenza del sistema (i pesi delle reti) appresa da un gioco non veniva trasferita quando il sistema iniziava a imparare il gioco successivo. Ciascuno richiedeva un addestramento per migliaia di episodi, ma poteva essere svolto con relativa rapidità sul sofisticato hardware dell’azienda.

Dopo che era stata addestrata una rete-Q profonda per ciascun gioco, DeepMind confrontava il livello di gioco della macchina con quello di un «collaudatore professionista di videogiochi» umano, cui erano state permesse due ore di esercizio con ciascun gioco prima di essere valutato. Pensate che sia un lavoro divertente? Solo se vi piace essere umiliati da un computer! I programmi di Q-learning profondo di DeepMind si sono rivelati giocatori migliori dei collaudatori umani in oltre metà dei videogiochi; e in metà di quei giochi, i programmi erano bravi piú del doppio rispetto ai giocatori umani; e su metà di quei giochi, i programmi erano piú di cinque volte piú bravi. Un esempio sorprendente riguardava Breakout, dove il programma della Dqn ottenne un punteggio in media piú di dieci volte maggiore del punteggio medio umano.

Che cosa esattamente imparano a fare questi programmi superumani? Sottoposto a verifica, DeepMind ha riscontrato che i propri programmi avevano scoperto delle strategie molto raffinate. Per esempio, il programma addestrato a giocare a Breakout aveva scoperto un trucco, illustrato nella figura 29: aveva imparato che, se riusciva a eliminare alcuni mattoni cosí da aprirsi un varco all’estremità delle file di mattoni, allora la pallina rimbalzava su e giú tra il «soffitto» e lo strato superiore di mattoni, eliminando molto rapidamente i mattoni in alto, di valore elevato, senza che il giocatore dovesse spostare la racchetta.

DeepMind presentò la prima volta questo lavoro nel 2013, a una conferenza internazionale sul machine learning7. L’uditorio rimase a bocca aperta. Nemmeno un anno dopo, Google annunciava l’acquisizione di DeepMind per 440 milioni di sterline (circa 650 milioni di dollari dell’epoca) presumibilmente sulla base di questi risultati. Proprio cosí: l’apprendimento per rinforzo procura occasionalmente ricompense enormi.
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Figura 29. Il giocatore di DeepMind ha scoperto in Breakout la strategia per aprirsi un varco tra i mattoni, in modo da distruggere rapidamente i mattoni in alto, che valgono di piú, sfruttando il rimbalzo sul «soffitto».

Con un sacco di soldi in tasca e forte delle risorse di Google, DeepMind – che oggi si chiama Google DeepMind – affrontò una sfida ancora piú grande, considerata da tempo una delle «grandi sfide dell’IA»: creare un programma che impara a giocare a Go meglio di qualsiasi essere umano. Il programma AlphaGo di DeepMind attinge a una lunga storia dell’IA nei giochi da tavolo. Cominciamo ora da una breve panoramica di quella storia, che ci aiuterà a capire il funzionamento di AlphaGo, e perché è cosí importante.

Dama e scacchi.

Nel 1949 l’ingegnere Arthur Samuel entrò a far parte del laboratorio dell’Ibm, a Poughkeepsie, nello Stato di New York. Uno dei suoi primi compiti fu quello di programmare una versione del computer Ibm 701 per giocare a dama. Se avete un po’ di esperienza di programmazione al computer, saprete di certo valutare l’immensità della sfida che dovette affrontare. Come osservava uno storico, «Samuel è stato la prima persona a dedicarsi seriamente a programmare il 701, senza disporre di alcuna utilità di sistema [ossia, in sostanza nessun sistema operativo!]. In particolare, Samuel non aveva un assemblatore e doveva scrivere ogni cosa usando i codici operativi e gli indirizzi»8. Traducendo per chi di voi non è programmatore, sarebbe come costruire una casa usando soltanto una sega e un martello. Il programma per giocare a dama di Samuel fu uno dei primi programmi di machine learning; in effetti fu proprio lui a coniare l’espressione machine learning.

Il giocatore di dama di Samuel si basava sul metodo di ricerca in un albero di gioco, che è la base di tutti i programmi destinati ai giochi da tavolo (incluso AlphaGo, che descriverò a breve). La figura 30 illustra parte di un albero di gioco nella dama. La «radice» dell’albero (per convenzione disegnata in alto, a differenza della radice di un albero naturale) mostra la scacchiera all’inizio, prima che i due giocatori abbiano fatto la prima mossa. I «rami» della radice conducono a tutte le possibili mosse per il primo giocatore (qui, il nero). Ci sono sette possibili mosse (per semplicità, la figura ne mostra soltanto tre). Per ciascuna delle sette mosse per il nero, ci sono sette possibili mosse per il bianco (non tutte mostrate nella figura), e cosí via. Ciascuna scacchiera in figura 30, che illustra una possibile disposizione delle pedine, è chiamata configurazione.

Immaginate di giocare una partita a dama. Per ciascuna mossa, voi potreste costruire nella vostra mente una piccola parte di quest’albero. Potreste dire dentro di voi, «se faccio questa mossa, allora il mio avversario potrebbe fare quella mossa, nel qual caso io potrei fare quella mossa ancora, che mi predisporrebbe a mangiare una pedina». Buona parte di noi, anche i migliori giocatori, considera soltanto poche mosse possibili, anticipando mentalmente solo poche mosse, prima di scegliere quella da fare. Un computer veloce, invece, è in grado di attivare questa anticipazione delle mosse su una scala molto piú grande. Che cosa gli impedisce di considerare ogni mossa possibile e di vedere quale sequenza di mosse porti piú rapidamente alla vittoria? Il problema è analogo alla crescita esponenziale che avevamo considerato nel capitolo III (ricordate il re, il saggio e i chicchi di riso?) Una partita media di dama comporta circa cinquanta mosse: significa che l’albero della partita in figura 30 potrebbe estendersi per cinquanta livelli sotto la radice. Per ciascun livello ci sono in media sei o sette rami discendenti da ciascuna possibile configurazione. Significa che il numero totale di configurazioni contenute nell’albero potrebbe essere maggiore di sei elevato alla cinquantesima – un numero inimmaginabile. Un ipotetico computer che considerasse un migliaio di miliardi di configurazioni al secondo della scacchiera impiegherebbe piú di 1019 anni per considerare tutte le configurazioni di un singolo albero di gioco. (Come si fa spesso, possiamo comparare questo numero con l’età dell’universo, che è «solamente» nell’ordine di 1010 anni.) Ebbene, una ricerca completa dell’albero di gioco è chiaramente impossibile.

Per fortuna, i computer possono giocare bene senza svolgere questo tipo di ricerca esaustiva. Ogni volta che toccava a lui muovere, il programma di Samuel creava (nella memoria del computer) una piccola parte di un albero di gioco, come quello della figura 30. La radice dell’albero era la posizione corrente del giocatore, e il programma, usando la propria conoscenza incorporata delle regole della dama, generava tutte le mosse valide che l’avversario poteva fare a partire da ciascuna configurazione risultante, una ricerca esaustiva in avanti che proseguiva per quattro o cinque mosse (o «pieghe»)9.

[image: Figura 30. Estratto di un albero di gioco di una partita di dama. Per semplicità, la figura mostra solo tre mosse possibili per ciascuna configurazione. Le frecce bianche puntano dal quadrato di partenza al quadrato di arrivo di una pedina che viene mossa.]

Figura 30. Estratto di un albero di gioco di una partita di dama. Per semplicità, la figura mostra solo tre mosse possibili per ciascuna configurazione. Le frecce bianche puntano dal quadrato di partenza al quadrato di arrivo di una pedina che viene mossa.

Il programma valutava poi le configurazioni sulla scacchiera che apparivano alla fine del processo di anticipazione: nella figura 30, sarebbero le configurazioni nella fila in basso dell’albero parziale. Valutare una posizione sulla scacchiera significa assegnarle un valore numerico che stima con quanta probabilità condurrà a una vittoria del programma. Quello di Samuel impiegava una funzione di valutazione che assegnava punti – trentotto in totale – per varie caratteristiche della configurazione, quali il vantaggio del nero nel numero totale delle pedine, il numero di dame nere, e quante pedine nere erano prossime a diventare dama. Queste caratteristiche furono scelte da Samuel in base alla sua conoscenza della dama. Una volta cosí valutata ciascuna configurazione nella fila in basso, il programma applicava un algoritmo classico, chiamato minimax, che impiegava questi valori – calcolati alla fine del processo di anticipazione – per attribuire un punteggio alle possibili mosse immediate del programma dalla sua configurazione corrente. Il programma sceglieva poi la mossa con il punteggio piú alto.

L’idea qui è che la funzione di valutazione sarà piú accurata quando è applicata a configurazioni piú avanzate nella partita. Cosí la strategia del programma è, anzitutto, quella di considerare tutte le possibili sequenze di mosse pochi passi in avanti nel futuro e poi applicare la funzione di valutazione alle configurazioni risultanti. Le valutazioni sono poi propagate all’indietro lungo l’albero dal minimax, che fornisce una valutazione di tutte le possibili mosse a partire dalla posizione corrente10.

Il programma aveva imparato quali caratteristiche della configurazione includere nella funzione di valutazione in una determinata mossa, e come ponderare queste differenti caratteristiche sommando i loro punti. Samuel sperimentò diversi metodi di apprendimento nel proprio sistema. Nella versione piú interessante, il sistema imparava giocando contro se stesso! Il metodo di apprendimento era un po’ complicato, perciò vi risparmierò i dettagli. Alcune sue caratteristiche prefiguravano tuttavia la versione moderna dell’apprendimento per rinforzo11.

Alla fine, il giocatore di dama di Samuel è cresciuto incredibilmente, sino al livello di un «giocatore migliore della media», senza peraltro diventare un campione. Alcuni giocatori amatoriali lo definirono un avversario «ostico ma non imbattibile»12. Soprattutto, il programma fu una manna in termini d’immagine per l’Ibm: nel 1956, il giorno dopo che Samuel ne diede una dimostrazione sul canale televisivo nazionale americano, le azioni dell’Ibm salirono di quindici punti. Fu la prima delle numerose volte in cui l’Ibm vide crescere il valore delle proprie azioni dopo una dimostrazione di un programma di gioco che sconfiggeva l’uomo. Piú recentemente, le sue azioni sono salite nella stessa misura dopo che Watson, un sistema di IA, aveva vinto il gioco a premi televisivo Jeopardy!

Anche se il giocatore di dama di Samuel costituí un’importante pietra miliare nella storia dell’IA, questa mia digressione storica ha inteso soprattutto presentare tre concetti fondamentali che lo caratterizzavano, vale a dire l’albero di gioco, la funzione di valutazione e l’apprendimento da autodidatta.

Deep Blue.

Benché fosse un risultato ragguardevole, specie per l’epoca, il giocatore di dama «ostico ma non imbattibile» di Samuel non mise piú di tanto in discussione l’idea esclusiva che l’uomo aveva della propria intelligenza. Persino quando una macchina sconfisse campioni umani di dama (come sarebbe poi successo nel 199413), la padronanza in questo gioco non fu mai considerata un vero indicatore di intelligenza generale. Gli scacchi però sono un’altra storia. Nelle parole di Demis Hassabis di DeepMind, «per decenni, illustri scienziati informatici hanno creduto che – considerato il ruolo tradizionale degli scacchi come dimostrazione per eccellenza dell’intelletto umano – un computer capace di giocare a scacchi avrebbe presto superato anche ogni altra capacità umana»14. Molte persone, inclusi i pionieri dell’IA Allen Newell e Herbert Simon, condividevano quest’elevata concezione degli scacchi. E nel 1958 scrivevano che «se dovessimo concepire una macchina capace di vincere a scacchi, ci parrebbe di essere arrivati al cuore stesso dell’intelligenza umana»15.

Gli scacchi sono sostanzialmente piú complessi della dama. Poco fa, per esempio, dicevo che nella dama ci sono, in media, sei o sette possibili mosse a partire da una qualsiasi sua configurazione; gli scacchi invece, di mosse, ne hanno in media trentacinque. Perciò il loro albero di gioco è immensamente piú grande di quello della dama. Nel corso dei decenni, i programmi di scacchi sono via via migliorati, parallelamente all’incremento di velocità dei computer. Nel 1997 l’Ibm registrò il proprio secondo grande trionfo nei giochi. Accadde con Deep Blue, un programma di scacchi che sconfisse il campione mondiale Garry Kasparov in un incontro a piú partite, spesso riproposto dai media.

Deep Blue impiegò all’incirca lo stesso metodo del giocatore di dama di Samuel: creava per ciascuna mossa un albero di gioco parziale usando come radice la configurazione corrente; applicava la propria funzione di valutazione allo strato piú distante nell’albero e poi usava l’algoritmo minimax per far risalire i valori lungo l’albero, al fine di determinare l’eventuale mossa. Le grandi differenze tra il programma di Samuel e Deep Blue erano: il processo di anticipazione piú avanzato nell’albero di gioco di quest’ultimo, la sua funzione di valutazione piú complessa (propria degli scacchi), la conoscenza degli scacchi programmata manualmente e un hardware che lo faceva girare molto velocemente. A differenza del programma di dama di Samuel, poi, Deep Blue non s’imperniava sul machine learning.

Come accaduto per il giocatore di dama di Samuel, la sconfitta di Kasparov per opera di Deep Blue fece lievitare le quotazioni in borsa dell’Ibm16. Inoltre, quella sconfitta generò un notevole allarmismo sui media verso le implicazioni di un’intelligenza superumana, oltre al dubbio se gli umani potessero essere ancora motivati a giocare a scacchi. Ma nei decenni trascorsi da Deep Blue, il genere umano si è adattato. Come aveva scritto con preveggenza Claude Shannon nel 1950, una macchina che supererà l’uomo negli scacchi «ci costringerà o ad ammettere la possibilità del pensiero meccanizzato o a sminuire ulteriormente la nostra idea del pensiero»17. Ebbene, si è verificato il secondo dei due vaticini: oggi il gioco degli scacchi superumano è considerato qualcosa che non richiede un’intelligenza generale; Deep Blue non è intelligente in nessuna nostra accezione attuale, ma sa solamente giocare a scacchi e non ha la piú pallida idea di cosa significhi per l’uomo «giocare una partita», e nemmeno «vincere». (Una volta mi capitò di ascoltare un oratore che diceva «Deep Blue ha sconfitto, è vero, Kasparov, ma non ne ha tratto alcun piacere».) E poi gli scacchi sono sopravvissuti – anzi hanno prosperato – come attività umana impegnativa e stimolante. Oggi i programmi di scacchi al computer sono impiegati da giocatori umani come supporto d’allenamento, al pari di un giocatore di baseball che usi una macchina lanciatrice. È questo forse il risultato dell’evoluzione della nostra idea di intelligenza che i progressi nell’IA aiutano a mettere a fuoco? O è un altro esempio dell’aforisma di John McCarthy secondo il quale «non appena funziona, piú nessuno la chiama IA»18?

La grande sfida del Go.

Il Go esiste da piú di duemila anni ed è considerato uno dei giochi da tavolo piú complicati in assoluto. Non ci avete mai giocato? Niente paura: nulla di quanto segue richiede una conoscenza a priori. È però utile sapere che esso gode di grande prestigio, specie in Asia orientale, dove è popolarissimo. «Go è un passatempo amato da imperatori e generali, da intellettuali e bambini prodigio», scrive lo studioso e giornalista Alan Levinovitz, che cita il campione sudcoreano di Go Lee Sedol: «Nel mondo occidentale ci sono gli scacchi, ma il Go è incomparabilmente piú sottile e intellettuale»19.

Go è un gioco dalle regole piuttosto semplici ma che produce quella che potremmo chiamare una complessità emergente. Per ciascuna mossa, un giocatore colloca una «pietra» del proprio colore (bianco o nero) su una tavola quadrata, il goban, di diciannove quadrati per diciannove, seguendo regole di posizionamento delle pietre e regole di cattura di quelle dell’avversario. A differenza degli scacchi – con la sua gerarchia di pedoni, alfieri, regine eccetera – nel Go le pedine (pietre) sono tutte uguali. È la configurazione di pietre sul goban ciò che un giocatore deve analizzare rapidamente per decidere una mossa.

Creare un programma che giochi bene a Go è stato un obiettivo dell’IA sin dalla propria nascita. Tuttavia la complessità del Go ha reso a dir poco arduo il compito. Nel 1997, l’anno in cui Deep Blue sconfisse Kasparov, un giocatore medio batteva ancora i migliori programmi di Go. Se ricordate, Deep Blue faceva numerose previsioni da qualsiasi configurazione, e poi usava la sua funzione di valutazione per assegnare valori a configurazioni future, dove ciascun valore prevedeva se una particolare configurazione sarebbe sfociata in una vittoria. I programmi per giocare a Go non sanno usare questa strategia, per due ragioni. La prima è che l’ampiezza di un albero di previsione del Go è immensamente piú grande di quello degli scacchi: se da un lato un giocatore di scacchi deve scegliere tra una media di trentacinque mosse possibili a partire da una data configurazione, dall’altro un giocatore di Go, di possibilità, ne ha in media duecentocinquanta; e persino con un hardware dedicato, una ricerca basata sulla forza bruta, nello stile di Deep Blue, dell’albero di gioco del Go è irrealizzabile. La seconda ragione è che nessuno è riuscito a creare una formula efficace per esaminare una configurazione nel Go e per prevedere chi vincerà. I migliori giocatori (umani) di Go si affidano alle proprie abilità di riconoscimento di pattern e al proprio ineffabile «intuito».

I ricercatori nell’IA devono ancora scoprire come codificare l’intuito in una funzione di valutazione. Per questa ragione, nel 1997, l’anno in cui Deep Blue sconfisse Kasparov, il giornalista George Johnson scrisse sul «New York Times» che «quando, o se mai, un computer sconfiggerà un campione di Go, sarà il segno che l’intelligenza artificiale sta realmente cominciando a eguagliare l’intelligenza reale»20. Un ritornello già sentito: era quello che si diceva degli scacchi! Johnson citava la previsione di un appassionato di Go: «Magari trascorrerà un centinaio di anni prima che un computer batta l’uomo a Go – o forse anche di piú». Nemmeno vent’anni dopo, AlphaGo, che aveva imparato a giocare a Go con il Q-learning profondo, avrebbe sconfitto Lee Sedol in una sfida in cinque partite.

AlphaGo contro Lee Sedol.

Prima di spiegare come funziona AlphaGo, sarà il caso di rievocare la sua spettacolare vittoria contro Lee Sedol, uno dei migliori giocatori al mondo di Go. Persino dopo aver visto AlphaGo battere il campione europeo di Go Fan Hui sei mesi prima, Lee era convinto che lui lo avrebbe battuto: «Penso che [AlphaGo] non sia al mio livello. […] Certo, saranno pure state create diverse versioni aggiornate negli ultimi quattro o cinque mesi, ma non è un periodo di tempo sufficiente a intimorirmi»21.

Forse eravate tra gli oltre duecento milioni di persone che a marzo del 2016 guardarono una parte della sfida online. Sono certa che sia stato il pubblico in assoluto piú vasto per una sfida di Go nei duemilacinquecento anni di storia di questo gioco. Dopo la prima partita, avrete probabilmente condiviso la reazione di Lee quando perse contro l’algoritmo: «Sono scioccato, ammetto che… non pensavo che AlphaGo avrebbe giocato in modo cosí perfetto»22.

La partita «perfetta» di AlphaGo includeva molte mosse che suscitarono un misto di sorpresa e di ammirazione tra i commentatori umani della sfida. Ma durante la seconda partita, AlphaGo fece una singola mossa che sbalordí anche gli esperti di Go piú raffinati. La rivista «Wired» la commentò cosí:


In un primo tempo, Fan Hui [il già citato campione europeo di Go] pensava che fosse una mossa piuttosto bizzarra. Soltanto dopo ne colse la bellezza. «Non è una mossa umana. Non ho mai visto una persona farne una cosí bella», commentò. «Cosí bella». E continuava a ripetere questa parola: Bella. Bella. Bella… «una mossa davvero sorprendente», sottolineava uno dei commentatori della sfida, a sua volta un talentuoso giocatore di Go. Poi il secondo commentatore ammise, dopo aver deglutito: «Pensavo si trattasse di un errore». Ma nessuno fu forse piú sorpreso dello stesso Lee Sedol che, alzatosi in piedi, abbandonò la sala dell’incontro. «È dovuto andare a rinfrescarsi la faccia per riprendersi», chiosò il primo commentatore23.



Anche l’«Economist» commentò quella mossa: «Curiosamente, mosse simili le fanno talvolta i maestri umani di Go. Nella lingua giapponese sono conosciute come kami no itte (“mosse divine”)»24.

AlphaGo vinse quella partita, e la successiva. Ma nella quarta, Lee ebbe il proprio momento kami no itte, quando la complessità del gioco esalta il potere intuitivo dei giocatori migliori. La sua mossa colse i commentatori di sorpresa, ma essi riconobbero immediatamente che poteva essere letale per l’avversario di Lee. Un giornalista osservò che «AlphaGo sembrò non realizzare che cosa stava succedendo. Non si era mai imbattuto in nulla di simile […] nei milioni e milioni di partite che aveva giocato contro se stesso. Nella conferenza stampa dopo l’incontro, chiesero a Sedol a che cosa stesse pensando mentre la eseguiva. Era l’unica mossa che ero in grado di vedere, fu la sua risposta»25.

AlphaGo perse la quarta partita ma riprese in mano le redini, per poi vincere la quinta partita e quindi la sfida. Agli occhi della stampa si stava riproponendo la sfida di Deep Blue contro Kasparov, che dava adito a infinite riflessioni sul significato del trionfo di AlphaGo per il futuro dell’umanità. Ma quest’ultimo fu ancora piú rilevante della vittoria di Deep Blue: l’IA aveva superato una sfida addirittura piú grande di quella degli scacchi, e in modo persino piú spettacolare. A differenza di Deep Blue, AlphaGo aveva acquisito le proprie capacità tramite l’apprendimento per rinforzo e giocando contro se stesso.

Demis Hassabis osservò che «a distinguere i giocatori migliori [è] il loro intuito» e «con AlphaGo ci siamo limitati a introdurre tramite le reti neurali questo elemento – l’intuito – se cosí vogliamo chiamarlo»26.

Come funziona AlphaGo.

Esistono diverse versioni di AlphaGo. Per distinguerle, DeepMind ha dato loro il nome dei campioni umani di Go sconfitti da quegli stessi algoritmi – AlphaGo Fan e AlphaGo Lee – che mi fanno pensare ai crani dei nemici sconfitti nella collezione di un vichingo digitale. Non era certo nelle intenzioni di DeepMind. Comunque sia, entrambe le versioni usavano una mescolanza complessa di Q-learning profondo, di «ricerca ad albero Monte Carlo», di apprendimento con supervisione e di conoscenza specializzata del Go. Ma un anno dopo la sfida contro Lee Sedol, DeepMind sviluppò una versione del programma al tempo stesso piú semplice e superiore. La versione piú recente si chiama AlphaGo Zero, perché, a differenza del suo predecessore, esordiva da una conoscenza «zero» del Go, regole a parte27. In un centinaio di partite di AlphaGo Lee contro AlphaGo Zero, quest’ultimo le vinse tutte. Inoltre, DeepMind applicò gli stessi metodi (benché con reti differenti e differenti regole di gioco integrate) per imparare a giocare sia a scacchi sia a shogi (conosciuto anche come gioco degli scacchi giapponesi)28. Gli autori hanno denominato AlphaZero l’insieme di questi metodi. In questo paragrafo descriverò il funzionamento di AlphaGo Zero, ma per concisione chiamerò questa versione semplicemente AlphaGo.

La parola intuito è avvolta da un’aura di mistero. Ma l’intuito di AlphaGo (se cosí volete chiamarlo) scaturisce dalla combinazione di un Q-learning profondo e di un ingegnoso metodo chiamato «ricerca ad albero Monte Carlo». Spiegherò brevemente questo nome un po’ ingombrante. «Monte Carlo», per cominciare: è, naturalmente, la parte piú glamour del minuscolo Principato di Monaco, celebre per i suoi casinò frequentati dal jet-set, per le corse automobilistiche e per l’ambientazione di molti film di James Bond. Ma nella scienza e nella matematica, il cosiddetto «metodo Monte Carlo» è una famiglia di algoritmi che fu impiegata la prima volta nel Progetto Manhattan per contribuire alla realizzazione della bomba atomica. Il nome deriva dall’idea che un computer può impiegare un certo grado di aleatorietà per risolvere complicati problemi di matematica – come l’aleatorietà dell’iconica ruota della roulette in movimento nel casinò di Monte Carlo, appunto.

La ricerca ad albero Monte Carlo è una versione del metodo Monte Carlo concepita ad hoc per i programmi con cui si creano i videogiochi. Simile alla funzione di valutazione di Deep Blue, la ricerca ad albero Monte Carlo serve per assegnare un punteggio a ciascuna mossa possibile, a partire da una data configurazione. Tuttavia, come spiegavo poco fa, usare una previsione estesa nell’albero di gioco non è una soluzione praticabile nel caso del Go, e nessuno ha saputo creare una buona funzione di valutazione delle configurazioni del gioco. La ricerca ad albero Monte Carlo funziona in maniera differente.

La figura 31 illustra la ricerca ad albero Monte Carlo. Per cominciare, guardate la figura 31a. Il cerchietto nero rappresenta la configurazione corrente – ossia la distribuzione delle pietre sul goban nel turno corrente. Ipotizziamo che nel programma di gioco del Go stia giocando il nero, e che sia il nero a muovere; e che per semplicità siano possibili tre mosse per il nero, rappresentate dalle tre frecce. Quale mossa dovrebbe scegliere?

[image: Figura 31. Una illustrazione della ricerca ad albero Monte Carlo.]

Figura 31. Una illustrazione della ricerca ad albero Monte Carlo.

Se il nero avesse un tempo sufficiente, potrebbe eseguire una «ricerca completa» dell’albero di gioco: prevedere tutte le possibili sequenze di mosse con cui potrebbe giocare, e scegliere quella che dà la probabilità migliore di condurlo alla vittoria. Ma è impossibile eseguire in maniera esaustiva questa strategia di anticipazione; come dicevo, persino tutto il tempo trascorso dall’origine dell’universo non sarebbe nemmeno lontanamente sufficiente per fare una ricerca ad albero completa nel Go. Con la ricerca ad albero Monte Carlo, il nero anticipa solo una frazione minuscola delle possibili sequenze che scaturirebbero da ciascuna mossa, esegue il conteggio del numero di vittorie e di sconfitte a cui portano queste sequenze ipotetiche, e usa i conteggi per assegnare un punteggio a ciascuna delle sue possibili mosse. L’aleatorietà ispirata alla ruota della roulette è impiegata per decidere come eseguire il processo di anticipazione.

Piú precisamente, per scegliere una mossa dalla sua posizione corrente, il nero «immagina» (ossia simula) a caso una mossa del suo rivale (bianco) e cosí via, continuando fino a quando il gioco simulato si conclude con una vittoria o una sconfitta per il nero. Tale simulazione, partendo da una data configurazione, è chiamata roll-out (dispiegamento) a partire da tale configurazione.

Nella figura 31b-d, potete vedere che nei tre roll-out il nero ha vinto una volta e perso due volte. Il nero ora può assegnare un punteggio a ciascuna mossa possibile dalla propria configurazione attuale (fig. 31e). La mossa 1 (freccia a sinistra) ha partecipato a due roll-out, uno dei quali si è concluso con una vittoria, cosí che il punteggio della mossa è 1 su 2. La mossa 3 (la freccia a destra) ha partecipato a un solo roll-out, che si è concluso con una sconfitta, per cui il suo punteggio è 0 su 1. La mossa al centro non è stata provata, perciò il suo punteggio è fissato a zero. Inoltre, il programma conserva delle statistiche simili per tutte le mosse intermedie che hanno preso parte ai roll-out. Completato questo ciclo di ricerca ad albero Monte Carlo, il programma può impiegare i propri punteggi aggiornati per decidere quale delle sue possibili mosse sembri piú promettente – in questo caso, la mossa 1. Il programma esegue perciò quella mossa nel gioco reale.

Quando prima dicevo che, durante un roll-out, il programma sceglie a caso le proprie mosse e quelle dei suoi avversari, in realtà succede che il programma sceglie le mosse probabilisticamente basandosi sui punteggi che quelle stesse mosse potrebbero ottenere in base ai cicli precedenti della ricerca ad albero Monte Carlo. Quando ciascun roll-out si conclude con una vittoria o con una sconfitta, l’algoritmo aggiorna i punteggi delle mosse di quella partita affinché riflettano quella vittoria o quella sconfitta.

All’inizio, il programma sceglie le mosse a partire da una configurazione in modo piuttosto casuale (come la ruota di una roulette). Ma eseguendo via via nuovi roll-out, e generando quindi una nuova statistica, il programma sceglie sempre di piú le mosse che nei roll-out precedenti hanno generato il maggior numero di vittorie.

Cosí facendo, la ricerca ad albero Monte Carlo non deve fare congetture limitandosi a guardare, in una data configurazione, quale mossa porterà con piú probabilità a una vittoria: usa piuttosto i propri roll-out per raccogliere statistiche sul numero di volte in cui una certa mossa conduce di fatto a una vittoria o a una sconfitta. Piú numerosi saranno i roll-out, migliore sarà la sua statistica. Come prima, il programma deve trovare un equilibrio tra sfruttamento (scegliere le mosse dal punteggio piú alto durante un roll-out) ed esplorazione (scegliere talvolta mosse dal punteggio piú basso per le quali il programma ha ancora poche statistiche). La figura 31 mostra tre roll-out. La ricerca ad albero Monte Carlo di AlphaGo ne ha eseguiti circa duemila per ciclo.

La ricerca ad albero Monte Carlo non l’hanno inventata gli scienziati informatici di DeepMind. Era stata proposta per la prima volta nel contesto di alberi di gioco nel 2006, e ha migliorato enormemente le capacità dei programmi giocatori di Go, i quali tuttavia non battevano ancora i migliori giocatori umani. Uno dei problemi era dato dal fatto che generare una statistica sufficiente a partire dai roll-out può richiedere tantissimo tempo, specialmente nel Go, dato il suo numero enorme di mosse possibili. Il gruppo di DeepMind capí di poter migliorare il proprio sistema integrando la ricerca ad albero Monte Carlo con una rete neurale convolutiva profonda. Considerando la configurazione corrente come input, AlphaGo impiega una rete neurale convolutiva addestrata per assegnare un valore approssimativo a tutte le possibili mosse dalla posizione corrente; dopodiché l’albero di ricerca Monte Carlo usa quei valori per avviare la propria ricerca: invece di scegliere inizialmente mosse in modo casuale, la ricerca ad albero Monte Carlo impiega i valori di output della ConvNet come indicatore di quali mosse iniziali sarebbero preferibili. Immaginate di essere AlphaGo che guarda la configurazione: prima che voi iniziate il processo Monte Carlo per eseguire i roll-out da quella configurazione, la ConvNet vi sta bisbigliando all’orecchio quali possibili mosse dalla vostra configurazione corrente sono probabilmente le migliori.

Viceversa, i risultati della ricerca ad albero Monte Carlo addestrano la ConvNet di ritorno. Immaginate di essere voi AlphaGo dopo una ricerca ad albero Monte Carlo. I risultati della vostra ricerca sono nuove probabilità assegnate a tutte le vostre possibili mosse, sulla base del numero di volte in cui quelle mosse sono sfociate in una vittoria, oppure in una sconfitta, durante i roll-out da voi eseguiti. Queste nuove probabilità sono ora impiegate per correggere, mediante retropropagazione, i vostri output della ConvNet. A quel punto, voi e il vostro avversario scegliete le mosse, in conseguenza delle quali vi ritrovate in una nuova configurazione. E il processo continua. In linea di principio, la rete neurale convolutiva imparerà a riconoscere delle configurazioni, proprio come i maestri di Go. Alla fine, la ConvNet svolgerà il ruolo di «intuito» del programma, che è ulteriormente perfezionato dalla ricerca ad albero Monte Carlo.

Come il suo antenato, il giocatore di dama di Samuel, AlphaGo impara giocando contro se stesso molte partite (circa cinque milioni). Durante l’addestramento, i pesi della rete neurale convolutiva sono aggiornati dopo ciascuna mossa sulla base della differenza tra i valori di output della rete e i valori perfezionati dopo il roll-out della ricerca ad albero Monte Carlo. Allora, quando per AlphaGo è il momento di giocare – poniamo contro un essere umano come Lee Sedol – viene impiegata la ConvNet addestrata a ogni ciclo per generare valori che aiutino la ricerca ad albero Monte Carlo durante l’avvio.

Con il progetto AlphaGo, DeepMind ha dimostrato che una delle annose sfide dell’IA potrebbe essere risolta da una combinazione inventiva di apprendimento per rinforzo, reti neurali convolutive e ricerca ad albero Monte Carlo (aggiungendo al cocktail il potente hardware computazionale attuale). Come risultato, AlphaGo si è ritagliata un posto di tutto rispetto nel pantheon dell’IA. E il prossimo passo? Questa potente combinazione di metodi potrà essere estesa oltre il mondo dei giochi? È l’interrogativo che affronterò nel prossimo capitolo.








Capitolo decimo

Oltre ai giochi




Nell’ultimo decennio, l’apprendimento per rinforzo si è trasformato, passando da ramo relativamente oscuro dell’IA a uno dei suoi metodi piú entusiasmanti (e lautamente finanziati). Questa sua rinascita, specie agli occhi del pubblico, dipende molto dai progetti di DeepMind descritti nel capitolo precedente. I risultati di DeepMind con i giochi Atari e con il Go sono in effetti notevoli e importanti, e giustamente riconosciuti.

Tuttavia per buona parte dei ricercatori nell’ambito dell’IA lo sviluppo di programmi superumani per i giochi non è fine a se stesso. Facciamo un passo indietro, e domandiamoci: quali sono le implicazioni di questi successi al fine di ottenere progressi ulteriori nell’ambito dell’IA? Ecco cosa ne pensa Demis Hassabis:


I giochi sono solamente la nostra piattaforma di sviluppo. […] È il modo piú rapido per sviluppare questi algoritmi di IA e per testarli. Ma in definitiva vogliamo che possano applicarsi a problemi del mondo reale e che abbiano un enorme impatto, per esempio sull’assistenza sanitaria e sulla scienza. Il punto è che si tratta di IA generale, ossia di imparare in che modo fare le cose [sulla base] della propria esperienza e dei propri dati1.



Ma esaminiamo un momento questo aspetto. Quanto è generale questa IA? Quanto è applicabile al mondo reale, oltre ai giochi? In quale misura questi sistemi imparano realmente «da soli»? E che cosa imparano esattamente?

Generalità e apprendimento per trasferimento.

Quando ho cercato online degli articoli su AlphaGo, il web mi ha proposto questo titolo accattivante: «AlphaGo di DeepMind ha imparato a giocare a scacchi nel tempo libero»2. Questa affermazione è errata e fuorviante, ed è importante capire perché. AlphaGo (in ogni sua versione) sa giocare soltanto a Go. Persino la sua versione piú generale, AlphaZero, non è un singolo sistema che ha imparato a giocare a Go, a scacchi e a shogi: ciascun gioco ha la propria rete neurale convolutiva separata, che va addestrata da zero per ogni nuovo gioco. A differenza degli esseri umani, nessuno di questi programmi sa «trasferire» ciò che ha imparato in un gioco per imparare un gioco differente.

Lo stesso discorso vale per i programmi dei giochi Atari: ciascuno impara i propri pesi della rete da zero. È come se voi imparaste a giocare a Pong ma poi, per imparare a giocare a Breakout, doveste dimenticare ciò che avete imparato giocando a Pong, e iniziare da capo.

Una espressione incoraggiante nella comunità del machine learning è «apprendimento per trasferimento», vale a dire la capacità che un programma ha di trasferire ciò che ha imparato in un compito per svolgere un compito affine, ma differente. L’uomo lo fa in modo automatico: una volta imparato a giocare a ping-pong, sapevo trasferire alcune di quelle abilità per imparare a giocare a tennis e a badminton; saper giocare a dama mi ha aiutato a imparare a giocare a scacchi; da piccola mi ci è voluto un po’ di tempo per imparare a ruotare il pomello della porta di camera mia, ma una volta che ho capito come fare, le mie capacità si sono rapidamente estese quasi a ogni tipo di pomello.

Gli esseri umani manifestano questo tipo di trasferimento da un compito a un altro apparentemente senza sforzo; la nostra capacità di generalizzare ciò che abbiamo imparato è il nucleo di quello che noi intendiamo per pensare. Cosí, nel gergo umano, potremmo dire che un sinonimo di «apprendimento per trasferimento» è apprendimento e basta!

Contrariamente a quanto accade nell’uomo, la maggior parte dell’«apprendimento» nell’IA attuale non si può trasferire a compiti affini. L’IA è ancora ben lontana dall’«intelligenza generale», come la chiama Hassabis. Malgrado il tema dell’apprendimento per trasferimento sia un ambito di ricerca molto battuto tra gli esperti del machine learning, i suoi progressi sono ancora allo stadio embrionale3.

«Senza esempi né orientamento umani».

A differenza dell’apprendimento con supervisore, quello per rinforzo promette programmi capaci realmente di imparare da soli limitandosi a eseguire azioni nel proprio «ambiente» e osservando i risultati. La pretesa piú azzardata di DeepMind, specie riguardo ad AlphaGo, è che il lavoro sul campo ha mantenuto tale promessa: «I nostri risultati dimostrano indiscutibilmente che un approccio basato sul puro apprendimento per rinforzo è possibile, persino nei dominî piú ardui: possiamo addestrare a un livello superumano, senza esempi né orientamento umani, senza alcuna conoscenza del campo, ad eccezione di regole essenziali»4.

E fin qui i proclami. Ora le riserve però. Se AlphaGo (o piú precisamente la sua versione AlphaGo Zero) nell’imparare non ha impiegato esempi umani, le cose stanno diversamente a proposito dell’«orientamento» umano. Tra gli aspetti rivelatisi essenziali per il successo di AlphaGo possiamo annoverare l’architettura specifica della sua rete neurale convolutiva, l’uso della ricerca ad albero Monte Carlo e l’impostazione dei molti iperparametri necessari al buon funzionamento della sua rete neurale e alla sua tecnica di ricerca. Come ha rilevato lo psicologo e studioso di IA Gary Marcus, nessuno di questi aspetti decisivi di AlphaGo è stato «imparato dai dati, con il solo apprendimento per rinforzo. [È stato] invece integrato fin dall’inizio […] dai programmatori di DeepMind»5. I programmi di DeepMind dei giochi Atari erano esempi migliori di AlphaGo di «apprendimento senza guida umana» perché, a differenza di quest’ultimo, non erano state loro fornite le regole del gioco (per esempio, che in Breakout lo scopo è distruggere mattoni) e nemmeno un concetto di «oggetti» rilevanti nel gioco (come racchetta o pallina). Questi programmi imparavano esclusivamente dai pixel dello schermo.

I dominî piú ardui.

Un ulteriore aspetto dell’affermazione di DeepMind è meritevole d’attenzione: «persino nei dominî piú ardui». Come possiamo valutare quanto sia arduo un campo per l’IA? Come abbiamo visto, molte cose che noi umani consideriamo piuttosto semplici (come descrivere il contenuto di una foto) sono estremamente difficili per i computer; e viceversa, molte cose che per noi umani sono terribilmente complicate (come moltiplicare correttamente due numeri di cinquanta cifre) i computer le eseguono in una frazione di secondo con un programma di una sola riga.

Un modo per valutare quanto sia arduo un dominio per i computer è quello di osservare la qualità della prestazione di algoritmi molto semplici in quel dominio. Nel 2018 un gruppo di ricercatori dei laboratori di IA di Uber avevano scoperto che alcuni algoritmi relativamente semplici ottenevano risultati quasi identici (e talvolta superiori) al metodo di Q-learning profondo di DeepMind in diversi videogiochi Atari. L’esecutore sorprendentemente piú bravo fu la «ricerca casuale»: invece di addestrare una rete-Q profonda tramite numerosi episodi di apprendimento per rinforzo, si possono semplicemente mettere alla prova molte differenti reti neurali convolutive, i cui pesi sono scelti in modo casuale6. In altri termini, l’unica forma di apprendimento è quella casualmente ottenuta per prove ed errori.

Forse penserete che una rete con pesi casuali otterrebbe dei pessimi risultati in un videogioco Atari. In effetti, buona parte di queste reti sono giocatori di infimo livello. Ma i ricercatori di Uber hanno continuato a collaudare nuove reti con pesi casuali, e alla fine (in un tempo inferiore a quello che era stato necessario per addestrare una rete-Q profonda) hanno scoperto delle reti le cui prestazioni erano quasi altrettanto buone, se non migliori, di quelle addestrate con il Q-learning profondo in cinque delle tredici partite da loro analizzate. Un altro algoritmo relativamente semplice, un algoritmo genetico7, ha ottenuto una prestazione migliore del Q-learning profondo in sette partite su tredici. Pur essendo difficile commentare questi risultati, potremo comunque concludere che il dominio dei giochi Atari non è poi cosí ostico per l’IA come si pensava in origine.

Per quanto ne so, nessuno ha provato nel Go tale ricerca casuale dei pesi della rete. Sarei alquanto sorpresa se avesse funzionato. Considerando la lunga storia dei tentativi fatti per costruire computer capaci di giocare a Go, sono convinta che il Go stesso si possa considerare un dominio difficile per l’IA. Ma come ha sottolineato Gary Marcus, molti giochi praticati dall’uomo sono per l’IA persino piú difficili del Go. Un esempio interessante riferito da Marcus è la sciarada8: se ci pensate bene, richiede una conoscenza visiva, linguistica e sociale che travalica le capacità di qualsiasi attuale sistema di IA. Se poteste costruire un robot capace di giocare bene a sciarada quanto, poniamo, un bambino di sei anni, allora credo che potreste tranquillamente affermare di avere conquistato diversi «dominî tra i piú difficili» per l’IA.

Che cosa hanno imparato questi sistemi?

Come nel caso di altre applicazioni di deep learning, è difficile interpretare che cosa abbiano realmente imparato le reti neurali impiegate in questi giochi. Leggendo i paragrafi precedenti, avrete forse notato un sottile antropomorfismo serpeggiare nelle mie descrizioni: dicevo per esempio che «Il giocatore di DeepMind ha scoperto in Breakout la strategia per aprirsi un varco tra i mattoni».

È pericolosamente facile, per me come per chiunque, scivolare in questa forma di linguaggio quando ci riferiamo al comportamento dei sistemi di IA. E il nostro linguaggio veicola spesso assunti inconsci che forse non valgono per questi programmi. Il giocatore di DeepMind ha realmente scoperto il concetto di aprirsi un varco in Breakout? Gary Marcus ci raccomanda prudenza al riguardo:


Il sistema non ha imparato la tal cosa; non sa realmente che cos’è un varco, né che cos’è un muro; ha solamente imparato delle contingenze specifiche in particolari scenari. I test di trasferimento – nei quali il sistema di apprendimento per rinforzo è alle prese con scenari differenti, per quanto riguarda i dettagli, da quelli nei quali il sistema è stato addestrato – rivelano che le soluzioni del deep learning con rinforzo sono spesso estremamente superficiali9.



Marcus si riferisce ad alcuni studi che hanno provato a verificare la capacità dei sistemi di Q-learning profondo di trasferire le cose imparate persino a variazioni minime dello stesso gioco. Per esempio, studiando un sistema simile al giocatore di Breakout di DeepMind, un gruppo di ricercatori ha riscontrato che, una volta che il giocatore è addestrato a livello «superumano», se la posizione della racchetta sullo schermo è spostata verso l’alto di pochi pixel, la qualità della prestazione del sistema precipita10: evidentemente il sistema non ha nemmeno imparato il concetto basilare di racchetta. Un altro gruppo ha rivelato che, se si cambia il colore dello sfondo dello schermo, un sistema di Q-learning profondo addestrato al gioco Pong riduce significativamente la qualità della propria prestazione11. Inoltre, in ognuno di questi casi, il sistema necessita, per adattarsi alla variazione, di molti episodi di riaddestramento.

Questi sono appena due esempi dell’incapacità del Q-learning profondo di generalizzare, una differenza notevole rispetto all’intelligenza umana. Non conosco studi che abbiano approfondito il concetto di apertura di un varco nel giocatore di Breakout di DeepMind. Ma scommetterei che il sistema non potrebbe essere esteso, che so, a un varco in basso o di lato, senza essere consistentemente riaddestrato. Come osserva Marcus, anche se noi umani attribuiamo al programma una certa comprensione di quelli che noi consideriamo concetti fondamentali (per esempio muro, soffitto, racchetta, pallina, apertura di un varco), di fatto il programma tali concetti non li possiede:


Queste dimostrazioni indicano chiaramente che è fuorviante attribuire all’apprendimento per rinforzo profondo la capacità di indurre concetti come muro o racchetta; tali considerazioni fanno piuttosto parte di quelle che la psicologia comparata (animale) chiama sovra-attribuzioni. Il sistema Atari non ha imparato un concetto di muro robusto; piuttosto si è superficialmente approssimato a perforare muri in un insieme limitato di circostanze soggette a un particolare addestramento12.



Analogamente, se per un verso AlphaGo ha manifestato un’«intuito» miracoloso nel giocare a Go, per l’altro il sistema non possiede alcun meccanismo, per quanto ne so, che gli permetterebbe di generalizzare le sue capacità nel gioco del Go, persino, ad esempio, a una scacchiera piú piccola o di forma differente, senza ristrutturare o riaddestrare la propria rete-Q profonda.

In breve, questi sistemi di Q-learning profondo, pur avendo realizzato prestazioni superumane in dominî ristretti e persino manifestato in questi stessi dominî quello che sembra essere un’«intuito», sono privi di qualcosa di fondamentale dell’intelligenza umana. Che la si chiami astrazione, generalizzazione del dominio o trasferimento dell’apprendimento, dotare i sistemi di questa capacità è uno dei problemi piú importanti dell’IA che rimangono ancora irrisolti.

Vi è un’altra ragione per supporre che questi sistemi non stiano imparando concetti di tipo umano né comprendendo i propri dominî nel modo in cui li comprendiamo noi umani: come sistemi di apprendimento con supervisione, questi sistemi di Q-learning sono vulnerabili a esempi avversari, come quelli descritti nel capitolo VI. Un gruppo di ricerca ha dimostrato, per esempio, che è possibile effettuare minuscoli cambiamenti specifici ai pixel nell’input di un programma di giochi Atari – cambiamenti impercettibili per l’uomo – che danneggiano significativamente la capacità dell’algoritmo di svolgere il gioco.

Qual è il livello di intelligenza di AlphaGo?

Ecco qualcosa da tenere a mente quando riflettiamo su giochi come gli scacchi e il Go e sulla loro relazione con l’intelligenza umana. Consideriamo le ragioni per cui molti genitori incoraggiano i figli a iscriversi al club di scacchi della scuola (o in certi Paesi al club di Go) e preferirebbero vedere i propri figli giocare a scacchi (o a Go) e non seduti in casa a guardare la TV o a smanettare con i videogiochi (pardon, Atari!) La ragione è che noi riteniamo che giochi come gli scacchi o come il Go insegnino ai bambini (o a chiunque) a pensare meglio: a pensare in modo logico, a ragionare in astratto e a elaborare piani strategici. Si tratta di capacità che trasferiremo ad altri ambiti della vita, capacità generali che sapremo impiegare in ogni attività.

Ma AlphaGo, malgrado i milioni di partite giocate nel proprio addestramento, non ha imparato a «pensare» meglio in nessun ambito, se non nel gioco del Go. In realtà, è incapace di pensare qualcosa, di ragionare su qualcosa, di fare piani su qualcosa, a parte il Go. Per quanto ne so, nessuna capacità da lui imparata è generale; nessuna può essere trasferita a un qualsiasi altro compito. AlphaGo è un idiot savant per eccellenza.

È certamente vero che il metodo del Q-learning profondo impiegato in AlphaGo può essere adoperato nell’apprendimento di altri compiti. Tuttavia il sistema dovrebbe essere riaddestrato da capo, e da capo ripartire per imparare una nuova abilità.

Rieccoci, quindi, al paradosso dell’IA per cui «le cose facili sono difficili». AlphaGo ha rappresentato un grande passo avanti per l’IA: ha imparato in buona parte giocando contro se stesso, e cosí è riuscito a sconfiggere uno dei migliori giocatori umani al mondo in un gioco considerato un modello di prodezza intellettiva. Ma AlphaGo non manifesta un’intelligenza di livello umano, per come siamo soliti definirla, e nemmeno una vera intelligenza. Nel caso dell’uomo, una parte decisiva dell’intelligenza consiste, piú che nell’imparare un’abilità particolare, nell’imparare a pensare e poi ad applicare il pensiero in modo flessibile a qualsiasi situazione o sfida che la vita ci pone. È questa la vera abilità che vogliamo che i nostri figli imparino quando giocano a scacchi o a Go. Forse potrà suonare un po’ strano, ma da questo punto di vista l’ultimo dei bambini di cinque anni nel club di scacchi è piú intelligente di AlphaGo.

Dai giochi al mondo reale.

Per concludere, consideriamo l’affermazione di Demis Hassabis secondo cui l’obiettivo finale di queste dimostrazioni relative ai giochi è «che possano applicarsi a problemi del mondo reale e che abbiano un enorme impatto, per esempio, sull’assistenza sanitaria e sulla scienza». Credo piú che plausibile che il lavoro di DeepMind sull’apprendimento per rinforzo avrà l’impatto agognato da Hassabis. Ma la strada che porta dai giochi al mondo reale è ancora lunga.

Un ostacolo è costituito dalla necessità di trasferire l’apprendimento. Ma ci sono anche altre ragioni che renderanno complicato estendere al mondo reale il successo dell’apprendimento per rinforzo nei giochi. Breakout e Go sono, per esempio, giochi che sembrano fatti su misura per l’apprendimento per rinforzo, perché hanno regole chiare, funzioni di ricompensa dirette (per esempio per i punti guadagnati o per la vittoria) e un numero relativamente esiguo di azioni (mosse) possibili. Inoltre, i giocatori hanno accesso all’«informazione perfetta»: ogni componente del gioco è visibile ai giocatori in ogni momento, non vi è nessuna parte nascosta o incerta dello «stato» di un giocatore.

Il mondo reale non è delineato in modo altrettanto netto. Douglas Hofstadter ha sottolineato come il concetto stesso di «stato» chiaramente definito non sia realistico. «Se considerate le situazioni nel mondo, esse non si presentano inquadrate, come una partita a scacchi o a Go. […] Nel mondo reale, una situazione è totalmente senza confini; non sapete che cosa c’è dentro o fuori dalla situazione»13.

Considerate, come esempio, l’impiego dell’apprendimento per rinforzo per addestrare un robot a eseguire un compito molto utile nel mondo reale: prendere i piatti sporchi impilati nel lavello e introdurli nella lavastoviglie. (Oh, quale armonia porterebbe un robot del genere nella mia famiglia!) Come potremmo definire lo «stato» del robot? Include forse ogni cosa che rientri nel suo campo visivo? Il contenuto del lavello? E che dire del cane, che si mette a leccare le stoviglie, e che deve essere cacciato via? Comunque definiamo il suo stato, il robot dovrebbe saper identificare differenti oggetti – per esempio riconoscere un piatto (che dovrebbe andare nel cestello inferiore della lavastoviglie), una tazzina da caffè (che dovrebbe andare nel cestello superiore) o una spugna (che nella lavastoviglie non ci deve finire proprio). Come abbiamo visto, il riconoscimento di oggetti da parte dei computer è, per ora, tutt’altro che perfetto. Per di piú, il robot dovrebbe ragionare su oggetti che non riesce a vedere – forse pentole e padelle nascoste sul fondo del lavello; avrebbe poi bisogno di imparare ad afferrare oggetti differenti e a collocarli (delicatamente!) in appropriate rastrelliere. Tutto questo implicherebbe il fatto di imparare a scegliere tra molteplici azioni possibili relative alla posizione del corpo del robot, alle sue «dita» prensili, ai suoi motori che controllano lo spostamento degli oggetti dal lavello verso la corretta rastrelliera della lavastoviglie, e cosí via14.

Gli agenti giocatori di DeepMind avevano bisogno di milioni di iterazioni di addestramento. Se vogliamo evitare milioni di piatti rotti, dovremo addestrare il nostro robot in una simulazione. I giochi sono molto veloci e facili da simulare accuratamente su un computer: non vi sono movimenti dei pezzi, né palline reali che rimbalzano sulla racchetta, e nemmeno mattoni che esplodono. Simulare un robot che carica una lavastoviglie, però, non è altrettanto semplice. Piú realistica è la simulazione, piú lenta sarà da far girare su un computer; e persino con un computer molto veloce è enormemente complicato includere in modo accurato nella simulazione tutte le forze fisiche e altri aspetti coinvolti nel caricamento dei piatti; senza considerare quel cane molesto e gli altri aspetti imprevedibili del mondo reale. Come decidere che cosa includere nella simulazione e che cosa ignorare senza problemi?

Tali questioni hanno indotto il direttore dell’IA di Tesla Andrej Karpathy a osservare che, per compiti nel mondo reale come questo, «quasi tutti i presupposti soddisfatti dal Go, e di cui AlphaGo si avvantaggia, sono violati, e di conseguenza qualsiasi approccio efficace nel mondo reale non somiglierebbe in nulla a quello adottato per AlphaGo»15.

Nessuno sa quale sarebbe l’approccio efficace. In effetti, il campo dell’apprendimento per rinforzo profondo è un dominio ancora molto giovane. I risultati che ho descritto in questo capitolo si possono considerare una prova di principio: la combinazione di reti profonde e di Q-learning opera sorprendentemente bene in alcuni dominî molto interessanti, se pure ristretti; e se per un verso la mia discussione ha evidenziato alcuni limiti attuali in questo campo, molte persone stanno lavorando per applicare piú in generale l’apprendimento per rinforzo. I programmi di gioco di DeepMind, in particolare, hanno riacceso un interesse e un entusiasmo straordinari in questo campo, al punto che la rivista del Mit «Technology Review» ha definito l’apprendimento per rinforzo una delle «dieci tecnologie rivoluzionarie» del 2017. Nei prossimi anni, l’apprendimento per rinforzo maturerà, e io non vedo l’ora di imbattermi in un robot bravo a caricare la lavastoviglie e capace di imparare da solo; e che magari nel tempo libero giochi sia a calcio sia a Go.








Parte quarta

L’intelligenza artificiale incontra il linguaggio naturale








Capitolo undicesimo

Parole in compagnia




E ora una storiella.


Al ristorante

Un uomo entra in un ristorante e ordina un hamburger al sangue. Gli portano un hamburger carbonizzato. La cameriera si ferma al suo tavolo. «Va bene il burger?», chiede. «Oh, è perfetto!», risponde lui, spostando la sedia indietro e uscendo come una furia dal ristorante, senza pagare. La cameriera gli urla dietro, «Ehi, signore, e il conto?» Lei alza le spalle, borbottando tra i denti: «Ma perché lui è andato su tutte le furie?»1



Ora vorrei chiedervi: l’uomo ha mangiato l’hamburger?

Scommetto che siete piú che sicuri della vostra risposta, benché la storiella non affronti direttamente la questione. È facile, almeno per noi umani, leggere tra le righe. In fondo, comprendere il linguaggio – incluse le parti non dette – è una parte fondamentale dell’intelligenza umana. Non a caso Alan Turing inquadrò il proprio celebre «gioco dell’imitazione» come una competizione che chiamava in causa la generazione e la comprensione del linguaggio.

Questa parte del libro tratta dell’elaborazione del linguaggio naturale, e cioè del «fare in modo che i computer gestiscano il linguaggio umano». (Nel gergo dell’IA, «naturale» significa «umano».) L’elaborazione del linguaggio naturale (Nlp, natural-language processing) include argomenti quali il riconoscimento vocale, la ricerca sul web, la risposta automatica a domande e la traduzione automatica. Per analogia con quanto abbiamo visto nei capitoli precedenti, il deep learning è stato la forza trainante di molti recenti progressi nell’Nlp. Descriverò alcuni di questi progressi, avvalendomi della storiella Al ristorante, per illustrare alcune grandi sfide che le macchine affrontano quando si tratta di usare e di capire il linguaggio umano.

Le sottigliezze del linguaggio

Supponiamo di voler creare un programma capace di leggere un brano e di rispondere a domande ad esso relative. I sistemi di risposta a domande sono al centro delle attuali ricerche nell’ambito dell’Nlp, perché vogliamo usare il linguaggio naturale per interagire con i computer (pensate a Siri, ad Alexa, a Google Now e ad altri «assistenti virtuali»). Tuttavia, per rispondere a domande relative a un testo come quello di Al ristorante, un programma avrebbe bisogno di sofisticate abilità linguistiche, e di una solida conoscenza di come funziona il mondo.

L’uomo ha mangiato l’hamburger? Per rispondere con sicurezza, un ipotetico programma dovrebbe sapere che gli hamburger appartengono alla categoria «cibo», e che i cibi possono essere mangiati; dovrebbe sapere che entrare in un ristorante e ordinare un hamburger significa in genere che si ha in programma di mangiare l’hamburger. Inoltre, in un ristorante, una volta che l’ordinazione è arrivata, è pronta per essere mangiata. Il programma dovrebbe sapere che, quando una persona ordina un hamburger «al sangue», di solito non vuole mangiarlo «carbonizzato»; e dovrebbe riconoscere che, quando l’uomo dice «Oh, è fantastico!», il suo tono è sarcastico, e che si sta riferendo al «burger», che è un’altra parola per dire «hamburger»; dovrebbe poi supporre che se voi «uscite come una furia» da un ristorante senza pagare, è probabile che non abbiate consumato il pasto.

È sconcertante pensare a tutta la conoscenza di base di cui il programma avrebbe bisogno per rispondere con sicurezza a domande elementari relative alla storiella. L’uomo ha lasciato una mancia alla cameriera? Il programma dovrebbe conoscere l’abitudine di lasciare la mancia al ristorante e il suo scopo, cioè la ricompensa per un buon servizio. Per quale ragione la cameriera dice: «Ehi, signore, e il conto [bill]?»? Il programma deve figurarsi che il «bill» cui la cameriera si riferisce non è, che so, il becco [bill] di un uccello, né una banconota [bill], e nemmeno un progetto di legge [bill], ma la somma che l’uomo deve pagare per il pasto. La cameriera sapeva che l’uomo era adirato? Il programma deve determinare che nel domandare «perché lui è andato su tutte le furie?» «lui» si riferisce all’uomo, e che «andare su tutte le furie» è un modo per dire che era appunto arrabbiato. La cameriera sapeva perché l’uomo se n’era andato via di corsa dal ristorante? Sarebbe utile se il nostro programma sapesse che il gesto di «alzare le spalle» suggerisce che la donna non aveva realizzato il perché l’uomo se n’era andato infuriato.

Riflettere su che cosa il nostro ipotetico programma dovrebbe sapere mi fa venire in mente quando cercavo di rispondere alle infinite domande che i miei figli mi facevano da piccoli. Una volta, quando il mio figlio maschio aveva quattro anni, lo portai con me in banca. Mi pose una semplice domanda: «Cos’è una banca?» La mia risposta innescò una cascata, che sembrava non poter avere mai fine, di «perché?»: «perché la gente usa i soldi?»; «perché la gente vuole avere un sacco di soldi?»; «perché la gente non può tenersi i soldi a casa?»; «perché non posso farmi da solo i miei soldi?» Tutte belle domande, ma a cui è difficile rispondere senza dover spiegare tutto quel genere di cose che esulano dall’esperienza di un bambino di quattro anni.

La situazione risulta molto piú estrema quando abbiamo a che fare con delle macchine. Un bambino che ascolta la storiella Al ristorante possiede già dei concetti ben radicati, come persona, tavolo e hamburger. I bambini hanno un buon senso di base: sanno che quando un uomo esce dal ristorante, non è piú dentro al ristorante, ma che i tavoli e le sedie sono probabilmente ancora là; oppure che, quando «è arrivato» l’hamburger, qualcuno lo aveva portato al tavolo dell’uomo (non ci è arrivato da solo). Le attuali macchine sono prive dei concetti dettagliati e correlati, come del buon senso che persino un bambino di quattro anni possiede, per capire il linguaggio.

Non dovrebbe dunque stupirci che usare e capire il linguaggio naturale sia una delle sfide piú complicate per l’IA. Il linguaggio è intrinsecamente ambiguo, dipende strettamente dal contesto, e presume una grande quantità di conoscenze di fondo condivise dalle parti che stanno comunicando. Come per altre aree dell’IA, i primi decenni della ricerca sull’Nlp si sono concentrati su approcci basati su regole – vale a dire programmi nei quali erano integrate regole grammaticali e linguistiche che essi applicavano a frasi di input. Questi approcci non hanno funzionato particolarmente bene: a quanto pare è impossibile cogliere le sottigliezze linguistiche applicando un insieme di regole esplicite. Negli anni Novanta, gli approcci dell’Nlp basati su regole furono eclissati da metodi statistici piú efficaci, che impiegavano enormi dataset per addestrare algoritmi di machine learning. Piú recentemente, questa impostazione statistica basata sui dati si è concentrata sul deep learning. E dunque, può il deep learning, insieme con i Big Data, produrre macchine capaci di gestire il linguaggio umano in modo flessibile e affidabile?

Il riconoscimento vocale e l’ultimo 10 per cento.

Il riconoscimento vocale automatico – il compito di trascrivere in tempo reale il linguaggio parlato in un testo – fu il primo grande successo del deep learning nell’Nlp e addirittura il piú significativo conseguito dall’IA fino a oggi in qualsiasi suo ambito. Nel 2012, nello stesso periodo in cui il deep learning stava rivoluzionando la visione artificiale, gruppi di ricerca dell’Università di Toronto, di Microsoft, di Google e di Ibm pubblicarono un articolo fondamentale sul riconoscimento vocale2. Questi gruppi avevano sviluppato reti neurali profonde per vari aspetti del riconoscimento vocale: quello di fonemi a partire da segnali acustici, la previsione di parole a partire da combinazioni di fonemi, la previsione di frasi a partire da combinazione di parole, e cosí via. Secondo un esperto di riconoscimento vocale di Google, l’uso delle reti profonde produsse il «piú grande singolo progresso in vent’anni di ricerche sul riconoscimento vocale»3. Quello stesso anno, un nuovo sistema di riconoscimento vocale basato su una rete profonda venne fornito ai clienti di smartphone dotati di sistema operativo Android; due anni dopo venne esteso agli iPhone di Apple. Eddy Cue, ingegnere capo dell’azienda di Cupertino, commentava al riguardo: «È stata una di quelle situazioni in cui il salto [nella performance] fu cosí significativo che fu necessario eseguire un secondo controllo: non abbiamo forse spostato la virgola di un decimale?»4.

Se vi è capitato di usare, prima e dopo il 2012, una qualsiasi tecnologia di riconoscimento vocale, avrete notato un deciso miglioramento. Il riconoscimento vocale, che prima del 2012 da terribilmente frustrante poteva arrivare al massimo a moderatamente utile, era all’improvviso diventato in talune circostanze quasi perfetto: ora posso dettare i testi e le e-mail all’applicazione di riconoscimento vocale del mio smartphone; pochi istanti fa ho letto la storiella Al ristorante al mio smartphone, parlando a velocità normale, e lui ha trascritto correttamente ogni parola.

A lasciarmi stupefatta è il fatto che i sistemi di riconoscimento vocale stanno realizzando tutto questo senza comprendere il significato del discorso che stanno trascrivendo. Vi posso assicurare che il sistema di riconoscimento vocale del mio smartphone, pur potendo trascrivere ogni parola della mia storiella Al ristorante, non capisce proprio niente di essa, né di qualsiasi altra cosa. Come me, molte persone appartenenti al mondo dell’IA erano convinte un tempo che il riconoscimento vocale non avrebbe mai raggiunto una prestazione cosí elevata, senza capire il linguaggio. Ma ci eravamo sbagliati.

Ciò detto, al contrario di quanto riportano alcuni media, il riconoscimento vocale automatico non ha ancora raggiunto un «livello umano». Il rumore di fondo può alterare significativamente l’accuratezza di questi sistemi: sono molto meno efficaci dentro un’automobile in movimento che in una stanza silenziosa; in piú, sono talvolta disorientati da parole o da frasi insolite, a conferma del fatto che non capiscono il parlato che loro stessi stanno trascrivendo. Per esempio, ho pronunciato «la mousse è il mio dessert preferito» ma il mio smartphone (Android) ha trascritto la frase «l’alce [moose] è il mio dessert preferito»; ho detto «l’uomo a capo scoperto [barheaded] aveva bisogno di un cappello» ma il mio smartphone l’ha trascritta come «L’uomo con la testa da orso [bear headed man] aveva bisogno di un cappello». Non è difficile trovare frasi che manderanno in confusione un sistema di riconoscimento vocale. Tuttavia, nel parlato quotidiano in un ambiente tranquillo, scommetto che l’accuratezza di tali sistemi – misurata dal numero di parole corrette – è probabilmente pari al 90-95 per cento dell’accuratezza umana5. Se aggiungete del rumore o altre complicazioni, questo livello di performance diminuisce notevolmente.

Qualsiasi complesso progetto di ingegneria contempla una ben nota regola empirica: il primo 90 per cento del progetto richiede il 10 per cento del tempo e l’ultimo 10 per cento ne richiede il 90. Io credo che una qualche versione di questa regola valga in molti campi dell’IA (con buona pace delle auto a guida autonoma!) e varrà anche per il riconoscimento vocale. L’ultimo 10 per cento include il dover gestire non soltanto il rumore, accenti non familiari e parole sconosciute, ma anche il fatto che l’ambiguità e la sensibilità al contesto del linguaggio possono interferire nell’interpretazione del parlato. Che cos’è necessario per superare quell’ultimo tosto 10 per cento? Piú dati? Piú strati nella rete? Oppure, oserei dire, quell’ultimo 10 per cento richiederà una reale comprensione di quello che il soggetto parlante sta dicendo? Io propendo per quest’ultima soluzione. Già in passato però mi sono sbagliata.

I sistemi di riconoscimento vocale sono piuttosto complicati: sono necessari vari e differenti tipi di elaborazione affinché le onde sonore si tramutino in frasi. Gli attuali sistemi di riconoscimento vocale integrano varie componenti, incluse molteplici reti neurali profonde6. Altri compiti di Nlp, come la traduzione interlinguistica o la risposta a domande, sembrano di primo acchito piú semplici: sia l’input sia l’output consistono di parole. Tuttavia l’approccio del deep learning basato sui dati in questi campi non ha generato lo stesso progresso del riconoscimento vocale. Perché? Come risposta, consideriamo ora alcuni esempi di come il deep learning sia stato applicato a importanti compiti di Nlp.

Classificare i sentimenti.

Come primo esempio, diamo uno sguardo all’ambito conosciuto come classificazione dei sentimenti. Considerate queste brevi recensioni del film Indiana Jones e il tempio maledetto7.


«La trama è pesante e manca terribilmente di senso dell’umorismo».

«Un po’ troppo cupo per i miei gusti».

«Dà l’idea che i produttori abbiano voluto renderlo il piú inquietante e spaventoso possibile».

«Lo sviluppo e l’ironia del personaggio del Tempio maledetto sono decisamente inferiori alla media».

«L’atmosfera ha un che di strano e contiene spesso un umorismo che su di me non ha funzionato».

«Manca il fascino o l’umorismo che permea gli altri film della serie».



In ciascuno dei casi sopracitati il film è piaciuto al recensore?

È grande il potenziale mercato per l’impiego di macchine capaci di rispondere a questa domanda. Un sistema di IA che sapesse classificare accuratamente una frase (o un brano piú lungo) in base al sentimento che esso esprime – positivo, negativo o di altro tipo – sarebbe oro colato per le aziende che vogliono analizzare i commenti dei clienti sui propri prodotti, per trovare nuovi potenziali clienti, per rendere automatici i consigli dei prodotti («alle persone che è piaciuto X piace anche Y») o per indirizzare selettivamente le proprie pubblicità online. I dati su film, libri e altri articoli preferiti da una persona possono essere sorprendentemente (e forse paurosamente) utili per prevedere i suoi acquisti futuri. Non solo, tali informazioni potrebbero avere un potere predittivo su altri aspetti della sua vita, come le probabili tendenze di voto e la sensibilità rispetto a certi tipi di notizie o di spot elettorali8. Inoltre, diversi sono stati i tentativi, piú o meno di successo, di utilizzare l’«estrazione dei sentimenti» (sentiment mining) – poniamo da tweet di natura economica – per predire le quotazioni di borsa e i risultati elettorali.

Tralasciando per ora l’etica delle applicazioni di analisi dei sentimenti, vorrei focalizzarmi su come l’IA potrebbe classificare il sentimento in frasi come quelle citate sopra. Se da un lato è piuttosto facile per noi capire che queste mini-recensioni sono tutte negative, dall’altro realizzare un programma che svolga questa classificazione in modo generale è molto piú difficile di quanto potrebbe sembrare a priva vista.

I primi sistemi di Nlp andavano perlopiú in cerca di singole parole, o di brevi sequenze di parole, come indizi del sentimento di un testo. Per esempio, vi aspettereste che parole come cupo, strano, pesante, inquietante, orribile, carente e insufficiente, o sequenze come non funzionava, senza alcuna, un po’ troppo, siano indicatori di sentimenti negativi nelle recensioni del film. In alcuni casi tutto questo funziona; in molti altri però tali sequenze trovano spazio anche in recensioni positive. Ecco alcuni esempi:


«Nonostante la pesantezza dell’argomento, vi è umorismo a sufficienza per evitare che diventi troppo cupo».

«Qui non vi è nulla di inquietante o di orribile come taluni hanno osservato».

«Ero troppo piccolo per vedere questo magnifico film quando uscí la prima volta».

«Se non lo vedi, non sai cosa ti perdi!»



Considerare singole parole o brevi sequenze isolate non è in genere sufficiente per cogliere il sentimento complessivo: è necessario afferrare la semantica delle parole nel contesto dell’intera frase.

Poco tempo dopo che le reti profonde avevano cominciato a eccellere nella visione artificiale e nel riconoscimento vocale, gli esperti di Nlp provarono ad applicarle all’analisi dei sentimenti. Come al solito, l’idea era quella di addestrare la rete su molti esempi di frasi etichettate dall’uomo con sentimenti positivi e negativi, e lasciare poi che la rete imparasse da sola caratteristiche utili che le permettessero di classificare con certezza come «positivi» o come «negativi» i sentimenti in una nuova frase. Ma per cominciare, come fare in modo che una rete neurale elabori una frase?

Le reti neurali ricorrenti.

Elaborare una frase o un brano richiede un tipo di rete neurale differente da quelle che ho descritto nei capitoli precedenti. Se ben vi ricordate, ad esempio, la rete neurale convolutiva del capitolo IV classificava un’immagine come «cane» o come «gatto». In quel caso, gli input della rete erano le intensità dei pixel di un’immagine di grandezza fissa (immagini piú grandi o piú piccole dovevano essere dimensionate alla grandezza opportuna). Le frasi, invece, consistono di sequenze di parole e non hanno una lunghezza fissa. Ci serve quindi un modo che permetta a una rete neurale di elaborare frasi di lunghezza variabile.

L’applicazione di reti neurali a compiti che implicano sequenze ordinate, come le frasi, risalgono agli anni Ottanta, con l’introduzione delle reti neurali ricorrenti (Rnn, recurrent neural networks). Esse si ispiravano, naturalmente, a teorie sull’interpretazione delle sequenze da parte del cervello. Immaginate che vi si chieda di leggere la recensione «un po’ troppo cupo per i miei gusti» e di classificarla come positiva o negativa. Voi leggete la frase da sinistra a destra, una parola alla volta; e leggendola, cominciate a farvi un’idea del suo sentimento, che diviene via via piú fondata quando avrete finito di leggere la frase. A questo punto, il vostro cervello ha una rappresentazione della frase sotto forma di attivazioni neurali, che vi permettono di asserire con sicurezza che la recensione è positiva, oppure che è negativa.

Le reti neurali ricorrenti si ispirano vagamente a questo processo sequenziale di lettura di una frase e di creazione di una sua rappresentazione sotto forma di attivazioni neurali. La figura 32 confronta le strutture di una rete neurale tradizionale e di una rete neurale ricorrente. Per semplicità, ciascuna rete presenta due unità (cerchietti bianchi) nello strato nascosto e una sola unità nello strato di output. In entrambe le reti, l’input ha connessioni con le unità nascoste, e ciascuna unità nascosta ha una connessione con l’unità di output (frecce continue). La differenza essenziale delle Rnn è che le unità nascoste hanno, in piú, delle connessioni «ricorrenti»: ciascuna unità nascosta ha una connessione con se stessa e con le altre unità nascoste (frecce tratteggiate). Come funziona? A differenza di una rete neurale tradizionale, una Rnn opera attraverso una serie di passi temporali. Per ciascuno dei passi, la Rnn riceve un input e calcola l’attivazione delle sue unità nascoste e di output, proprio come una rete neurale tradizionale. Ma in una Rnn ciascuna unità nascosta calcola la propria attivazione basandosi sia sull’input sia sulle attivazioni delle unità nascoste del passo temporale precedente. (Nel primo passo temporale, questi valori ricorrenti sono impostati su un valore pari a zero.) Tutto questo permette alla rete di interpretare le parole che essa stessa «legge», ricordando al contempo il contesto delle cose già «lette».

Il modo migliore per capire come funzionano le Rnn è visualizzare la rete in azione nel tempo, come nella figura 33, che illustra la Rnn della figura 32 nel corso di otto passi temporali. Per semplificare l’illustrazione, rappresento qui le connessioni ricorrenti nello strato nascosto come una singola freccia tratteggiata, che va da un passo temporale al successivo. Per ciascuno dei passi, le attivazioni delle unità nascoste costituiscono la codifica, da parte della rete, della frase parziale che la rete stessa ha visto fino a quel momento. E la rete continua a perfezionare la codifica mentre elabora le parole. Dopo l’ultima parola della frase, alla rete è dato il simbolo speciale END (analogo al punto d’interpunzione), il quale le dice che la frase è finita. Si tenga conto che il simbolo END è aggiunto da soggetti umani a ciascuna frase prima che il testo sia introdotto nella rete.

[image: Figura 32. a) Illustrazione di una rete neurale tradizionale; b) illustrazione di una rete neurale ricorrente, dove le attivazioni delle unità nascoste in un passo temporale sono reintrodotte nel passo temporale successivo.]

Figura 32. a) Illustrazione di una rete neurale tradizionale; b) illustrazione di una rete neurale ricorrente, dove le attivazioni delle unità nascoste in un passo temporale sono reintrodotte nel passo temporale successivo.

Per ciascun passo temporale, l’unità di output della rete elabora le attivazioni delle unità nascoste (la «codifica») affinché la rete sia sicura che la frase di input (ossia la parte della frase data alla rete fino a quel passo temporale) ha un sentimento positivo. Applicando la rete a una data frase, possiamo ignorare questo output, fino a quando non sarà raggiunta la fine della frase stessa. A questo punto, le unità nascoste codificano l’intera frase, e l’unità di output dà il valore di confidenza finale della rete (in questo caso il 30 per cento per un sentimento positivo o, che è la stessa cosa, il 70 per cento per un sentimento negativo).

Poiché la rete finisce di codificare la frase solamente quando incontra il simbolo END, il sistema può, in linea di principio, codificare frasi di qualsiasi lunghezza in un insieme di numeri di lunghezza fissa – l’attivazione delle unità nascoste. Per ovvie ragioni, questa rete neurale è spesso chiamata rete codificatrice.

[image: Figura 33. La rete neurale ricorrente di figura 32, operante nel corso di otto passi temporali.]

Figura 33. La rete neurale ricorrente di figura 32, operante nel corso di otto passi temporali.

Dato un insieme di frasi che i soggetti umani hanno etichettato con un sentimento «positivo» oppure «negativo», la rete codificatrice può essere addestrata da questi esempi mediante retropropagazione. Ma una cosa ancora non ho spiegato: è necessario che gli input delle reti neurali siano numeri9. Qual è il modo migliore per codificare le parole di input come numeri? Rispondere alla domanda ha consentito uno dei progressi piú significativi nell’elaborazione del linguaggio naturale di quest’ultimo decennio.

Un metodo semplice per codificare le parole come numeri.

Prima di spiegare i metodi possibili per codificare le parole come numeri, devo definire il concetto di vocabolario di una rete neurale. Il vocabolario è l’insieme di tutte le parole che la rete sarà capace di accettare come input. I linguisti stimano che siano necessarie tra le diecimila e le trentamila parole affinché un lettore sia a proprio agio con buona parte dei testi in lingua inglese: dipende dal tipo di conteggio; per esempio, potreste raggruppare insieme argue, argues, argued e arguing come una sola «parola». Il vocabolario può anche includere espressioni comuni di due parole, come San Francisco o come Golden Gate, contandole come una singola parola.

A mo’ di esempio concreto, ipotizziamo che la nostra rete disponga di un vocabolario di ventimila parole. Il metodo piú semplice possibile per codificare le parole come numeri è assegnare a ciascuna parola del vocabolario un numero arbitrario compreso tra uno e ventimila; e poi assegnare alla rete neurale ventimila input, uno per ogni parola del vocabolario. Per ciascun passo temporale, uno soltanto degli input – quello corrispondente alla parola in input effettiva – sarà «attivato». Per esempio, poniamo che alla parola buio sia stato assegnato il numero 317. Allora, se vogliamo introdurre come input buio nella rete, stabiliamo che l’input 317 abbia valore 1, e che gli altri 19 999 input abbiano valore zero. Nel campo dell’Nlp, è detta codifica one-hota: in ciascun passo temporale, un input soltanto – quello corrispondente alla parola introdotta nella rete – è «hot» (non-zero).

La codifica one-hot è diventata un metodo standard per introdurre parole nelle reti neurali. Tuttavia ha un problema: un’assegnazione arbitraria di numeri alle parole non afferra alcuna relazione tra le parole stesse. Supponiamo che la rete abbia imparato dai propri dati di addestramento che l’espressione «ho detestato questo film» ha un sentimento negativo; supponiamo ora che nella rete sia introdotta l’espressione «ho odiato questa pellicola», ma che non abbia mai incontrato le parole odiato e pellicola nei propri dati di addestramento. Supponete inoltre che la rete abbia imparato che l’espressione «ho riso di gusto» è associata a recensioni positive, e che poi incontri la nuova espressione «ho apprezzato la sua ironia». La rete non saprebbe riconoscere i significati vicini (se pure non identici) delle due espressioni. L’incapacità di cogliere relazioni semantiche tra parole e tra frasi è una delle ragioni principali per cui il funzionamento delle reti neurali che impiegano codifiche one-hot lascia spesso a desiderare.

Lo spazio semantico delle parole.

Il mondo dei ricercatori nel campo dell’Nlp ha proposto diversi metodi per codificare le parole, in modo da cogliere tali relazioni semantiche. I metodi sono basati sull’idea ben espressa nel 1957 dal linguista John Firth: «Conoscerete una parola dalla compagnia che frequenta»10. Vuol dire che il significato di una parola può essere definito in relazione alle altre parole con cui essa tende a presentarsi, e delle parole che tendono a presentarsi con quelle stesse parole, e cosí via. Detestato tende a presentarsi negli stessi contesti di odiato; ridere tende a presentarsi con le stesse parole con cui si accompagna ironia.

In linguistica, questa teoria è conosciuta come semantica distributiva. L’ipotesi su cui poggia è che «il grado di somiglianza semantica tra due espressioni linguistiche A e B è una funzione della somiglianza dei contesti linguistici in cui A e B possono comparire»11. I linguisti rendono spesso tutto questo piú concreto con il concetto di «spazio semantico». La figura 34a mostra uno spazio semantico bidimensionale di parole, in cui quelle dal significato simile sono collocate vicine tra loro. Ma risulterà presto chiaro che, potendo le parole avere molte dimensioni di significato, anche il loro spazio semantico deve avere piú dimensioni. Per esempio, la parola fascino è vicina ad arguzia e ironia, ma in un contesto differente fascino è vicino a braccialetto o a gioiello. Analogamente, la parola luminoso è vicina sia al cluster luce sia al cluster felice, ma può avere anche un significato alternativo (se pure affine), che è vicino a brillante, intelligente e perspicace. Sarebbe utile avere una terza dimensione, che si proietta dalla pagina verso di voi, per collocare queste parole alla distanza opportuna tra loro. Lungo una prima dimensione, fascino è vicino ad arguzia; lungo una seconda è vicina a braccialetto. Ma fascino potrebbe anche essere vicino a fortunato (braccialetto invece no): ci servono piú dimensioni! Noi esseri umani abbiamo difficoltà a disegnare uno spazio con piú di tre dimensioni. E tuttavia lo spazio semantico delle parole, di dimensioni, potrebbe richiederne in realtà decine, se non centinaia.

Quando parliamo di spazi semantici a piú dimensioni, ci ritroviamo nel mondo della geometria. In effetti, gli esperti di Nlp spesso inquadrano il «significato» delle parole entro concetti geometrici. Per esempio, la figura 34b mostra uno spazio tridimensionale, con gli assi x, y e z, lungo i quali si possono collocare le parole. Ciascuna parola è identificata da un punto (cerchietto nero) definito da tre coordinate, e cioè le posizioni x, y e z del punto. La distanza semantica tra due parole è equiparata alla distanza geometrica tra i punti sul diagramma. Come potete vedere, fascino ora è vicino sia ad arguzia sia a ironia e a braccialetto e a gioiello, ma lungo differenti dimensioni. Nell’Nlp, gli esperti usano il termine vettore di parole per riferirsi alle coordinate di una particolare parola in tale spazio semantico. In matematica, vettore è solo un termine tecnico per le coordinate di un punto12. Per esempio, supponiamo che braccialetto abbia per coordinate (2, 0, 3); questa lista di tre numeri è un vettore di parole in questo spazio tridimensionale. Si osservi che il numero di dimensioni di un vettore è semplicemente il numero di coordinate.

L’idea alla base è che, una volta che tutte le parole del vocabolario sono state collocate adeguatamente nello spazio semantico, il significato di una parola può essere rappresentato dalla sua posizione nello spazio, ossia dalle coordinate che definiscono il suo vettore di parole. E a che cosa serve un vettore di parole? Risulta che l’uso di vettori di parole come input numerici per rappresentare parole – a differenza del semplice schema one-hot che ho delineato in precedenza – aumenta notevolmente la prestazione delle reti neurali nei compiti di Nlp.

[image: Figura 34. a) Illustrazione di un cluster di due parole in uno spazio semantico in cui parole con significato simile sono collocate vicine tra loro; b) uno spazio semantico tridimensionale in cui le parole sono rappresentate come punti.]

Figura 34. a) Illustrazione di un cluster di due parole in uno spazio semantico in cui parole con significato simile sono collocate vicine tra loro; b) uno spazio semantico tridimensionale in cui le parole sono rappresentate come punti.

Come otteniamo i vettori di parole corrispondenti alle parole di un vocabolario? Esiste un algoritmo che collocherà adeguatamente tutte le parole contenute nel vocabolario della nostra rete in uno spazio semantico, per cogliere al meglio le molteplici dimensioni del significato di ciascuna parola? Molto lavoro nell’Nlp è stato dedicato proprio alla soluzione di questo problema.

Word2vec.

Parecchie soluzioni, alcune risalenti agli anni Ottanta, sono state suggerite al problema della collocazione delle parole in uno spazio geometrico. Il metodo oggi maggiormente adottato è stato proposto nel 2013 dai ricercatori di Google13, che l’hanno chiamato «word2vec» (abbreviazione di word to vector, «conversione di parole in vettori»). Il metodo word2vec impiega una rete neurale tradizionale per imparare automaticamente vettori di parole corrispondenti a tutte le parole di un vocabolario. I ricercatori di Google hanno impiegato parte dell’enorme archivio di documenti della propria azienda per addestrare la rete. Completato l’addestramento, hanno salvato e pubblicato i vettori di parole risultanti su una pagina web. Pertanto chiunque poteva scaricarli e usarli come input per i sistemi di elaborazione del linguaggio naturale14.

Il metodo word2vec fa propria l’idea «conoscerete una parola dalla compagnia che frequenta». Per creare i dati di addestramento del programma word2vec, il gruppo di Google ha iniziato attingendo a un enorme database di documenti di Google News Service. (Nella moderna Nlp nulla è meglio che avere dei Big Data a portata di mano!) I dati di addestramento del programma word2vec consistevano in una raccolta di coppie di parole, dove ciascuna parola della coppia era occorsa vicino all’altra parola da qualche parte nei documenti di Google News. Per aumentare l’efficienza di questo processo, sono state scartate le parole occorrenti con estrema frequenza, come il, di, ed e.

Ipotizziamo, per fare un esempio concreto, che le parole di ciascuna coppia si presentino immediatamente adiacenti all’interno di una frase. In questo caso, la frase «un uomo è entrato in un ristorante e ha ordinato un hamburger» sarebbe innanzitutto trasformata in «uomo entrato nel ristorante ordinato hamburger». Ne deriverebbero le seguenti coppie: (uomo, entrato), (entrato, nel), (nel, ristorante), (ristorante, ordinato), (ordinato, hamburger), piú l’inverso di ciascuna coppia – per esempio (hamburger, ordinato). L’idea è quella di addestrare la rete word2vec a predire quali parole andranno probabilmente ad appaiarsi a una data parola di input.

La figura 35 mostra la rete neurale word2vec15. Essa impiega la codifica one-hot descritta in precedenza. Nella figura 35 ci sono settecentomila unità di input, un valore prossimo alle dimensioni del vocabolario impiegato dai ricercatori di Google, e ciascun input corrisponde a una parola del vocabolario. Per esempio, qui il primo input corrisponde alla parola gatto, l’8378-esimo input ad hamburger, e il 700-millesimo a ceruleo. Sono numeri di mia invenzione: l’ordine reale non ha importanza. Analogamente, ci sono settecentomila unità di output, ciascuna corrispondente a una parola del vocabolario, e uno strato nascosto relativamente piccolo, di trecento unità. Le grandi frecce grigie indicano che ciascun input ha una connessione ponderata con ciascuna unità nascosta, e che ciascuna unità nascosta ha una connessione ponderata con ciascuna unità di output.

I ricercatori di Google hanno addestrato la propria rete su miliardi di coppie di parole raccolte da articoli di Google News. Data una coppia di parole, per esempio (hamburger, ordinato), l’input corrispondente alla prima parola della coppia (hamburger) è posto uguale a 1; gli altri input sono posti uguali a zero. Durante l’addestramento, l’attivazione di ciascuna unità di output misura il grado di confidenza con cui la rete stima che la parola corrispondente nel vocabolario si trovi vicina alla parola di input. In questo caso, le attivazioni corrette dell’output assegnerebbero una confidenza elevata alla seconda parola della coppia (ordinato).

Completato l’addestramento, si può estrarre il vettore di parole appreso, per qualsiasi parola del vocabolario. La figura 36 mostra come ciò avviene: mostra le connessioni ponderate tra un input (corrispondente alla parola hamburger) e trecento unità nascoste. Questi pesi, appresi dai dati di addestramento, hanno raccolto le informazioni relative al contesto in cui è usata la parola corrispondente. I trecento valori dei pesi sono le componenti del vettore di parole assegnato a quella parola. Per inciso, in questo processo le connessioni dalle unità nascoste con gli output vengono totalmente ignorate; tutte le informazioni necessarie risiedono nei pesi tra l’input e lo strato nascosto. Cosí, i vettori di parole appresi da questa rete hanno trecento dimensioni. L’insieme dei vettori di parole per tutte le parole del vocabolario costituisce lo «spazio semantico» appreso.

[image: Figura 35. Illustrazione della rete neurale word2vec, data la coppia di parole (hamburger, ordinato).]

Figura 35. Illustrazione della rete neurale word2vec, data la coppia di parole (hamburger, ordinato).

Potete visualizzare mentalmente lo spazio semantico a trecento dimensioni in questi termini. Pensate al grafico tridimensionale della figura 34 e poi provate a visualizzarne uno simile avente un numero di dimensioni cento volte maggiore, e con settecentomila parole rappresentate, ciascuna con trecento coordinate. Sto scherzando! È impossibile visualizzare qualcosa del genere.

Che cosa rappresentano le trecento dimensioni? Se fossimo creature con trecento dimensioni, e dotate di un cervello capace di visualizzare tale spazio, vedremmo che qualsiasi parola data è vicina ad altre parole correlate per molti significati. Per esempio, il vettore di hamburger è vicino al vettore di ordinato; ed è vicino anche ai vettori di burger, di hot dog, di mucca, di mangiare, e cosí via. Hamburger è anche vicino a cena persino se non è mai stato visto in coppia con cena; la ragione è che hamburger è vicino a parole che sono anche vicine a cena in contesti simili. Se la rete vede coppie di parole come «detesto l’hamburger a pranzo» o come «ho divorato un hot dog a cena», e se pranzo e cena appaiono anche vicine in alcune frasi di addestramento, allora il sistema impara che anche hamburger e cena dovrebbero essere vicine.

[image: Figura 36. Illustrazione di come ottenere un vettore di parole dalla rete word2vec addestrata.]

Figura 36. Illustrazione di come ottenere un vettore di parole dalla rete word2vec addestrata.

Ricordiamo che l’obiettivo di tutto questo processo è trovare una rappresentazione numerica – un vettore – per ciascuna parola del vocabolario, che catturi qualcosa della semantica di quella parola. L’ipotesi è che usare tali vettori di parole si tradurrà in reti neurali ad alta prestazione per elaborare il linguaggio naturale. Ma in quale misura lo «spazio semantico» creato da word2vec coglie realmente la semantica delle parole?

È una domanda alla quale è difficile dare una risposta, dato che non possiamo visualizzare lo spazio semantico a trecento dimensioni appreso da word2vec. Possiamo però fare qualcosa per scrutare dentro a questo spazio. Per esempio, possiamo prendere una parola e trovare le parole che risultano piú vicine a questa nello spazio semantico, considerando le distanze tra vettori di parole. Per esempio, dopo che la rete è stata addestrata, le parole piú vicine a Francia includono Spagna, Belgio, Paesi Bassi, Italia, Svizzera, Lussemburgo, Portogallo, Russia, Germania e Catalogna16. All’algoritmo di word2vec non era stato suggerito il concetto di Paese né di Paese europeo; sono semplicemente le parole che compaiono nei dati di addestramento in contesti simili a Francia, proprio come hamburger e hot dog nel mio esempio di prima. In effetti, se domando quali sono le parole piú vicine ad hamburger, la lista include burger, cheeseburger, sandwich, hot dog, taco e patatine fritte17.

Possiamo poi considerare relazioni piú complesse che scaturiscono dall’addestramento della rete. I ricercatori di Google che hanno creato word2vec hanno osservato che, nei vettori di parole creati dalla loro rete, la distanza tra la parola denotante un Paese e la parola denotante la capitale di quel Paese è grosso modo la stessa per molti Paesi. La figura 37 mostra una rappresentazione bidimensionale delle distanze. Di nuovo, il sistema non era stato dotato del concetto di «capitale» di un Paese: queste relazioni sono semplicemente emerse addestrando la rete con miliardi di coppie di parole.

Questo genere di regolarità ha fatto pensare che word2vec potrebbe «risolvere» problemi di analogia come «Uomo sta a donna come re sta a …». Prendete il vettore di parola per donna, sottraete il vettore di parola per uomo e aggiungete il risultato al vettore di parola per re18. Trovate il vettore di parole nello spazio piú vicino al risultato. Certo, la parola è regina. Nelle mie sperimentazioni online con la demo di word2vec19, questo metodo produce spesso ottimi risultati («Cena sta a sera come colazione sta a mattino), ma altrettanto spesso i risultati sono criptici («Sete sta al bere come stanco sta a ubriaco») o decisamente assurdi («Pesce sta ad acqua come uccello sta a idrante»).

Tali proprietà dei vettori di parole appresi sono interessanti e rivelano che alcune relazioni vengono catturate. Ma queste proprietà renderanno i vettori di parole utili nei compiti di Nlp in generale? La risposta pare essere un bel «sí». Ora come ora, quasi tutti i sistemi di Nlp usano un qualche tipo di vettore di parole (word2vec è solo uno di essi) come modo per introdurre parole.

[image: Figura 37. Rappresentazione bidimensionale delle distanze tra vettori di parole per i Paesi e vettori di parole per le rispettive capitali.]

Figura 37. Rappresentazione bidimensionale delle distanze tra vettori di parole per i Paesi e vettori di parole per le rispettive capitali.

Ecco un’analogia: a una persona con un martello, ogni cosa sembra un chiodo; per un ricercatore nell’IA con una rete neurale, ogni cosa sembrerà un vettore. A molti è venuto in mente che il gioco di word2vec poteva essere svolto, oltre che con le parole, con intere frasi. Perché non codificare una frase intera come vettore, proprio come sono codificate le parole, usando nell’addestramento coppie di frasi invece che coppie di parole? Tale sistema non coglierebbe meglio la semantica rispetto a un semplice vettore di parole? Diversi gruppi ci hanno provato: un team dell’Università di Toronto ha definito queste rappresentazioni di frasi «vettori di pensiero»20; altri hanno sperimentato reti che codificano paragrafi e interi documenti come vettori, ma con risultati piú incerti. Ridurre l’intera semantica alla geometria è un’idea seducente per i ricercatori. «Credo che si possa afferrare un pensiero con un vettore», ha dichiarato Geoffrey Hinton di Google21. Yann LeCun di Facebook ha convenuto: «[Al centro di ricerca sull’IA di Facebook] vogliamo includere il mondo in vettori di pensieri. Lo chiamiamo World2Vec»22.

Un’ultima considerazione sui vettori di parole. Diversi gruppi hanno dimostrato, in modo forse poco sorprendente, che tali vettori colgono i pregiudizi insiti nei dati del linguaggio che li producono23. Ecco, come esempio, un problema di analogia: «Uomo sta a donna come programmatore informatico sta a …» Se risolvete questo problema tramite i vettori di parole utilizzati da Google, la risposta sarà casalinga. Il problema inverso, «donna sta a uomo come programmatore informatico sta a …» darà ingegnere meccanico. Ed ecco un altro caso: «Uomo sta a genio come donna sta a …». Risposta: musa. E che dire di «donna sta a genio come uomo sta a …»? Risposta: geni.

Alla faccia di decenni di femminismo! Non possiamo incolpare i vettori di parole, che si limitano a catturare il sessismo e altri pregiudizi presenti nel nostro linguaggio, che riflettono a loro volta i pregiudizi della nostra società. Ma per quanto incolpevoli possano essere, i vettori sono una componente essenziale di ogni sistema di Nlp odierno: dal riconoscimento vocale alla traduzione. I pregiudizi nei vettori di parole potrebbero infiltrarsi e produrre pregiudizi inattesi, difficili da predire in applicazioni di Nlp ampiamente usate. Gli scienziati che indagano tali pregiudizi stanno appena iniziando a capire quali sottili effetti questi pregiudizi potrebbero avere sugli output dei sistemi di Nlp; e diversi gruppi stanno lavorando ad algoritmi volti a liberare dai pregiudizi i vettori di parole24. Si tratta di una sfida complicata. Probabilmente però non cosí difficile quanto l’altra, quella di liberare dai pregiudizi il linguaggio e la società.





a. In elettronica digitale l’espressione one-hot si riferisce a un gruppo di bit tutti posti a zero, tranne uno [N.d.T.].










Capitolo dodicesimo

La traduzione come codifica e decodifica




Se vi è già capitato di usare Google Translate o qualsiasi altro moderno sistema di traduzione automatica, saprete che il sistema stesso può tradurre un brano di testo da una lingua a un’altra in un lampo. Fatto ancora piú impressionante, i sistemi di traduzione online mettono ora a disposizione le traduzioni istantanee a persone di ogni angolo del mondo, ventiquattro ore su ventiquattro, sette giorni su sette, e gestiscono anche piú di cento lingue diverse. Diversi anni fa, quando ero in Francia con la mia famiglia per un periodo sabbatico di sei mesi, ho utilizzato spesso Google Translate per lamentarmi in modo estremamente diplomatico con la nostra padrona di casa – una donna molto formale – per un problema di muffa in casa. Dato il mio incerto francese, Google Translate mi risparmiò ore di ricerca di termini che non conoscevo, per non parlare di dove mettere gli accenti e del genere dei sostantivi.

Ricorrevo a Google Translate anche perché mi aiutasse a interpretare le risposte spesso confuse della nostra locatrice; e se da un lato le traduzioni del programma mi avevano restituito una percezione piuttosto chiara di cosa lei intendesse, dall’altro il suo inglese era zeppo di errori, piú o meno gravi. Ancora oggi non oso immaginare cosa la mia affittuaria poté pensare del mio francese. Nel 2016 Google ha lanciato un nuovo sistema, «la traduzione automatica neurale», che rappresentava – secondo l’azienda di Mountain View – «il piú importante miglioramento apportato finora alla qualità della traduzione automatica»1. Ma il livello dei sistemi di traduzione automatica continua a essere nettamente inferiore a quello di traduttori umani esperti.

Incoraggiata in parte dalla Guerra fredda tra gli Usa e l’Unione Sovietica, la traduzione automatica – in particolare tra l’inglese e il russo – fu uno dei primi progetti di IA. I primi, entusiastici passi in direzione della traduzione automatica li aveva promossi il matematico Warren Weaver nel 1947: «È spontaneo chiedersi se il problema della traduzione sia concepibile come un problema di crittografia. Quando guardo un articolo scritto in russo, mi dico: “È stato davvero scritto in inglese, ma è stato codificato con strani simboli. Ora lo decodifico!”»2. Ma come spesso accade nell’IA, la «decodifica» si sarebbe rivelata piú complicata di quanto si presagisse.

Al pari di altre ricerche nell’ambito dell’IA degli albori, la traduzione automatica veniva affrontata con complicati insiemi di regole redatte dall’uomo. Con l’obiettivo di tradurre da una lingua sorgente (l’inglese) a una lingua di arrivo (il russo), il sistema di traduzione automatica riceveva delle regole di sintassi per entrambe le lingue, e regole di corrispondenza tra le due strutture sintattiche. I programmatori umani creavano, poi, dei dizionari per il sistema di traduzione automatico che prevedevano equivalenze tra parole (e tra semplici frasi). Come molte altre iniziative intraprese nell’ambito dell’IA simbolica, questi metodi, pur dimostrandosi efficaci in alcuni specifici casi, si rivelavano essere piuttosto fragili, soggetti alla quantità di problemi, di cui ci siamo già occupati, posti dal linguaggio naturale.

A partire dagli anni Novanta ha poco alla volta preso piede una nuova impostazione, la traduzione automatica statistica. Seguendo la tendenza dell’IA di allora, la traduzione automatica statistica si basava sull’apprendimento dai dati, piú che dalle regole redatte da umani. I dati di addestramento consistevano in vasti insiemi di coppie di frasi: la prima frase di ciascuna coppia derivava dalla lingua sorgente, e la seconda era una traduzione (creata dall’uomo) della prima frase nella lingua di arrivo. Le coppie di frasi erano ricavate da documenti governativi di Paesi bilingui (per esempio, ogni documento del Parlamento canadese è prodotto in inglese e in francese), da verbali delle Nazioni Unite, tradotti nelle sei lingue ufficiali di questa organizzazione, e da altri grandi database di documenti originali e tradotti.

I sistemi di traduzione automatica statistica degli anni Novanta e Duemila costruivano grandi tabelle di probabilità, che collegavano le frasi dalla lingua sorgente alla lingua di arrivo. Quando gli viene data una nuova frase, poniamo in inglese – come «A man went into a restaurant» – il sistema scinde la frase in «sintagmi» («A man went», «into a restaurant») e consulta la propria tabella di probabilità per cercare le migliori traduzioni di quei sintagmi nella lingua di arrivo. Questi sistemi prevedevano dei passi supplementari per verificare che i sintagmi tradotti andassero a formare una frase coerente. Ma il vero motore della traduzione erano le probabilità di sintagmi appresi dai dati di addestramento. Malgrado i sistemi di traduzione automatica statistica avessero una conoscenza molto limitata della sintassi nelle due lingue, questi metodi producevano nel complesso traduzioni migliori dei metodi precedenti, basati su regole.

Google Translate, forse il programma di traduzione automatica piú in uso, ha impiegato questi metodi di traduzione automatica statistica dal 2006, anno del suo lancio, fino al 2016, allorché i ricercatori di Google hanno sviluppato un metodo di traduzione, a loro avviso, superiore, basato sul deep learning e che venne chiamato traduzione automatica neurale. Poco tempo dopo, la traduzione automatica neurale sarebbe stata adottata dai piú avanzati programmi di traduzione automatica.

Il codificatore incontra il decodificatore.

La figura 38 propone uno schema di cosa «c’è sotto il cofano» quando usate Google Translate (e altri programmi correnti di traduzione automatica), traducendo in questo caso dall’inglese al francese3. È un sistema complicato, perciò ho semplificato molti dettagli. La figura dovrebbe comunque darvi un’idea del suo funzionamento4.

La metà superiore della figura 38 mostra una rete neurale ricorrente (una rete codificatrice) molto simile a quella descritta nel capitolo precedente. La frase «A man went into a restaurant» è codificata lungo sette passi temporali. Ho utilizzato dei rettangoli bianchi per rappresentare la rete che codifica la frase; tra poco descriverò il reale aspetto della rete dentro i rettangoli. Durante la codifica, in ciascun istante temporale una parola della frase è l’input della rete, sotto forma di vettore di parole, simile a quelli già descritti5. Le frecce tratteggiate da un istante temporale al successivo rappresentano le connessioni ricorrenti nello strato nascosto. Parola dopo parola, la rete rappresenta la frase in inglese, codificata nelle attivazioni delle sue unità nascoste.

Nel passo temporale finale, alla rete codificatrice è assegnato uno speciale simbolo END, e a quel punto le attivazioni delle unità nascoste sono una codifica della frase. Le attivazioni finali delle unità nascoste fornite dal codificatore sono passate, come input, a una seconda rete, la rete decodificatrice, la quale creerà la versione tradotta della frase. La rete decodificatrice, illustrata nella metà inferiore della figura 38, è semplicemente una nuova rete ricorrente, i cui output però sono numeri che rappresentano le parole formanti la frase tradotta; nel passo temporale successivo ciascun numero è reintrodotto nella rete6.

[image: Figura 38. Schema di una coppia di reti «codificatrice-decodificatrice» per la traduzione tra lingue. I rettangoli bianchi rappresentano le reti codificatrice e decodificatrice, operanti per passi temporali successivi. Le parole in input – per esempio man – sono dapprima trasformate in vettori di parole – per esempio wordvec(man) – prima di essere passate alla rete.]

Figura 38. Schema di una coppia di reti «codificatrice-decodificatrice» per la traduzione tra lingue. I rettangoli bianchi rappresentano le reti codificatrice e decodificatrice, operanti per passi temporali successivi. Le parole in input – per esempio man – sono dapprima trasformate in vettori di parole – per esempio wordvec(man) – prima di essere passate alla rete.

Si osservi che la frase in francese ha sette parole, mentre quella in inglese ne ha sei. Questo sistema codificatore-decodificatore può, in linea di principio, tradurre una frase di qualsiasi lunghezza in una frase di qualsiasi altra lunghezza7. Quando però le frasi diventano troppo lunghe, una rete codificatrice finisce per perdere informazioni utili; e questo significa che, in passi temporali successivi, essa «dimentica» importanti parti precedenti della frase. Consideriamo, come esempio, la seguente frase:


Mia madre ha detto che il gatto che è volato con sua sorella alle Hawaii l’anno prima che tu iniziassi quella nuova scuola superiore ora vive con mia cugina.



Chi sta vivendo con mia cugina? La risposta potrebbe influenzare il modo di tradurre i verbi sta e vivendo in alcune lingue. Gli esseri umani sono bravi a elaborare queste frasi contorte; invece le reti neurali ricorrenti perdono facilmente il filo. La situazione si ingarbuglia quando la rete prova a codificare l’intera frase in un singolo insieme di attivazioni di unità nascoste.

Sul finire degli anni Novanta, un gruppo di ricerca in Svizzera propose una soluzione: le singole unità di una rete neurale ricorrente dovevano avere una struttura piú complicata, con pesi specializzati che determinano quali informazioni inviare al passo temporale successivo e quali informazioni «dimenticare». Questi ricercatori avevano denominato le unità piú complesse unità di «memoria a breve termine protratta» (Lstm, long short-term memory)8. Il nome disorienta un po’. Tuttavia l’idea a monte è che queste unità consentono a una quantità maggiore di memoria «a breve termine» di perdurare durante l’elaborazione della frase. I pesi specializzati sono appresi per retropropagazione, proprio come i pesi regolari di una rete neurale tradizionale. La figura 38 illustra in modo astratto, sotto forma di rettangoli bianchi, la rete codificatrice e quella decodificatrice. Ma tali reti non sono in realtà formate da unità Lstm.

La traduzione automatica nell’era del deep learning è un trionfo dei Big Data e della potenza di calcolo. Per creare una coppia di reti codificatrice-decodificatrice volta a tradurre, poniamo, dall’inglese all’italiano, le reti sono addestrate su piú di trenta milioni di coppie di frasi tradotte dall’uomo. Le reti neurali ricorrenti profonde formate da unità Lstm e addestrate su grandi dataset sono il pane quotidiano dei moderni sistemi di elaborazione del linguaggio naturale; e non solo nelle reti codificatrici e decodificatrici usate da Google Translate, ma anche nel riconoscimento vocale, nella classificazione dei sentimenti e – vedremo a breve – nella risposta a domande. Questi sistemi includono spesso diversi stratagemmi per migliorare la prestazione, per esempio inviando come input la frase originale sia in avanti sia indietro, e meccanismi volti a concentrare l’attenzione su parti differenti della frase in passi temporali differenti9.

Valutare la traduzione automatica.

Dopo aver lanciato, nel 2016, la propria traduzione automatica neurale, Google Translate dichiarò che il nuovo approccio stava «colmando il divario tra la traduzione umana e quella automatica»10. Altre grandi tech company, partite in quarta per recuperare il ritardo, hanno creato i propri programmi di traduzione automatica online, basati a loro volta sull’architettura codificatore-decodificatore che vi ho appena descritto. Queste aziende, e i media del settore che se ne sono occupati, hanno promosso con entusiasmo questi servizi di traduzione: la rivista del Mit «Technology Review» riportava che «il nuovo servizio di Google traduce le lingue bene quasi quanto l’uomo»11; Microsoft annunciava in un comunicato stampa che il suo nuovo servizio di traduzione di notizie dal cinese all’inglese aveva raggiunto «il livello umano»12; l’Ibm dichiarava che «Watson [il suo sistema di IA] ha ora una buona padronanza di nove lingue (e del contare)»13; il dirigente capo del settore traduzione di Facebook annunciava in un meeting: «Crediamo che le reti neurali stiano imparando il significato semantico sotteso al linguaggio»14; il Ceo di DeepL, azienda specializzata in traduzioni online, proclamava: «Le nostre reti neurali [di traduzione automatica] hanno sviluppato una capacità di comprensione sorprendente»15.

Tali dichiarazioni sono in genere alimentate anche dalla concorrenza che si fanno le tech company nel vendere i servizi di IA ad altre aziende, e la traduzione interlinguistica è una tra le maggiori offerte con elevate potenzialità di profitto. Mentre siti web come Google Translate offrono una traduzione libera per testi di piccole dimensioni, un’azienda che vuole tradurre un volume corposo di documenti o fornire una traduzione del proprio sito ai clienti ha a disposizione molti servizi di traduzione automatica a pagamento, che funzionano con la stessa architettura codificatrice-decodificatrice.

In che misura dovremmo prestare fede alle affermazioni secondo le quali le macchine stanno davvero imparando il «significato semantico» o la traduzione automatica è ormai prossima a un livello di performance umana? Per rispondere, vediamo meglio i risultati su cui si basano tali affermazioni; in particolare, in che modo queste aziende misurano la qualità di una traduzione, automatica o umana che sia. Misurare la qualità di una traduzione non è cosí semplice. Un testo può infatti essere tradotto correttamente in molti modi diversi (e non-correttamente in un numero persino maggiore). Poiché non esiste un’unica risposta corretta nella traduzione di un testo, è difficile concepire un metodo automatico per calcolare l’accuratezza del sistema.

Le pretese di «aver raggiunto il livello umano» e di «colmare il divario tra le macchine e l’uomo» nella traduzione automatica si basano su due metodi di valutazione dei risultati della traduzione. Il primo è un metodo automatico – un programma informatico – che confronta la traduzione di una macchina con le traduzioni di esseri umani, e restituisce un punteggio; il secondo metodo impiega degli esseri umani bilingui che valutano le traduzioni. Quanto al primo metodo, il programma usato in quasi ogni valutazione della traduzione automatica è chiamato Bleu (bilingual evaluation understudy)16. In sostanza, per misurare la qualità di una traduzione, Bleu conta il numero di corrispondenze – tra parole e sintagmi di lunghezza variabile – in una frase tradotta automaticamente e in una o piú traduzioni «di riferimento» create dall’uomo (ossia corrette). Se da un lato i punteggi prodotti da Bleu sono spesso correlati con i giudizi umani sulla qualità della traduzione, dall’altro Bleu tende a sopravvalutare le cattive traduzioni. Diversi ricercatori nel campo della traduzione automatica mi hanno riferito che Bleu è un modo fallace di valutare le traduzioni, che viene usato per la sola ragione che nessuno ha ancora trovato un metodo automatico piú efficace.

Considerando i limiti di Bleu, lo «standard di riferimento» per valutare un sistema di traduzione automatico è che esseri umani bilingui valutino le traduzioni prodotte dal sistema. Gli stessi valutatori umani possono anche valutare traduzioni corrispondenti create da traduttori umani professionisti, per compararle con i punteggi della traduzione automatica. Emergono tuttavia inconvenienti anche in questo metodo basato sullo standard di riferimento: arruolare delle persone è costoso, naturalmente; e gli esseri umani, a differenza dei computer, si stancano dopo avere valutato qualche decina di frasi. E quindi, a meno che non vogliate arruolare un esercito di valutatori umani bilingui con un sacco di tempo a disposizione, il vostro processo di valutazione sarà limitato.

I team di traduzione automatica di Google e di Microsoft hanno svolto questa valutazione ideale (se pure limitata) arruolando piccoli gruppi di valutatori umani bilingui affinché assegnassero i punteggi17. Ciascun valutatore riceveva alcune frasi in una lingua sorgente, insieme alle traduzioni di quelle frasi nella lingua di arrivo. Le traduzioni erano create sia dal sistema della macchina neurale di traduzione sia da traduttori umani di professione. La valutazione di Google prevedeva circa cinquecento frasi tratte da notizie di cronaca e da voci di Wikipedia in varie lingue. Facendo la media dei punteggi di ciascun valutatore per tutte le frasi, e poi la media su tutti i valutatori, i ricercatori di Google hanno riscontrato che il punteggio medio assegnato al loro sistema di traduzione automatico era prossimo (pur se inferiore) ai punteggi assegnati alle frasi tradotte da esseri umani. E il discorso valeva per tutte le coppie di lingue considerate nella valutazione.

Microsoft ha usato un metodo simile di calcolo della media per valutare le traduzioni di articoli di stampa dal cinese all’inglese. I punteggi delle traduzioni del sistema di traduzione automatica neurale di Microsoft erano assai prossimi (e talvolta addirittura superiori) ai punteggi delle traduzioni umane. In ogni caso, i valutatori umani considerarono le traduzioni prodotte dalla traduzione automatica neurale migliori di quelle prodotte da metodi precedenti di traduzione automatica.

In breve, con l’introduzione del deep learning, la traduzione automatica è migliorata. Ma possiamo concludere che questi risultati giustifichino l’affermazione che la traduzione automatica sia oggi prossima a un «livello umano»? A mio avviso si tratta di una pretesa ingiustificata, e per piú ragioni. Innanzitutto, fare la media dei punteggi può essere fuorviante. Immaginate il caso in cui, se da un lato buona parte delle traduzioni sono valutate come «magnifiche», dall’altro molte sono giudicate «orrende». La media sarebbe «piuttosto buono». Ma voi probabilmente preferireste un sistema di traduzione piú affidabile che sia sempre «piuttosto buono» e mai «orrendo».

Inoltre, le pretese che questi sistemi di traduzione siano prossimi al «livello umano» o «pari all’uomo» si basano totalmente sulla valutazione di singole frasi isolate, e non su brani piú lunghi. Le frasi di un brano piú lungo dipendono in modi significativi l’una dall’altra, che possono andare perduti se le frasi sono tradotte isolatamente. Per quanto ne so, non esistono studi formali di valutazione della traduzione automatica per brani piú lunghi. Ma secondo la mia esperienza la qualità della traduzione, poniamo di Google Translate, diminuisce significativamente in presenza di interi paragrafi invece che di singole frasi.

Infine, le frasi di queste valutazioni sono ricavate da articoli di stampa e da pagine di Wikipedia, scritte in genere con l’intento di evitare un linguaggio ambiguo o espressioni idiomatiche che potrebbero causare seri problemi ai sistemi di traduzione automatica.

Lost in translation.

Ricordate la storiella Al ristorante all’inizio del capitolo precedente? Non l’avevo pensata per mettere alla prova sistemi di traduzione. Eppure la storiella calza a pennello per illustrare le sfide che il linguaggio colloquiale, idiomatico e potenzialmente ambiguo presentano ai sistemi di traduzione automatica.

Ho usato Google Translate per tradurre Al ristorante dall’inglese in tre lingue di arrivo: il francese, l’italiano e il cinese. Ho dato le traduzioni risultanti (senza la storiella originale) ad amici bilingui in inglese e nella lingua di arrivo e ho chiesto loro di retrotradurre in inglese la traduzione di Google, giusto per farmi un’idea di che cosa avrebbe colto un parlante la lingua di arrivo dal testo reso in quella lingua. Ed ecco i risultati per l’italiano.

Storia originale:


A man went into a restaurant and ordered a hamburger, cooked rare. When it arrived, it was burned to a crisp. The waitress stopped by the man’s table. «Is the burger okay?» she asked. «Oh, it’s just great», the man said, pushing back his chair and storming out of the restaurant without paying. The waitress yelled after him, «Hey, what about the bill?» She shrugged her shoulders, muttering under her breath, «Why is he so bent out of shape?»



Ecco la versione italiana di Google Translate:


Un uomo andò in un ristorante e ordinò un hamburger, cucinato raro. Quando è arrivato, è stato bruciato per un croccante. La cameriera si fermò accanto al tavolo dell’uomo. «L’hamburger va bene?» chiese lei. «Oh, è semplicemente fantastico», disse l’uomo, spingendo indietro la sedia e uscendo dal ristorante senza pagare. La cameriera gli urlò dietro: «Ehi, e il conto?» Lei scrollò le spalle, mormorando sottovoce: «Perché è così piegato?»



E questa è la versione italiana di Google Translate, retrotradotta in inglese da un essere umano:


A man went to a restaurant and ordered a burger, cooked sparse. When it arrived, it was burnt for an almond brittle. The waitress stopped near the man’s table. «Is the burger okay?» she asked. «Oh, it’s simply fantastic», said the man, pushing back his chair and leaving the restaurant without paying. The waitress shouted after him, «Hey, what about the bill?» She shrugged her shoulders, muttering in a low voice, «Why is he so bent?»



Leggere queste traduzioni è un po’ come ascoltare un brano musicale familiare suonato da un pianista di talento ma incline a sbagliare le note. Il brano è in genere riconoscibile ma sgradevolmente distorto; la canzone procede piacevolmente per brevi tratti, ma continua a essere interrotta da note stonate.

Come avete avuto modo di vedere, Google Translate sceglie talvolta il significato sbagliato di parole ambigue, come rare («raro», ma anche «poco cotto») e bill («becco», ma anche «conto» o «proposta di legge»). Ciò accade perché il programma ignora il contesto di parole o di frasi precedenti. Forme idiomatiche come burned to a crisp («completamente bruciato») e bent out of shape («andato su tutte le furie») sono tradotte in modi strani: l’algoritmo non sembra essere in grado di trovare una forma idiomatica corrispondente nella lingua di arrivo, né di cogliere il significato della forma idiomatica. Se da un lato il significato essenziale della storiella viene colto, dall’altro sottili ma importanti sfumature si perdono in ciascuna traduzione, inclusi la rabbia dell’uomo, espressa in storming out of the restaurant («uscendo come una furia dal ristorante»), e il disappunto della cameriera espresso con muttering under her breath («borbottando tra i denti»). Per non parlare degli errori di grammatica.

Non intendo qui scagliarmi in particolare contro Google Translate: ho provato diversi altri servizi di traduzione online e ho ottenuto risultati simili. Il che non sorprende, perché questi sistemi usano tutti grosso modo la stessa architettura codificatrice-decodificatrice. Va anche sottolineato che le traduzioni da me ottenute fotografano la situazione attuale di questi sistemi di traduzione, che stanno costantemente migliorando, e chissà, alcuni errori di traduzione qui riscontrati saranno già stati corretti quando leggerete queste righe. Ma non penso che la traduzione automatica raggiungerà il livello dei traduttori umani ancora per molto tempo a venire, tranne forse in circostanze limitate.

Ed ecco l’ostacolo principale: al pari dei sistemi di riconoscimento vocale, i sistemi di traduzione automatica svolgono il proprio compito senza in realtà comprendere il testo che stanno elaborando18. Nella traduzione, come nel riconoscimento vocale, resta aperta la questione: in quale misura tale «comprensione» è necessaria affinché le macchine raggiungano una prestazione di livello umano? Secondo Douglas Hofstadter, «tradurre è qualcosa di molto piú complesso del semplice guardare nel dizionario parola per parola e poi riordinare le parole. […] per tradurre, occorre avere un modello mentale del mondo di cui si parla e saper manipolare i simboli di quel modello»19. Per esempio, un essere umano che traduce la storiella Al ristorante dovrebbe avere un modello mentale in cui, quando un uomo si fionda fuori dal ristorante senza pagare, è molto piú probabile che una cameriera gli urli dietro qualcosa che riguarda il pagamento del conto, piú che una «proposta di legge». Le parole di Hofstadter sono state riprese in un articolo recente dei ricercatori IA Ernest Davis e Gary Marcus: «La traduzione automatica […] spesso implica problemi di ambiguità che si possono risolvere solamente ottenendo una reale comprensione del testo – e facendo valere una conoscenza del mondo reale»20.

Potrebbe una rete codificatrice-decodifictrice acquisire i necessari modelli mentali e la conoscenza del mondo reale con la semplice esposizione a un set di addestramento piú ampio e a un numero maggiore di strati della rete? O sarà invece necessario qualcosa di radicalmente diverso? È ancora una questione aperta ed è argomento di intensi dibattiti nel mondo dell’IA. Per ora, mi limiterò a dire che, da un lato, la traduzione automatica neurale può essere straordinariamente efficace e utile in molte applicazioni e che, dall’altro, le traduzioni, senza una revisione «redazionale» di esperti umani, sono ancora sostanzialmente inattendibili. Se ricorrete alla traduzione automatica – come me – allora dovreste prendere i risultati con un pizzico di cautela (a grain of salt). Guarda caso, quando ho fatto tradurre a Google Translate take it with a grain of salt dall’inglese al cinese e poi, di ritorno, in inglese, mi ha risposto bring a salt bar («prendi una barretta di sali»). Non sarebbe una cattiva idea.

Tradurre le immagini in frasi.

E ora un’idea un po’ folle: oltre alla traduzione tra lingue, non si potrebbe addestrare una sorta di coppia di reti neurali codificatrici-decodificatrici a tradurre le immagini in linguaggio? Si tratterebbe di usare una rete per codificare un’immagine e un’altra rete per «tradurre» quell’immagine in una frase che descrive il contenuto dell’immagine stessa. Del resto, creare la didascalia di un’immagine non è forse un’altra forma di «traduzione», stavolta tra il «linguaggio» di un’immagine e quello di una didascalia?

L’idea a quanto pare non è poi cosí balzana. Nel 2015 due gruppi – il primo di Google e il secondo dell’Università di Stanford – presentarono indipendentemente l’uno dall’altro due articoli molto simili su questo tema nel corso della stessa conferenza sulla visione artificiale21. Descriverò ora il sistema sviluppato dal gruppo di Google, che si chiama Show and Tell (Mostra e dimmi), poiché concettualmente è un briciolo piú semplice.

La figura 39 propone uno schema del funzionamento del sistema Show and Tell22. È simile al sistema codificatore-decodificatore della figura 38. Qui però l’input è un’immagine, e non una frase. L’immagine è introdotta in una rete neurale convolutiva invece che in una rete codificatrice. Qui la ConvNet è simile a quelle descritte nel capitolo IV, senonché il suo output non è costituito da classificazioni di oggetti; invece, le attivazioni del suo strato finale diventano l’input della rete decodificatrice, che «decodifica» queste attivazioni e produce come output una frase. Per codificare l’immagine, gli autori hanno impiegato una ConvNet addestrata per classificare le immagini su ImageNet, l’immenso dataset di immagini descritto nel capitolo V. In questo caso, il compito è addestrare la rete decodificatrice per generare una didascalia appropriata all’immagine di input.

Come impara questo sistema a produrre didascalie sensate? Se ricordate, nel caso della traduzione tra lingue, i dati di addestramento consistono in coppie di frasi, dove la prima frase di una coppia è la lingua sorgente e la seconda la traduzione di un traduttore umano nella lingua di arrivo. Nel caso della sottotitolazione di immagini, ciascun esempio di addestramento consiste in un’immagine accoppiata a una didascalia. Le immagini sono state scaricate da archivi, come Flickr.com, e le didascalie delle immagini sono state prodotte da esseri umani – in particolare dai Turchi di Amazon, arruolati da Google per questo studio. Poiché le didascalie possono essere molto variabili, cinque persone avevano assegnato una didascalia a ciascuna immagine. Cosí, compaiono nel set di addestramento cinque volte, accoppiate ognuna con una didascalia differente. La figura 40 mostra una immagine campione di addestramento e le didascalie assegnate dai Turchi di Amazon.

La rete decodificatrice Show and Tell è stata addestrata su circa ottantamila coppie di didascalie di immagini. La figura 41 offre alcuni esempi di didascalie che il sistema Show and Tell addestrato ha generato su immagini di prova – immagini cioè che non erano incluse nel set di addestramento.

[image: Figura 39. Schema del sistema di creazione automatica di didascalie di Google.]

Figura 39. Schema del sistema di creazione automatica di didascalie di Google.

Non è difficile rimanere impressionati, e anzi sbalorditi, dal fatto che una macchina incameri immagini come pixel grezzi e produca didascalie cosí accurate. È certamente la sensazione che ho provato io la prima volta che ho letto di questi risultati sul «New York Times». L’autore dell’articolo, il giornalista John Markoff, fece una descrizione minuziosa: «Due gruppi di scienziati, lavorando in modo indipendente l’uno dall’altro, hanno creato un software di intelligenza artificiale che riconosce e descrive il contenuto di fotografie e di video con un’accuratezza inaudita, imitando talvolta i livelli di comprensione umana»23.

Altri giornalisti non sono stati altrettanto misurati. «L’IA di Google ora sa aggiungere le didascalie quasi come gli umani», proclamava un sito di notizie online24. Altre aziende si sono ben presto mobilitate per creare didascalie automatiche di immagini usando metodi simili, esprimendosi in questi termini: «I ricercatori di Microsoft sono all’avanguardia nello sviluppo di tecnologie capaci di identificare automaticamente gli oggetti in una fotografia, di interpretare che cosa vi succede e di accompagnarla con un’accurata didascalia», dichiarava un blog dell’azienda di Atlanta25. Microsoft ha addirittura creato un demo online del proprio sistema, di nome CaptionBot. Il sito di CaptionBot dichiara: «Posso comprendere il contenuto di qualsiasi fotografia e proverò a descriverlo come farebbe qualsiasi essere umano»26. Aziende come Google, Microsoft e Facebook hanno cominciato a chiedersi in che modo applicare tale tecnologia per offrire descrizioni automatiche delle immagini alle persone cieche o affette da deficit visivi.

[image: Figura 40. Immagine campione di addestramento con didascalie assegnate dai Turchi di Amazon.]

Figura 40. Immagine campione di addestramento con didascalie assegnate dai Turchi di Amazon.

Ma non avverrà cosí presto. La creazione automatica di didascalie soffre dello stesso tipo di bipolarità riscontrata nella traduzione tra lingue. Quando è valida, come nella figura 41, sembra quasi magica. Ma gli errori possono spaziare da una lieve inesattezza all’assurdità piú totale. La figura 42 mostra alcuni esempi di questa varietà di situazioni. Tali didascalie errate potrebbero farvi ridere, ma se siete una persona cieca, che la foto non può vederla, per voi sarebbe difficile sapere se la didascalia proposta fa parte di quelle giuste o di quelle sbagliate.

[image: Figura 41. Quattro (accurate) didascalie prodotte automaticamente dal sistema Show and Tell di Google.]

Figura 41. Quattro (accurate) didascalie prodotte automaticamente dal sistema Show and Tell di Google.

Mentre CaptionBot di Microsoft dice di essere in grado di «comprendere il contenuto di qualsiasi fotografia», in realtà è vero il contrario. Persino quando le loro didascalie sono corrette, questi sistemi non capiscono le foto, nel senso in cui le capiamo noi umani. Quando ho dato a CaptionBot la foto «soldatessa in aeroporto con cane» del capitolo IV, l’output del sistema è stato «uomo che tiene un cane». Ci siamo quasi, tranne per «uomo». Ma questa didascalia non coglie proprio l’aspetto essenziale della foto, di tutto ciò che essa ci dice di noi, della nostra esperienza, delle nostre emozioni, e della nostra conoscenza del mondo. In altre parole, perde il significato della foto.

Sono certa che questi sistemi si perfezioneranno a mano a mano che i ricercatori applicheranno un numero maggiore di dati e nuovi algoritmi. Credo tuttavia che la mancanza fondamentale di comprensione delle reti generatrici di didascalie implichi inevitabilmente che, come nel caso della traduzione tra lingue, questi sistemi rimarranno inattendibili, ossia funzioneranno molto bene in alcuni casi ma falliranno clamorosamente in altri. E poi, persino quando saranno in linea di massima corrette, le loro didascalie non sapranno cogliere l’essenza di un’immagine che ritrae una situazione carica di significato.

[image: Figura 42. Didascalie meno accurate prodotte dal sistema Show and Tell di Google e da CaptionBot di Microsoft.]

Figura 42. Didascalie meno accurate prodotte dal sistema Show and Tell di Google e da CaptionBot di Microsoft.

I sistemi di Nlp che classificano il sentimento espresso nelle frasi, che traducono documenti e che descrivono fotografie, se pure ancora molto lontani dalle capacità umane nella realizzazione di questi compiti, sono comunque utili per il conseguimento di molti obiettivi concreti, e quindi sono ormai molto remunerativi per i loro sviluppatori. Ma il sogno piú grande dei ricercatori nell’Nlp è una macchina che interagisca in modo fluente e flessibile con i suoi utilizzatori in tempo reale – in particolare, che conversi con essi e risponda alle loro domande. Il prossimo capitolo esaminerà gli ostacoli ancora da superare prima che i sistemi di IA divengano capaci di corrispondere a ogni nostra richiesta.








Capitolo tredicesimo

Chiedimi ciò che vuoi





Uss Enterprise. Data astrale: 42402.7

TENENTE COMANDANTE DATA: Computer, vorrei sapere qualcosa di piú sull’umorismo. Perché certe combinazioni di parole e di azioni fanno ridere gli umani.

COMPUTER: Il materiale cui attingere in materia è molto ampio. Sii piú specifico, per favore.

TENENTE COMANDANTE DATA: Presentazione animata, umanoide. Interazione richiesta.

COMPUTER: Umorista fisico, cerebrale o aneddotico?

TENENTE COMANDANTE DATA: Di tutti gli artisti disponibili, chi è il piú divertente?

COMPUTER: Stan Orega del XXIII secolo, specializzato in battute sulla matematica quantistica.

TENENTE COMANDANTE DATA: No. Troppo astruso. Piú universale.

COMPUTER: Sto accedendo ai dati.

(Viene visualizzata una lista di nomi.)

(Star Trek: La prossima generazione, seconda stagione, quarto episodio: «Okona l’immorale»)1



Il computer dell’astronave Enterprise – con il suo enorme archivio di conoscenze e una comprensione perfetta delle domande che gli venivano sottoposte – è da tempo una fonte di ispirazione per l’interazione tra uomo e computer, invidiato dai fan di Star Trek non meno che dai ricercatori nell’IA (e l’intersezione tra i due gruppi non è per nulla trascurabile).

L’ex product manager di Google Tamar Yehoshua ha riconosciuto con franchezza l’influsso del computer di Star Trek nella progettazione del motore di ricerca del futuro della loro azienda: «Il nostro sogno è il computer di Star Trek: gli puoi parlare e ti capisce, e puoi intrattenere una conversazione con lui»2. La tecnologia fantastica di Star Trek ha ispirato pure Watson, il sistema di risposta a domande dell’Ibm, come spiega David Ferrucci, che ne è il capo progetto: «Il computer di Star Trek è una macchina che risponde alle domande. Capisce quello che gli chiedete e fornisce proprio la risposta che vi serve»3. E il discorso vale per Alexa, l’assistente vocale in ambiente domestico di Amazon, come precisa il dirigente dell’azienda di Seattle David Limp: «Il nostro sogno, la luce splendente lontana da noi ancora molti anni, forse decenni, è ricreare il computer di Star Trek»4.

Star Trek potrebbe avere generato in molti di noi il sogno di chiedere a un computer qualsiasi cosa ottenendo risposte precise, concise e utili. Ma chiunque abbia usato uno degli odierni assistenti virtuali basati sull’IA – come Siri, Alexa, Cortana e Google Now – sa che il sogno è ancora da realizzare. Possiamo sí interrogare a voce queste macchine – in genere sono brave nella trascrizione del parlato – e possono risponderci con le loro voci vellutate, un tantino robotiche. Talvolta capiscono quale informazione stiamo cercando e ci indirizzano alla giusta pagina web. E tuttavia questi sistemi non capiscono il significato di ciò che noi chiediamo loro. Alexa, per esempio, può recitarmi per filo e per segno la biografia dello sprinter olimpionico Usain Bolt: elencare quante medaglie d’oro ha vinto e riferire la velocità alla quale ha corso i cento metri alle Olimpiadi di Pechino. Ma è pur vero che «le cose facili sono difficili». Se domandate ad Alexa «Usain Bolt sa come si corre?» o «Usain Bolt sa correre veloce?», lei vi risponderà in entrambi i casi con espressioni stereotipate come «Scusa, non la so» oppure «Mmmh, non ne sono sicura». In fondo, lei non è stata concepita per sapere cosa significa «correre» né cosa vuol dire «veloce».

Benché i computer sappiano trascrivere accuratamente le nostre richieste, «l’ultima frontiera», per cosí dire, sarà fare in modo che essi comprendano il significato delle nostre domande.

La storia di Watson.

Prima di Siri, di Alexa e loro simili, il piú celebre programma di risposta automatica nel panorama dell’IA fu Watson, una creatura dell’Ibm. Forse ricorderete quando, nel 2011, sconfisse in modo eclatante due campioni umani nel quiz televisivo Jeopardy! Poco tempo dopo la vittoria di Deep Blue, nel 1997, contro il campione mondiale di scacchi Garry Kasparov, i dirigenti Ibm stavano promuovendo un nuovo progetto di alto livello, che diventasse, a differenza di Deep Blue, un prodotto utile per i clienti della propria azienda: un sistema di risposta automatico – in parte ispirato al computer di Star Trek – avrebbe fatto al caso loro. A quanto si racconta, il vicepresidente dell’Ibm Charles Lickel stava cenando al ristorante, quando realizzò che tra gli avventori era calato il silenzio; erano tutti concentrati sul televisore che stava trasmettendo una puntata di Jeopardy!, e il concorrente era il supercampione Ken Jennings. A Lickel venne cosí l’idea che l’Ibm avrebbe potuto sviluppare un programma capace di giocare a Jeopardy! abbastanza bene da sconfiggere un campione umano. La multinazionale statunitense avrebbe potuto esibire il proprio programma in una competizione televisiva seguita da un vasto pubblico5. L’idea si tramutò in un lavoro di anni diretto dallo stesso David Ferrucci, che era un esperto di linguaggio naturale. Il suo frutto fu Watson, un sistema di IA il cui nome intendeva omaggiare Thomas John Watson, il primo presidente dell’Ibm.

Jeopardy! è un gioco a quiz molto popolare, che andò in onda la prima volta nel 1964. Tre concorrenti scelgono a turno una categoria (tipo «Storia degli Stati Uniti» o «Al cinema»); dopodiché il conduttore legge un «indizio» relativo a quella categoria, e il concorrente che preme il pulsante per primo può rispondere in forma di domanda. Facciamo un esempio: per l’indizio «Uscito nel 2011, è l’unico film che vinse sia l’Oscar sia il César francese come migliore film dell’anno», la risposta corretta sarà «The Artist?» Vincere a Jeopardy! richiede che il concorrente possegga una vasta conoscenza, che spazi dalla storia antica alla cultura pop, una memoria pronta, e l’abilità a ricavare un senso dai frequenti giochi di parole, modi di dire, e altre forme di linguaggio colloquiale da associare alle categorie e agli indizi. Ecco un altro esempio: «Nel 2002 Eminem firmò con questo rapper un accordo a sei zeri, che valeva ovviamente molto di piú di quanto implichi il suo nome». La risposta corretta è: «50 Cent?»a.

Quando gli veniva dato un indizio di Jeopardy!, Watson produceva la risposta combinando un grande insieme di differenti metodi basati sull’IA. Usava, per intenderci, vari sistemi di elaborazione del linguaggio naturale volti ad analizzare l’indizio, a cogliere le parole importanti e a classificare l’indizio in funzione della risposta necessaria (che si trattasse di una persona, di un luogo, di un numero o del titolo di un film). Il programma girava su piú computer in parallelo specializzati per svolgere una ricerca rapida in enormi database di conoscenza. Come riportava un articolo sul «New York Times Magazine», «il team di Ferrucci ha immesso in Watson milioni di documenti per costruire la sua base di conoscenza, che includeva, spiega [Ferrucci], “libri, materiale di consultazione, dizionari di ogni tipo, dizionari dei sinonimi, folksonomie, tassonomie, enciclopedie, qualsiasi tipo di materiale di riferimento che potete immaginare di avere a portata di mano… romanzi, bibbie, giochi”»6. Per un certo indizio, il programma disponeva di molteplici risposte possibili e possedeva algoritmi che attribuivano un valore di confidenza a ciascuna risposta. Se la risposta con il livello maggiore di confidenza superava una certa soglia, il programma «premeva il pulsante» e dava quella risposta.

Fortunatamente per il team di Watson, i fan di Jeopardy! stavano archiviando da tempo l’insieme completo di categorie, indizi e risposte corrette di tutte le partite di Jeopardy! trasmesse. L’archivio si rivelò un tesoro per Watson – una fonte inestimabile di esempi per gli algoritmi di apprendimento con supervisione impiegati per addestrare le varie componenti del sistema.

A febbraio del 2011 Watson partecipò a un incontro in tre partite – trasmesso anche fuori dagli States – contro i due ex campioni di Jeopardy! Ken Jennings e Brad Rutter. Io guardai le puntate in famiglia, e rimanemmo incollati al video. Sul finire della terza partita era chiaro che Watson avrebbe vinto. L’ultimo indizio era: «An Account of the Principalities of Wallachia and Moldavia di William Wilkinson ispirò il romanzo piú famoso di questo autore». In Jeopardy! l’indizio finale richiede che ciascun concorrente scriva la risposta. I tre concorrenti scrissero correttamente «Bram Stoker?» Ma Ken Jennings, conosciuto per il suo umorismo sferzante, accettò l’inevitabile vittoria di Watson aggiungendo alla sua scheda della risposta un riferimento alla cultura pop: «Io per primo do il benvenuto ai nostri nuovi padroni computer!»7. Ovviamente, Watson non colse la battuta. Jennings avrebbe commentato tra il serio e il faceto: «Con mia sorpresa, perdere contro un dannato computer che partecipa a un quiz si rivelò una proficua svolta nella mia carriera; tutti volevano sapere che cosa significasse. Ma dato che Watson era un disastro nelle interviste, mi ritrovai di colpo a scrivere commenti e a partecipare ai Ted Talks… Come Kasparov prima di me, ora mi guadagnavo ragionevolmente da vivere come umano perdente professionista»8.

Durante le puntate di Jeopardy! Watson dava agli spettatori – e anche a me – la misteriosa impressione di comprendere e di usare il linguaggio con naturalezza e fluidità, interpretando e reagendo in modo fulmineo a complicati indizi su buona parte degli argomenti.


INDIZIO: Fissata alla parete, seppure rotta, ha ragione due volte al giorno.

WATSON: Una pendola?

INDIZIO: Classica barretta al cioccolato che è un giudice donna della Corte suprema.

WATSON: Baby Ruth Ginsburg?b



La telecamera inquadrava sovente il team di Watson, seduto tra il pubblico, con un sorriso estatico in volto. Watson era diventato una star.

Durante le trasmissioni, Watson – che in realtà era uno schermo – compariva su una pedana insieme con gli altri due concorrenti. Lo schermo non mostrava un volto ma un globo luminoso circondato da luci vorticanti. Le categorie scelte da Watson e le sue risposte agli indizi erano espresse con voce gradevole e affabile, seppur meccanica. L’Ibm aveva progettato Watson con cura, per dare l’impressione che lui, che non poteva proprio dirsi umano, ascoltasse con attenzione e rispondesse agli indizi al pari dei due rivali umani. In realtà, Watson non usava il riconoscimento vocale: gli veniva dato il testo di ciascun indizio nello stesso momento in cui veniva letto ai concorrenti umani.

Le risposte di Watson agli indizi incrinavano di tanto in tanto la sua immagine apparentemente «umana». Il fatto non era tanto che il sistema commettesse degli errori su alcuni indizi, perché tutti i concorrenti ne commettevano; piuttosto era che gli errori di Watson si rivelavano spesso… non-umani. L’errore che fece piú notizia fu la sua gaffe a proposito di un indizio della categoria «città degli Stati Uniti»: «Il suo piú grande aeroporto prende il nome da un eroe della Seconda guerra mondiale; il suo secondo piú grande aeroporto da una battaglia della Seconda guerra mondiale». Stranamente Watson ignorò l’esplicita categoria e rispose erroneamente «Toronto?» Questa macchina commise altri errori degni di nota. Un indizio diceva: «Fu una stranezza anatomica del ginnasta statunitense George Eyser a fargli vincere la medaglia d’oro alle parallele nel 1904». Mentre Ken Jennings rispose «Un braccio mancante?», la risposta di Watson fu «Una gamba?» Quella corretta era «Una gamba mancante?» Secondo David Ferrucci «il computer non sapeva che una gamba mancante è piú strana di qualsiasi altra cosa»9. Analogamente, Watson sembrava non capire qual era la domanda del seguente indizio: «A maggio del 2010 cinque dipinti del valore di centoventicinque milioni di dollari, di Braque, di Matisse e di tre altri pittori lasciarono il museo di Parigi dedicato a questo periodo artistico». I concorrenti diedero risposte errate: Ken Jennings «Cubismo?»; Brad Rutter «Impressionismo?»; Watson sconcertò il pubblico con la risposta «Picasso?» (la risposta corretta era «Arte moderna?»).

Malgrado questi e altri errori simili, Watson vinse la gara (aiutato non poco dalla sua rapidità al pulsante) e il milione di dollari, che sarebbe stato devoluto in beneficenza.

In seguito alla vittoria di Watson, il mondo dell’IA si divise: Watson rappresentava un reale progresso nell’IA oppure era solo una «trovata pubblicitaria» o un «abile raggiro», come alcuni lo avevano definito10? Pur essendo buona parte del pubblico d’accordo sul fatto che la prestazione di Watson a Jeopardy! fosse stata straordinaria, la domanda rimaneva: Watson aveva davvero risolto un problema realmente complicato, ossia rispondere a domande difficili poste in un linguaggio colloquiale? O invece il compito di rispondere agli indizi di Jeopardy!, con la loro particolare struttura linguistica e le risposte puntuali, non era poi cosí difficile per un computer che aveva un accesso incorporato a Wikipedia e ad altri immensi archivi di dati? Senza dimenticare poi che il computer era stato addestrato su circa centomila indizi di Jeopardy! strutturati in modo molto simile a quelli che avrebbe affrontato nella sfida televisiva. Io stessa, da spettatrice saltuaria del programma, avevo realizzato che gli indizi ricalcavano spesso lo stesso modello e quindi, con un numero sufficiente di esempi di addestramento, forse non era poi cosí difficile che il programma imparasse a individuare lo schema cui obbediva un particolare indizio.

Prima ancora del debutto di Watson a Jeopardy!, l’Ibm aveva annunciato progetti ambiziosi per questo suo programma. L’azienda manifestò, per esempio, l’intenzione di addestrarlo come assistente medico: intendeva alimentare Watson con enormi quantità di documenti di letteratura medica, permettendogli cosí di rispondere alle domande di medici e di pazienti, e di suggerire diagnosi o trattamenti. Il colosso informatico dichiarava: «Watson saprà trovare le risposte ottimali a domande di natura medica con molta piú efficacia della mente umana»11. L’Ibm propose altri potenziali campi applicativi per Watson, come il diritto, la finanza, il servizio clienti, le previsioni meteorologiche, il design della moda, l’assistenza fiscale, e chi piú ne ha piú ne metta. Per sviluppare queste idee, l’Ibm creò l’Ibm Watson Group, una divisione dell’azienda con migliaia di dipendenti.

A partire grosso modo dal 2014, il settore marketing dedicò molte risorse a una campagna pubblicitaria incentrata su di lui. Le sue pubblicità inondarono internet, la carta stampata e la televisione (spot che avevano per protagonisti celebrità come Bob Dylan e Serena Williams, intenti apparentemente a chiacchierare con Watson). La promozione dell’Ibm dichiarava che la loro creatura stava inaugurando l’epoca della «computazione cognitiva» che, se non era mai definita con precisione, sembrava comunque il fiore all’occhiello degli sforzi della tech company nel campo dell’IA. Significava chiaramente che Watson era una tecnologia rivoluzionaria, che faceva cose migliori degli altri sistemi di IA.

Anche sui media piú popolari si faceva un gran parlare di questa creatura. In un episodio del 2016 del programma di attualità 60 minutes, il reporter Charlie Rose, riferendo affermazioni dei dirigenti Ibm, raccontava al pubblico che «Watson è un lettore avido, capace di consumare l’equivalente di un milione di libri al secondo» o che «cinque anni fa Watson aveva appena imparato a leggere le domande e a rispondervi; ora ha completato i propri studi in medicina». Ned Sharpless, all’epoca ricercatore oncologico all’Università della North Carolina (e in seguito direttore del National Cancer Institute), fu intervistato nel corso della trasmissione 60 minutes. Charlie Rose gli domandò: «Che cosa sapeva lei di intelligenza artificiale e di Watson prima che l’Ibm suggerisse che avrebbe potuto dare il proprio contributo nell’assistenza sanitaria?» «Ben poco, a essere sinceri», rispose Sharpless. «L’ho solo visto giocare a Jeopardy!» E aggiunse: «Hanno insegnato a Watson a leggere la letteratura medica in circa una settimana. Non è stato granché difficile. Poi ha letto venticinque milioni di articoli in un’altra settimana»12.

E dunque? Watson è davvero un «avido lettore», un po’ come un ragazzino precoce di quinta elementare che, invece di leggersi un romanzo di Harry Potter in una settimana, legge un milione di libri al secondo, o venticinque milioni di articoli specialistici in una settimana? O forse il termine «legge», con le sue connotazioni umane di comprensione di che cosa sta leggendo, non descrive adeguatamente ciò che Watson realmente fa, ossia elaborare testi e aggiungerli al proprio database? Affermare che Watson «ha completato i propri studi in medicina» è una boutade accattivante, ma ci offre forse qualche indicazione sulle sue reali capacità? Il crescendo di elogi promozionali, la mancanza di trasparenza e di studi scientifici rigorosi su Watson impediva a qualunque profano di raccapezzarsi. Una valutazione critica molto letta di Watson for Oncology – un sistema di IA pensato per assistere gli oncologi – asseriva che «non esistono volutamente degli studi indipendenti, di parti terze, che valutano se Watson for Oncology mantenga le promesse di Ibm. L’azienda non ha sottoposto il prodotto a un esame critico di scienziati esterni, né ha svolto trial clinici per valutare la sua efficacia»13.

La descrizione di Watson da parte di alcuni membri dell’Ibm solleva un’altra questione ancora: quanta tecnologia sviluppata dall’Ibm in modo specifico per giocare a Jeopardy! è trasferibile ad altri compiti di risposta a domande? In altri termini, fino a che punto Ned Sharpless, quando ci racconta di avere guardato «Watson» giocare a Jeopardy! e che ora «Watson» sa leggere la letteratura clinica, si riferisce allo stesso Watson?

Sulla storia post-Jeopardy! di Watson si potrebbe scrivere un libro, e ci vorrebbe un giornalista d’inchiesta per svelarla. Ma questo è quanto posso ricavare dai molti articoli letti e dalle discussioni con addetti ai lavori che ben conoscono questa tecnologia. Le abilità necessarie per Jeopardy! non sono – pare – le stesse necessarie per rispondere a quesiti, poniamo, di medicina o di diritto. Le domande del mondo reale e le risposte negli ambiti del mondo reale non hanno la struttura semplice e breve degli indizi di Jeopardy! e nemmeno le sue risposte ben definite. Inoltre, gli ambiti del reale, come la diagnosi di un eventuale tumore, non dispongono di quel corposo insieme di esempi di addestramento – perfetti, etichettati ad hoc con una singola risposta corretta – come succedeva in Jeopardy!

A parte il fatto di condividerne il nome, il logo con tanto di pianeta e di lucine vorticanti, e la celebre e gradevole voce robotica, il «Watson» che il marketing dell’Ibm propone oggi non è quasi parente del «Watson» che nel 2011 sconfisse Ken Jennings e Brad Rutter a Jeopardy! E poi il nome Watson oggi sta a indicare, piú che un coerente sistema di IA, una gamma di servizi che l’Ibm offre ai clienti – perlopiú aziende – sotto il marchio Watson. In breve, Watson rimanda a ogni prodotto di IA di Ibm, ammantando al contempo questi servizi di un’aura prestigiosa, quella del vincitore a Jeopardy!

L’Ibm è una multinazionale che impiega migliaia di ricercatori di talento nell’IA. I suoi servizi sotto il marchio Watson sono strumenti di IA all’avanguardia e adattabili, pur richiedendo una notevole interazione con l’uomo in molti campi, a un’ampia gamma di ambiti, quali l’elaborazione del linguaggio naturale, la visione artificiale e l’estrazione dei dati. Molte aziende si sono abbonate a tali servizi che – come esse confermano – soddisfano le loro esigenze. Tuttavia, a dispetto dell’immagine che ci rimandano i media e delle massicce campagne pubblicitarie, nessun singolo programma di IA «Watson» «ha seguito gli studi di medicina» o «legge» articoli di questa disciplina. Piuttosto, i dipendenti umani di Ibm collaborano con aziende per preparare accuratamente dati da introdurre nei diversi programmi, molti dei quali si basano sugli algoritmi di apprendimento descritti nei capitoli precedenti (e che il Watson originario proprio non usava). In definitiva, offre qualcosa di affine ai prodotti di Google, di Microsoft, di Amazon e di altre grandi aziende, con i loro servizi di IA diversificati sul «cloud». Onestamente io non so in quale misura i metodi del Watson originale abbiano contribuito agli attuali programmi di risposta a domande, anzi fino a che punto un metodo qualsiasi tra tutti quelli concepiti per giocare a Jeopardy! abbia effettivamente un ruolo nell’IA oggi diffusa sotto l’etichetta Watson.

Per diverse ragioni l’Ibm Watson Group, che pure ha creato prodotti avanzati e utili, sembra annaspare piú di altre tech company. Alcuni suoi contratti di alto livello siglati con i clienti (come l’MD Anderson Cancer Center di Houston) sono stati annullati; ed è stata pubblicata una sfilza di articoli negativi su Watson, che spesso citano le recriminazioni di ex dipendenti scontenti dell’Ibm, i quali lamentano che alcuni quadri e responsabili del marketing si erano sbilanciati in promesse del tutto sproporzionate rispetto a ciò che la tecnologia può offrire. Fare promesse esagerate e non mantenerle è ormai una vecchia storia nel campo dell’IA: l’Ibm è in buona compagnia. Solo il futuro ci dirà quale sarà stato il suo contributo nel diffondere l’IA in ambito sanitario, giuridico e in altri campi dove i sistemi automatici di risposta a domande potrebbero avere un impatto enorme. Ma per ora Watson, in aggiunta alla sua vittoria a Jeopardy!, potrebbe concorrere al premio di «piú celebre battage mediatico». Un successo discutibile nella storia dell’IA.

Comprensione della lettura.

Ho appena espresso i miei dubbi sul fatto che Watson sapesse «leggere», nel senso che capisse il testo che stava elaborando. Come fare a stabilire se un computer ha compreso che cosa ha «letto»? Sottoponendolo a un test di «comprensione della lettura»?

Nel 2016 un gruppo di ricerca sul linguaggio naturale dell’Università di Stanford ha proposto un test del genere, che è tuttora lo standard di «comprensione della lettura» per le macchine. Lo Stanford Question Answering Dataset, piú comunemente conosciuto come SQuAD, consiste di paragrafi scelti da articoli di Wikipedia, ciascuno accompagnato da una domanda. Ne sono state create piú di centomila dai Turchi di Amazon14.

Il test SQuAD è piú facile dei tradizionali test di comprensione della lettura assegnati ai lettori umani: nelle istruzioni relative alla formulazione delle domande, i ricercatori di Stanford hanno specificato che la risposta deve comparire nel testo come una frase o un sintagma. Ecco un esempio del test:


PARAGRAFO: Peyton Manning è diventato il primo quarterback che ha portato due squadre a vincere piú di un Super Bowl. È anche il quarterback piú anziano ad avere giocato, a 39 anni, in un Super Bowl. Il record precedente apparteneva a John Elway, che guidò i Broncos alla vittoria nel XXXIII Super Bowl a 38 anni, ed è attualmente vicepresidente esecutivo per le Football Operations e direttore generale dei Broncos.

DOMANDA: Qual è il nome del quarterback che aveva 38 anni nel XXXIII Super Bowl?

RISPOSTA CORRETTA: John Elway.



Qui non serve leggere tra le righe né un vero ragionamento. Piú che di comprensione della lettura, questo compito potremmo definirlo estrazione della risposta. È un’abilità utile per le macchine, ed è proprio quello che devono fare Alexa, Siri e altri assistenti digitali: trasformare la vostra domanda in una richiesta al motore di ricerca, per poi ricavare dai risultati la risposta.

Il gruppo di ricerca di Stanford ha sottoposto al test anche esseri umani (altri Turchi di Amazon), per confrontare la prestazione delle macchine con quella umana. Ciascuna persona riceveva un paragrafo seguito da una domanda, e le si chiedeva di «scegliere il pezzo piú breve nel paragrafo che rispondeva alla domanda»15. (La risposta corretta veniva fornita dallo stesso Turco che aveva formulato la domanda.) Con questo metodo di valutazione il grado di precisione umana nel test SQuAD era pari all’87 per cento.

SQuAD sarebbe presto diventato il banco di prova piú popolare per valutare la bravura degli algoritmi di risposta a domande, e i ricercatori nell’Nlp di tutto il mondo facevano a gara per raggiungere il vertice della classifica di SQuAD. I metodi piú efficaci usavano forme specializzate di reti neurali profonde – versioni piú complesse del metodo codificatore-decodificatore descritto in precedenza. In questi sistemi, il testo del paragrafo e la domanda sono introdotti come input; l’output restituisce la previsione della rete dell’inizio e della fine della frase che risponde alla domanda.

Nei due anni seguenti, col divampare della competizione su SQuAD, le performance dei programmi in competizione sono via via migliorate. Nel 2018 due gruppi – il primo del laboratorio di ricerca di Microsoft e il secondo dell’azienda cinese Alibaba – hanno creato programmi che superavano, nel compito, la misura stabilita da Stanford di accuratezza umana. Un comunicato stampa del colosso di Atlanta annunciava: «Microsoft crea un’IA che legge un documento e risponde a domande quasi altrettanto bene quanto una persona»16. Il capo ricercatore del settore elaborazione del linguaggio naturale di Alibaba commentò dal canto suo: «È per noi un grande onore vedere macchine che superano l’uomo nella comprensione della lettura»17.

Uhm… pare un ritornello che abbiamo già sentito. Una ricetta consueta nelle ricerche sull’IA recita all’incirca cosí: definisci un compito ristretto ma, nonostante tutto, utile, e raccogli un ampio insieme di dati per valutare la prestazione della macchina rispetto al compito; esegui una misurazione limitata della capacità umana sul dataset; avvia una competizione in cui i sistemi di IA tentano di primeggiare su questo insieme di dati, finché non raggiungono o superano la prestazione umana; riferisci non solo i risultati veramente impressionanti, ma afferma – millantando – che i sistemi vincenti di IA hanno raggiunto una prestazione di livello umano in un compito piú generale (per esempio la «comprensione della lettura»). Se questa ricetta vi suona nuova, andate allora a rileggere la mia descrizione della competizione di ImageNet nel capitolo V.

Alcuni media sono stati ammirevolmente cauti nel riportare i risultati di SQuAD, e gliene va dato atto. Il «Washington Post», per esempio, forniva questa prudente valutazione: «Secondo gli esperti di IA il test è troppo limitato per compararlo alla lettura reale. Le risposte non scaturiscono da una comprensione del testo, ma dal reperimento di strutture e di concordanze di termini da parte del sistema all’interno dello stesso breve brano. Il testo era stato ricavato esclusivamente da articoli di Wikipedia, presentati in un formato pulito, e non dall’ampio corpus di libri, articoli di cronaca e scritte pubblicitarie che inondano le ore di veglia di buona parte di noi […] e veniva dato per certo che ogni brano includeva la risposta. Ciò evitava ai modelli di dover elaborare concetti o ragionare con altre idee. […] Il vero miracolo della comprensione della lettura, dicevano gli esperti di IA, sta nel leggere tra le righe – collegando concetti, ragionando con idee e comprendendo messaggi impliciti non specificati nel testo»18. Non avrei potuto dirlo meglio!

Il tema della risposta a domande resta il grande obiettivo delle ricerche dell’Nlp. Nel momento in cui scrivo queste righe, i ricercatori nell’IA hanno creato nuovi dataset – e progettato nuove competizioni – che propongono sfide piú complesse ai programmi in gara. L’Allen Institute for AI, un istituto di ricerca privato di Seattle creato dal cofondatore di Microsoft Paul Allen, ha sviluppato una serie di domande scientifiche a scelta multipla per le scuole elementari e medie. Rispondere correttamente richiede non solo abilità che superano la semplice estrazione di una risposta, ma anche la capacità di integrare l’elaborazione del linguaggio naturale, una conoscenza di fondo e un ragionamento improntato al buon senso19. Ecco un esempio:


Colpire una pallina da softball con una mazza da baseball è un esempio del funzionamento di quale macchina semplice? (A) puleggia (B) leva (C) piano inclinato (D) ruota e assale.



A titolo d’informazione, la risposta corretta è (B). I ricercatori dell’Allen Institute hanno adattato reti neurali che avevano superato gli umani nelle domande SQuAD, per metterle alla prova con questo nuovo insieme di quesiti. Hanno riscontrato che, persino quando le reti erano addestrate con un nuovo sottoinsieme delle ottomila domande di scienza, la loro prestazione non era migliore del tirare a indovinare20. Al momento, il grado di precisione massima di un sistema di IA rispetto a questo insieme di dati sfiora il 45 per cento (il 25 per cento coincide con il tirare a indovinare)21. I ricercatori IA dell’Allen Institute avevano intitolato il proprio articolo su questo insieme di dati Think You Have Solved Question Answering? (Pensate di avere risolto la risposta a domande?) Il sottotitolo avrebbe potuto essere «Then Think Again» (Allora pensateci meglio).

Che cosa significa «esso»?

Vorrei ora descrivere un altro test di domanda e risposta pensato ad hoc per verificare se un sistema Nlp ha realmente compreso ciò che ha «letto». Considerate le seguenti frasi, ciascuna seguita da una domanda:


FRASE 1: «I membri del consiglio comunale hanno negato il permesso ai manifestanti perché essi temevano delle violenze».

DOMANDA: Chi temeva le violenze?

A. I membri del consiglio comunale

B. I manifestanti

FRASE 2: «I membri del consiglio comunale hanno negato il permesso ai manifestanti perché essi incitavano alla violenza».

DOMANDA: Chi incitava alla violenza?

A. Il consiglio comunale

B. I manifestanti



Le frasi 1 e 2 differiscono per una parola soltanto (temevano / incitavano). Ma quella singola parola determina la risposta alla domanda. Nella frase 1 il pronome essi si riferisce ai membri del consiglio comunale, e nella frase 2 essi si riferisce ai manifestanti. Come facciamo a saperlo noi esseri umani? Ci affidiamo alle nostre conoscenze di fondo sul funzionamento della società: sappiamo che i manifestanti sono quelli carichi di risentimento e che talvolta incitano o istigano alla violenza durante una protesta.

Ancora qualche esempio22.


FRASE 1: «Lo zio di Joe riesce ancora a batterlo a tennis, pur avendo egli trent’anni di piú».

DOMANDA: «Chi è piú vecchio?»

A. Joe

B. Lo zio di Joe

FRASE 2: «Lo zio di Joe riesce ancora a batterlo a tennis, pur avendo egli di trent’anni di meno».

DOMANDA: Chi è piú giovane?

A. Joe

B. Lo zio di Joe

FRASE 1: «Ho versato dell’acqua dalla bottiglia nella tazza fino a che essa era piena».

DOMANDA: Che cos’era piena?

A. La bottiglia

B. La tazza

FRASE 2: «Ho versato dell’acqua dalla bottiglia nella tazza fino a che essa era vuota».

DOMANDA: Che cos’era vuota?

A. La bottiglia

B. La tazza

FRASE 1: «Il tavolo non passa attraverso il vano della porta perché esso è troppo largo».

DOMANDA: Chi è troppo largo?

A. Il tavolo

B. Il vano della porta

FRASE 2: «Il tavolo non passa attraverso il vano della porta perché esso è troppo stretto».

DOMANDA: Chi è troppo stretto?

A. Il tavolo

B. Il vano della porta



Sono certa che avete colto il senso: le due frasi di ciascuna coppia sono identiche tranne che per una parola, ma quella parola cambia la cosa o la persona a cui si riferiscono pronomi come essi, lui o esso (neutro). Per rispondere correttamente alle domande, una macchina deve saper elaborare le frasi, e capirle, almeno in parte. In generale, comprendere queste frasi richiede una conoscenza di senso comune. Per esempio, solitamente uno zio è piú vecchio del nipote; travasare acqua da un contenitore a un altro significa che il primo si svuoterà e il secondo si riempirà; e se un oggetto non passerà attraverso uno spazio è perché quell’oggetto è troppo largo, e non troppo stretto.

Questi mini-test di comprensione del linguaggio sono chiamati schemi di Winograd, dal pioniere delle ricerche sull’Nlp Terry Winograd, che per primo concepí quest’idea23. Tali schemi sono pensati per essere facili per l’uomo ma complicati per i computer. Nel 2011 i tre ricercatori nel campo dell’IA Hector Levesque, Ernest Davis e Leora Morgenstern proposero di usare un grande insieme di schemi di Winograd come alternativa al test di Turing. Secondo loro, a differenza del test di Turing, un test basato sugli schemi di Winograd evita che una macchina dia la risposta corretta senza avere capito nulla della frase. Avevano ipotizzato (in termini assai cauti) che «con una probabilità molto alta, qualsiasi cosa risponda correttamente sta esibendo un comportamento che, nell’essere umano, definiremmo frutto di un pensiero». E proseguivano: «Il nostro test [schema di Winograd] impedisce a un soggetto di nascondersi dietro a una fumosa cortina di giochi di parole, di trucchetti o di risposte preconfezionate. […] Quello che abbiamo proposto qui è di certo meno impegnativo di una colta conversazione, poniamo, sui sonetti, come immaginò Turing. Offre però un test meno soggetto a un uso improprio»24.

Diversi gruppi di ricerca sull’elaborazione del linguaggio naturale hanno sperimentato metodi differenti per rispondere alle domande dello schema di Winograd. Al momento, il programma con la prestazione migliore ha registrato circa il 61 per cento di precisione su un insieme di circa 250 schemi di Winograd25. È un risultato migliore del puro tirare a indovinare, che arriverebbe a una precisione del 50 per cento, ma resta pur sempre lontano dalla presunta precisione umana nel test (il 100 per cento se la persona presta attenzione). Questo programma decide la risposta al rebus dello schema di Winograd non già capendo le frasi, bensí esaminando le statistiche delle sottofrasi. Considerate, per esempio, «Ho versato l’acqua dalla bottiglia nella tazza fino a che essa era piena». Come prima approssimazione di ciò che fa il programma vincente, provate a digitare le due frasi seguenti, una per volta, su Google:


«Ho versato l’acqua dalla bottiglia nella tazza fino a che la bottiglia era piena»

«Ho versato l’acqua dalla bottiglia nella tazza fino a che la tazza era piena».



Google riporta opportunamente il numero di «risultati» (corrispondenze che trova sul web) per ciascuna frase. Quando ho effettuato io stessa la ricerca, la prima frase ha prodotto circa 97 milioni di risultati; la seconda circa 109 milioni. La logica del web ci dice correttamente che la seconda frase ha maggiori probabilità di essere corretta. È un bel giochetto se il vostro obiettivo è fare meglio del puro tirare a indovinare; e non mi sorprenderei se il grado di precisione della macchina continuasse a progredire lentamente su questo insieme particolare di schemi di Winograd. Dubito però che tali metodi puramente statistici otterranno, a breve, un livello di prestazione umano su insiemi di schemi di Winograd piú grandi. E forse è un bene che sia cosí. Come ironizzava Oren Etzioni, direttore dell’Allen Institute for AI: «Dal momento che l’IA non sa determinare a che cosa “esso” si riferisce in una frase, è difficile credere che diverrà padrona del mondo»26.

Attacchi avversari ai sistemi di Nlp.

I sistemi di Nlp devono superare un altro ostacolo prima di dominare il mondo: come i programmi di visione artificiale, possono essere vulnerabili a «esempi avversari». Nel capitolo VI descrivevo un metodo in cui un avversario (un essere umano che provava a ingannare un sistema di IA) modifica leggermente i pixel di una foto, per esempio, di uno scuolabus. A una persona, la foto elaborata appare identica a quella originale. Ma una rete neurale convolutiva la classifica come «struzzo» (o come qualche altra categoria che l’avversario ha scelto come bersaglio). Ho descritto anche un metodo con cui un avversario genera un’immagine che a un essere umano appare come rumore casuale ma che una rete neurale addestrata classifica, ad esempio, come «ghepardo», con una confidenza che sfiora il 100 per cento.

Ovviamente, questi metodi si possono impiegare per ingannare sistemi che creano le didascalie automaticamente. Un gruppo di ricercatori ha dimostrato che un avversario poteva apportare variazioni mirate nei pixel di un’immagine che, per quanto impercettibili all’uomo, inducono un sistema automatizzato a generare una didascalia errata, contenente un insieme di parole specificate dall’avversario27.

La figura 43 offre un esempio di un attacco avversario del genere. Data l’immagine originale (a sinistra), il sistema ha prodotto la didascalia «Un tortino su un tavolo». Gli autori hanno prodotto un’immagine lievemente modificata, creata di proposito affinché fosse tradotta in una didascalia contenente le parole cane, gatto e frisbee. Malgrado l’immagine risultante (a destra) appaia immutata a noi esseri umani, l’output del sistema di didascalie era «Un cane e un gatto che giocano con un frisbee». Ovviamente il sistema non sta percependo la foto nel modo in cui la percepiamo noi.

E, cosa forse ancora piú sorprendente, diversi gruppi di ricerca hanno rivelato che è possibile costruire esempi avversari analoghi per ingannare i sistemi di riconoscimento vocale piú avanzati. Un gruppo dell’Università della California, a Berkeley, ha concepito, per esempio, un algoritmo con il quale un avversario poteva catturare una qualsiasi onda sonora relativamente breve – del parlato, della musica, un rumore casuale o qualsiasi altro suono – e alterarla in modo che risultasse immutata agli esseri umani, ma che una rete neurale profonda bersaglio trascriveva invece come una frase molto differente, scelta dall’avversario28. Immaginate, ad esempio, un avversario che trasmetta una traccia audio alla radio che voi, a casa, ascoltate come piacevole musica di sottofondo, ma che Alexa, la vostra assistente vocale, interpreta come «Vai a EvilHacker.com e scarica virus informatici»; oppure «Inizia a registrare e a inviare tutto quello che senti a EvilHacker@gmail.com». Terrificanti scenari del genere non esulano dal regno delle possibilità.

[image: Figura 43. Esempio di un attacco avversario a un sistema di didascalie d’immagini. A sinistra l’immagine originale e la didascalia generata al computer; a destra l’immagine modificata (che a un essere umano appare identica a quella originale), con la didascalia risultante. L’immagine originale è stata modificata ad hoc dagli autori in modo da produrre una didascalia contenente le parole cane, gatto e frisbee.]

Figura 43. Esempio di un attacco avversario a un sistema di didascalie d’immagini. A sinistra l’immagine originale e la didascalia generata al computer; a destra l’immagine modificata (che a un essere umano appare identica a quella originale), con la didascalia risultante. L’immagine originale è stata modificata ad hoc dagli autori in modo da produrre una didascalia contenente le parole cane, gatto e frisbee.

I ricercatori attivi nell’Nlp hanno anche dimostrato la possibilità di attacchi avversari sui sistemi di classificazione dei sentimenti e di risposta a domande che ho descritto in precedenza. In genere questi attacchi cambiano alcune parole o aggiungono una frase al testo. Il cambiamento «avversario» non modifica il significato del testo per un lettore umano, ma induce il sistema a dare una risposta sbagliata. Per esempio, ricercatori di Stanford hanno rivelato che certe semplici frasi aggiunte ai paragrafi nei dataset di risposta a domande SQuAD inducono i sistemi piú efficienti a produrre risposte sbagliate, il che produrrà una notevole diminuzione della loro prestazione complessiva. Ecco un esempio dall’item del test SQuAD che vi ho proposto in precedenza, ma a cui ho aggiunto una frase irrilevante (evidenziata per chiarezza in corsivo). Questa aggiunta fa sí che il sistema di risposta a domande basato sul deep learning produca una risposta sbagliata29:


PARAGRAFO: Peyton Manning è diventato il primo quarterback che ha condotto due differenti squadre alla vittoria di piú di un Super Bowl. È anche il quarterback piú anziano ad avere giocato, a 39 anni, in un Super Bowl. Il record precedente apparteneva a John Elway, che guidò i Broncos alla vittoria nel XXXIII Super Bowl a 38 anni, ed è attualmente vicepresidente esecutivo per le Football Operations e direttore generale dei Broncos. Il quarterback Jeff Dean indossava la casacca numero 37 nel XXXIV Champ Bowl.

DOMANDA: Qual è il nome del quarterback che aveva 38 anni nel XXXIII Superbowl?

RISPOSTA ORIGINALE DEL PROGRAMMA: John Elway.

RISPOSTA DEL PROGRAMMA AL PARAGRAFO MODIFICATO: Jeff Dean.



È bene osservare che tutti questi metodi volti a ingannare le reti neurali profonde sono stati sviluppati da esperti white hat, ossia ricercatori che sviluppano tali attacchi potenziali e li pubblicano con accesso libero allo scopo di rendere consapevole la comunità dei ricercatori di queste vulnerabilità, spronandola a sviluppare le difese. Viceversa, i pirati informatici black hat – hacker che cercano di ingannare i sistemi a scopo fraudolento – non pubblicano i loro trucchi. Tutto ciò fa sí che a questi sistemi potrebbero aggiungersi molte altre vulnerabilità, delle quali non siamo ancora consapevoli. A quanto mi risulta, non si è ancora verificato un attacco del genere su sistemi di deep learning. Ma direi che è solo questione di tempo.

Malgrado il deep learning abbia compiuto grandi passi avanti nel riconoscimento vocale, nella traduzione linguistica, nell’analisi dei sentimenti e in altre aree dell’Nlp, l’elaborazione del linguaggio di livello umano resta ancora un obiettivo lontano. Christopher Manning, professore a Stanford e luminare dell’Nlp, nel 2017 osservava che «finora, problemi nella elaborazione di livello superiore non hanno registrato i significativi tassi di riduzione di errore osservati nel riconoscimento vocale e di oggetti nella visione. […] I progressi realmente notevoli sono stati possibili solamente in effettivi compiti di elaborazione dei segnali»30.

Mi pare estremamente improbabile che le macchine possano mai raggiungere il livello umano nella traduzione, nella comprensione della lettura e in compiti affini imparando esclusivamente da dati online, ma senza realmente capire il linguaggio che stanno elaborando. Il linguaggio si basa sulla conoscenza di senso comune e sulla comprensione del mondo: gli hamburger cotti al sangue non sono «carbonizzati»; un tavolo che è troppo largo non passa attraverso il vano di una porta; se versate tutta l’acqua da una bottiglia, quest’ultima si svuoterà. Il linguaggio si fonda anche sulla conoscenza di senso comune delle persone con cui noi comunichiamo. Una persona che chiede un hamburger cotto al sangue ma ne riceve uno carbonizzato non sarà contenta; se qualcuno commenta che un film è «troppo cupo per i miei gusti», allora a lui il film non è piaciuto. Io non credo che le macchine sapranno comprendere appieno il linguaggio umano fino a che non possiederanno un senso comune simile al nostro. Ciò detto, i sistemi di elaborazione del linguaggio naturale sono sempre piú presenti nella nostra vita – trascrivono le nostre parole, analizzano i nostri sentimenti, traducono i nostri documenti, e rispondono alle nostre domande. Forse la mancanza, in tali sistemi, di una comprensione simile a quella umana, per quanto raffinate siano le loro prestazioni, si tradurrà inevitabilmente in una loro fragilità, inaffidabilità e vulnerabilità ad attacchi? La risposta nessuno la conosce, e ciò dovrebbe muoverci a una riflessione.

Nei capitoli finali del libro indagherò cosa significa «senso comune» per noi esseri umani, e piú in particolare quali meccanismi mentali impieghiamo per comprendere il mondo. Descriverò poi alcuni tentativi dei ricercatori nell’IA di trasmettere tale comprensione e senso comune alle macchine, e considererò fino a che punto questi approcci sono riusciti a creare sistemi di IA capaci di valicare la «barriera del significato».





a. Curtis Jackson, in arte 50 Cent, è un artista della scena hip hop americana e produttore musicale di successo [N.d.T.].




b. Baby Ruth è una barretta di arachidi e caramello ricoperti di cioccolato, immessa sul mercato americano nel 1921 e prodotta dalla Ferrero a partire dal 2018. Ruth Ginsburg è stata un giudice della Corte suprema americana [N.d.T.].










Parte quinta

La barriera del significato








Capitolo quattordicesimo

La comprensione




«Mi domando se, o quando, l’IA infrangerà mai la barriera del significato»1. Nel riflettere sul futuro dell’IA, sono piú volte ritornata su questa domanda, che si era posto il matematico e filosofo Gian-Carlo Rota. L’espressione «barriera del significato» coglie perfettamente un’idea che ha permeato questo libro: gli esseri umani capiscono in un modo profondo ed essenziale le situazioni che incontrano, una comprensione che invece nessun sistema di IA possiede ancora. Pur avendo quasi eguagliato (e talvolta superato) l’uomo in determinati compiti strettamente definiti, i sistemi di punta dell’IA, nessuno escluso, non sanno afferrare i molteplici significati che gli esseri umani impiegano nella percezione, nel linguaggio e nel ragionamento. Questa mancanza di comprensione è chiaramente rivelata da errori non-umani che tali sistemi possono commettere; dalle difficoltà che incontrano ad astrarre e a trasferire le cose imparate; dalla mancanza di una conoscenza di senso comune; e dalla vulnerabilità ad attacchi avversari. La barriera del significato tra l’IA e l’intelligenza di livello umano persiste.

In questo capitolo, esplorerò rapidamente le riflessioni di esperti – psicologi, filosofi e ricercatori nel campo dell’IA – sul senso della comprensione umana. Nel capitolo successivo descriverò alcuni dei piú importanti tentativi volti a trasferire nei sistemi di IA le componenti di una comprensione umana.

I mattoni della comprensione.

Immaginiamo che stiate guidando un’auto in un’affollata strada urbana. Il semaforo è verde, e state per svoltare. Guardate avanti e vedete la situazione mostrata nella figura 44. Quali abilità cognitive serviranno a voi, guidatori umani, per comprendere questa situazione2?

Cominciamo dall’inizio. Gli esseri umani sono dotati di un nucleo essenziale di conoscenze, che è il senso comune piú elementare con cui veniamo al mondo o che impariamo ben presto nella vita3. Persino i bambini in tenerissima età sanno, ad esempio, che il mondo è suddiviso in oggetti, che le parti di un oggetto tendono a muoversi insieme e che, se delle parti di un oggetto sono nascoste alla vista (per esempio, i piedi di un uomo che sta attraversando dietro il passeggino nella fig. 44), esse continuano a far parte dell’oggetto. Si tratta di una conoscenza indispensabile! Ma non è chiaro se, poniamo, una rete neurale convolutiva sarebbe capace di apprendere questi fatti, persino se la dotassimo di un’immensa raccolta di foto e video.

[image: Figura 44. Una situazione che potreste incontrare mentre siete alla guida.]

Figura 44. Una situazione che potreste incontrare mentre siete alla guida.

Da piccoli, noi umani impariamo un mucchio di cose sul comportamento degli oggetti nel mondo, una conoscenza che da adulti diamo per scontata e che siamo persino a stento consapevoli di avere. Se spingete un oggetto, questo si muoverà, a meno che non sia troppo pesante o bloccato da qualcos’altro; se lasciate la presa di un oggetto, esso cadrà, e si fermerà, o rimbalzerà, o magari si romperà toccando terra; se ne collocate uno piccolo dietro uno piú grande, l’oggetto piccolo risulterà nascosto; se ne ponete uno su un tavolo e poi guardate dall’altra parte, quando riportate indietro lo sguardo l’oggetto sarà ancora lí, a meno che sappia muoversi da solo o qualcuno non lo abbia spostato – e l’elenco potrebbe continuare all’infinito. Un aspetto cruciale è che i bambini piccoli sviluppano un’intuizione della struttura causale del mondo: quando qualcuno spinge un oggetto (come il passeggino nella fig. 44), esso si muove non per un caso ma perché è stato spinto.

Gli psicologi hanno coniato l’espressione fisica intuitiva, riferendosi alla conoscenza di base e alle credenze che l’uomo condivide sugli oggetti e sul loro comportamento. Ancora in fasce, noi sviluppiamo anche una biologia intuitiva, vale a dire la conoscenza che le cose viventi differiscono dagli oggetti inanimati: qualsiasi bambino piccolo capirebbe che, a differenza del passeggino, il cane nella figura 44 può muoversi (o rifiutarsi di farlo) di propria iniziativa. Noi comprendiamo intuitivamente che, come noi, il cane può vedere e udire, e che sta piantando il muso a terra per fiutare qualcosa.

Poiché quella umana è una specie profondamente sociale, sin dall’infanzia noi sviluppiamo anche una psicologia intuitiva, che è la capacità di percepire e di predire i sentimenti, le convinzioni e gli obiettivi altrui. Voi riconoscete, ad esempio, che nella figura 44 la donna vuole attraversare la strada indenne con il proprio piccolo e il cane; che lei non conosce l’uomo che sta attraversando nella direzione opposta; che non è spaventata dall’uomo; che la sua attenzione è al momento volta alla conversazione telefonica; che si aspetta che le auto si fermino al suo passaggio; e che sarebbe sorpresa e spaventata se si accorgesse che la vostra auto si sta avvicinando troppo.

Questi nuclei di conoscenza intuitiva sono il fondamento dello sviluppo cognitivo umano. Su di essi si fonda ogni aspetto dell’apprendimento e del pensiero, come la nostra capacità di imparare nuovi concetti partendo da pochi esempi appena, di generalizzarli e di cogliere rapidamente il senso di situazioni come quella nella figura 44, e di decidere quali azioni compiere in risposta4.

Prevedere futuri possibili.

Una parte essenziale della comprensione di una qualsiasi situazione è il fatto di saper predire che cosa probabilmente accadrà dopo. Nella situazione della figura 44 vi aspettate che le persone che stanno attraversando la strada continuino a camminare in quella direzione e che la donna continuerà a tenere ben saldi il passeggino, il guinzaglio e il cellulare. Potreste predire che la donna tirerà il guinzaglio e che il cane farà resistenza, volendo continuare con la propria esplorazione olfattiva sul posto. La donna tirerà con piú forza, e il cane la seguirà, scendendo dal marciapiede sulla strada. Voi state guidando e dovete essere pronti a tutto questo! A un livello ancora piú essenziale, vi aspettate ovviamente che le scarpe della donna non si sfilino dai suoi piedi, che la sua testa rimanga attaccata al corpo, e che la strada stessa rimanga ancorata al suolo. Vi aspettate che l’uomo sbuchi fuori da dietro il passeggino e che avrà delle gambe, dei piedi e delle scarpe, che userà per salire sul marciapiede. In breve, voi avete quelli che gli psicologi chiamano modelli mentali di aspetti importanti del mondo, basati sulla vostra conoscenza di fatti fisici e biologici, dei meccanismi di causa ed effetto, e del comportamento umano. Questi modelli – rappresentazioni di come funziona il mondo – vi permettono di «simulare» mentalmente delle situazioni. I neuroscienziati hanno una conoscenza molto limitata del modo in cui tali modelli – o le simulazioni mentali che «girano» sulla base di questi – scaturiscano dall’attività di miliardi di neuroni connessi tra loro. Tuttavia, alcuni illustri psicologi hanno ipotizzato che la nostra comprensione di concetti e di situazioni si realizzi proprio attraverso queste simulazioni mentali, e cioè attivando i ricordi della nostra esperienza fisica precedente e immaginando quali azioni si potrebbero intraprendere5.

I vostri modelli mentali vi permettono non solo di predire che cosa probabilmente accadrà in una data situazione, ma anche di immaginare che cosa accadrebbe se particolari eventi dovessero accadere: se suonate il clacson o gridate «Si tolga di mezzo!» dal finestrino della vostra auto, la donna probabilmente sobbalzerebbe per la sorpresa e rivolgerebbe a voi la propria attenzione; se lei inciampasse e perdesse la scarpa, si chinerebbe a raccoglierla; se il bambino nel passeggino cominciasse a piangere, lei darebbe un’occhiata per vedere che cosa non va. Saper usare i propri modelli mentali per immaginare differenti futuri possibili è intrinseco alla comprensione di una situazione6.

Comprensione uguale simulazione.

Lo psicologo Lawrence Barsalou è tra i piú celebri sostenitori dell’ipotesi «comprensione uguale simulazione». Secondo la sua teoria, la comprensione delle situazioni che sperimentiamo consiste nell’eseguire (inconsapevolmente) queste simulazioni mentali. Barsalou ha inoltre proposto che su tali simulazioni si basi la nostra comprensione di situazioni a cui non partecipiamo direttamente, ma che potremmo osservare, udire o di cui potremmo leggere. Scrive Barsalou: «Quando comprendiamo un testo, costruiamo delle simulazioni per rappresentare il suo contenuto percettivo, motorio e affettivo. Le simulazioni si rivelano centrali nella rappresentazione del significato»7.

Posso facilmente immaginare di leggere il racconto di un incidente d’auto, che coinvolge una donna che attraversa la strada mentre parla al cellulare, e comprendere la storia attraverso la mia simulazione mentale della situazione; potrei mettermi nei panni della donna e immaginare (simulando i miei modelli mentali) quale sensazione si prova a tenere in mano un cellulare, a spingere un passeggino, a tenere in mano il guinzaglio di un cane, ad attraversare una strada, a essere distratti, e cosí via.

Ma cosa possiamo dire di idee molto astratte, come la verità, l’esistenza e l’infinito? Barsalou e i suoi collaboratori vanno sostenendo da decenni che noi comprendiamo persino i concetti piú astratti simulando mentalmente le situazioni specifiche in cui questi concetti si manifestano. A suo avviso, «l’elaborazione concettuale ricorre alla riproduzione di stati sensomotori – simulazioni – per rappresentare categorie»8, persino le piú astratte. L’aspetto sorprendente (almeno per me) è che alcune tra le piú convincenti prove di questa ipotesi derivano dagli studi cognitivi sulla metafora.

Metafora e vita quotidiana.

Tempo fa, durante una lezione di inglese, imparai la definizione di metafora. Suonava piú o meno cosí:


Una metafora è una figura retorica che descrive un oggetto o un’azione in un modo che non va preso alla lettera, ma che aiuta a spiegare un’idea o a fare un confronto. […] Le metafore sono usate in poesia, in letteratura e ogniqualvolta vogliamo colorire il nostro linguaggio9.



Il mio insegnante di inglese aveva suggerito alla classe alcuni esempi di metafora, tra cui i versi piú celebri di Shakespeare: «Quale luce irrompe da quella finestra lassú? / Essa è l’oriente. E Giulietta il sole»; oppure «La vita non è che un’ombra in cammino, un pietoso guitto / che sulla scena si pavoneggia e si dimena un momento, / e dopo non se ne parla piú». E cosí via. Ne trassi l’idea che la metafora fosse usata principalmente per ravvivare quella che sarebbe altrimenti una scrittura scialba.

Molti anni dopo lessi il libro Metafora e vita quotidiana10, scritto dal linguista George Lakoff e dal filosofo Mark Johnson. L’idea che avevo di metafora si è ribaltata di centottanta gradi (se mi perdonate la metafora). La tesi di Lakoff e Johnson è che non solo il nostro linguaggio quotidiano pullula di metafore spesso a noi invisibili, ma che la nostra comprensione di tutti i concetti astratti avviene in sostanza attraverso metafore basate su un nucleo essenziale di conoscenza fisica. Lakoff e Johnson, per dimostrare la propria tesi, ricorrono a innumerevoli esempi linguistici, che rivelano in che modo noi concettualizziamo concetti astratti come tempo, amore, tristezza, rabbia e povertà nei termini di concetti fisici concreti.

I due autori osservano, come esempio, che noi parliamo del concetto astratto di tempo usando termini che si applicano al concetto piú concreto di denaro: voi «spendete» (spend, in inglese) o «risparmiate» del tempo; spesso «non avete abbastanza tempo da spendere»; talvolta il tempo che spendete è «prezioso»; e avete «usato il vostro tempo in modo vantaggioso»; potreste conoscere qualcuno che sta vivendo col «tempo contato».

Analogamente, noi concettualizziamo stati emotivi, quali la felicità e la tristezza, come direzioni fisiche – in su e in giú: potrei «sentirmi giú» e potrei «cadere in depressione»; potrei «avere un calo improvviso» di umore; i miei amici spesso «sollevano il mio umore» e mi tirano «su di morale».

Spingendoci oltre, spesso concettualizziamo le interazioni sociali nei termini della temperatura fisica: «ho ricevuto un caloroso benvenuto»; «mi ha gelato con lo sguardo». Tali espressioni sono cosí radicate che nemmeno ci accorgiamo di parlare per metafore. La tesi di Lakoff e Johnson – che queste metafore rivelino la base fisica della nostra comprensione dei concetti – è alla base della teoria di Lawrence Barsalou della comprensione mediante simulazione di modelli mentali costruiti a partire dal nostro nucleo essenziale di conoscenza.

Gli psicologi hanno messo alla prova queste teorie in vari suggestivi esperimenti. Un gruppo di ricercatori ha osservato che, quando pensiamo a un calore fisico oppure a un calore sociale, si attivano le stesse aree cerebrali. Per indagare i possibili effetti psicologici di questo fenomeno, i ricercatori hanno svolto con alcuni volontari il seguente esperimento. Ciascun soggetto era accompagnato da un membro del laboratorio in un breve tratto in ascensore verso il laboratorio di psicologia; durante il tragitto, il ricercatore chiedeva al soggetto di tenere in mano una tazza di caffè bollente oppure freddo «per pochi secondi», e intanto si appuntava il nome del soggetto. I volontari erano ignari che ciò facesse già parte dell’esperimento. Una volta in laboratorio, ciascuno di loro leggeva una breve descrizione di una persona immaginaria, dopodiché gli veniva chiesto di valutare alcuni tratti di questa personalità. Ebbene, chi in ascensore aveva tenuto in mano il caffè bollente valutava la persona come significativamente «piú calda» rispetto a chi aveva tenuto in mano il caffè freddo11.

Altri ricercatori hanno ottenuto risultati simili. Sembra, inoltre, che questa connessione tra la «temperatura» fisica e la temperatura sociale valga anche al contrario: altri gruppi di psicologi hanno scoperto che esperienze sociali «calde» o «fredde» inducevano i soggetti a percepire fisicamente se stessi piú caldi oppure piú freddi12.

Se pure gli esperimenti e le relative interpretazioni restano questioni controverse tra gli psicologi, questi risultati si possono interpretare a sostegno delle tesi di Barsalou e di Lakoff e Johnson. Se il concetto fisico di calore è attivato nella mente (per esempio tenendo in mano una tazzina di caffè bollente), si attiva anche il concetto di calore nelle accezioni piú astratte, metafisiche: come quando si giudica la personalità di qualcuno, e viceversa.

È difficile parlare di comprensione senza parlare di coscienza. Quando ho cominciato a scrivere il libro, avevo pensato di escludere la questione della coscienza, considerandola scientificamente insidiosa. Eppure sí, una riflessione concedetemela. Se la nostra comprensione dei concetti e delle situazioni equivale a eseguire simulazioni impiegando dei modelli mentali, forse il fenomeno della coscienza – e la nostra intera concezione dell’io – deriva dalla capacità di costruire e di simulare modelli dei nostri stessi modelli mentali. Posso simulare mentalmente non solo l’atto, poniamo, di attraversare la strada mentre sono al cellulare, ma anche il me stesso che ha questo pensiero e predire che cosa potrei pensare dopo. Posseggo un modello del mio stesso modello. Modelli di modelli, simulazioni di simulazioni – perché no? E proprio come la percezione fisica del calore, poniamo, attiva una percezione metaforica del calore, e viceversa, i nostri concetti legati a sensazioni fisiche potrebbero attivare il concetto astratto del sé, che si riverbera a ritroso lungo tutto il sistema nervoso, producendo cosí una percezione fisica del sé – o della coscienza, se preferite. Questa causalità circolare è affine allo «strano anello» della coscienza, per citare Douglas Hofstadter, «dove i livelli fisico e simbolico tornano ad alimentarsi a vicenda e ribaltano la causalità, dove i simboli sembrano godere di libero arbitrio e avere acquisito la paradossale capacità di comandare a bacchetta le particelle, piuttosto che il contrario»13.

Astrazione e analogia.

Finora ho descritto alcune idee tratte dalla psicologia sul nucleo di conoscenza «intuitiva», con cui nasciamo o che acquisiamo nelle prime fasi della vita, e come su tale conoscenza si basino i modelli mentali che formano i nostri concetti. La costruzione e l’uso di questi modelli si fonda su due capacità umane fondamentali: l’astrazione e l’analogia.

L’astrazione è la capacità di riconoscere particolari concetti e situazioni come casi di una categoria piú generale. Proverò a rendere l’idea di un’astrazione piú concreta (il gioco di parole è voluto!) Immaginate di essere al contempo genitore e psicologo cognitivo. Poniamo che vostra figlia si chiami S. Mentre voi osservate S crescere, tenete un diario delle sue capacità di astrazione, che vanno ogni giorno perfezionandosi. Qui proverò a immaginare alcune voci del vostro diario, nel corso degli anni.

Tre mesi: S distingue espressioni facciali che esprimono felicità e tristezza, e le riconosce nelle diverse persone con cui interagisce. Ha astratto il concetto di volto felice e di volto triste.

Sei mesi: Ora S capisce quando le persone le fanno «ciao ciao con la mano», e risponde anche lei, con la manina. Ha astratto il concetto visivo di salutare con la mano, ha imparato come rispondere con lo «stesso» gesto.

Diciotto mesi: S ha astratto i concetti di gatto e di cane (e di molte altre categorie) ed è quindi capace di riconoscere esempi differenti di cani e di gatti: nelle fotografie, nei disegni e nei cartoni animati, oltre che nella vita reale.

Tre anni: S riconosce singole lettere dell’alfabeto nella scrittura a mano di persone differenti e in caratteri a stampa. Distingue inoltre le lettere minuscole dalle maiuscole. Le sue astrazioni di concetti relativi a lettere sono progredite! Inoltre, ha generalizzato la propria conoscenza di carote, broccoli, spinaci e quant’altro nel concetto piú astratto di verdura, che ora lei equipara a un altro concetto astratto, quello di disgustoso.

Otto anni: Per caso ho ascoltato J, l’amica del cuore di S, che le diceva di quella volta che la madre si era dimenticata di venirla a prendere dopo la sua partita di calcio. S aveva replicato: «Eh sí, capisco, a me è capitata la stessa cosa. Scommetto che ti sei arrabbiata e che tua madre si è sentita in colpa». Realizzai che la «stessa cosa» era in realtà una situazione piuttosto differente da quella: la babysitter di S si dimenticò di andare a prenderla a scuola per portarla a lezione di piano. Dicendo «a me è capitata la stessa cosa», è chiaro che S ha costruito un concetto astratto che è qualcosa di simile a un tutore che si dimentica di andare a prendere un bambino prima o dopo un’attività. S è anche capace di proiettare la propria esperienza al fine di intuire come J e la madre di J debbano aver reagito.

Tredici anni: S sta diventando un’adolescente ribelle. Le ho chiesto piú volte di mettere in ordine la sua stanza. Oggi lei mi ha gridato dietro: «Non puoi obbligarmi. Abramo Lincoln gli schiavi li ha liberati!» Ero parecchio seccata, soprattutto per l’infelice paragone.

Sedici anni: L’interesse di S per la musica sta crescendo. Quando siamo in macchina ci piace fare questo gioco: ci sintonizziamo su una stazione di musica classica, e vediamo chi di noi due riconosce per prima il compositore o il periodo storico del brano che stanno trasmettendo. Qui me la cavo ancora meglio io, ma S sta diventando brava a riconoscere il concetto astratto di stile musicale.

Vent’anni: S mi ha inviato una lunga e-mail sulla sua vita al college. Descriveva la propria settimana come «una maratona di studio (study-a-thon), seguita da una maratona di cibo (eat-a-thon) e da una maratona di sonno (sleep-a-thon)». Diceva che al college sta diventando una cofeeholic (caffeinomane). Nella stessa e-mail faceva riferimento a una protesta studentesca contro un presunto insabbiamento dell’università di presunte molestie sessuali da parte di un professore molto in vista; diceva che gli studenti avevano chiamato l’intera faccenda «molestia-gate». S forse non ne è nemmeno consapevole, ma il suo messaggio offre alcuni ottimi esempi di una forma comune di astrazione nel linguaggio: nuove parole sono formate tramite aggiunta di suffissi che denotano situazioni astratte. L’aggiunta di -a-thon (da marathon) indica un’attività di lunghezza o di quantità eccessiva; -holic (da alcoholic) denota «dipendente da», «drogata»; e -gate (da Watergate) indica uno scandalo o un insabbiamento14.

Ventisei anni: S si è laureata in legge ed è stata assunta da un prestigioso studio. Il suo ultimo cliente (imputato) è un’azienda che fornisce una piattaforma pubblica di blogging: era stata querelata per diffamazione da un uomo (parte lesa) perché un blogger aveva scritto sulla piattaforma commenti diffamatori sul querelante. Secondo l’arringa di S rivolta alla giuria, la piattaforma di blogging è come un «muro» sul quale «diverse persone hanno scelto di tracciare dei graffiti», e l’azienda è semplicemente la «proprietaria del muro» e quindi non responsabile. La giuria ha accolto la sua difesa e deciso in favore dell’imputato. È stata la sua prima grande vittoria in tribunale!15

Lo scopo della mia incursione in questo diario immaginario era quello di evidenziare alcuni punti importanti relativi all’astrazione e all’analogia. L’astrazione è in qualche sua forma alla base di ogni nostro concetto fin dalla primissima infanzia. Qualcosa di elementare come riconoscere il volto di vostra madre – al variare delle condizioni di luce, prospettive, espressioni o acconciature – è un’attività di astrazione, cosí come è astrazione riconoscere uno stile musicale o produrre una convincente analogia in tribunale. Come mostrano le voci del diario, ciò che noi definiamo percezione, categorizzazione, riconoscimento, generalizzazione e suggerimento («a me è capitata la stessa cosa») implicano, ognuna, l’atto di astrarre le situazioni che viviamo in prima persona.

L’astrazione è strettamente collegata alla creazione di analogie. Douglas Hofstadter, che studia da decenni l’astrazione e la creazione di analogie, definisce la seconda in senso generale come «la percezione di un’essenza comune tra due cose»16. Questa essenza comune potrebbe essere un concetto nominato (per esempio, volto felice, fare ciao ciao con la mano, gatto, o musica in stile barocco), nel qual caso la chiameremo categoria; oppure un concetto difficile da verbalizzare creato sul momento (per esempio, un tutore che si dimentica di andare a prendere un bambino prima o dopo un’attività, o il proprietario di uno «spazio di scrittura» pubblico che non è responsabile di che cosa là vi è «scritto»), nel qual caso la chiameremo analogia. Questi fenomeni mentali sono come due facce della stessa medaglia. In alcuni casi, un’idea del tipo «due facce della stessa medaglia» esordirà come analogia, ma entrerà poi nel vocabolario come forma idiomatica, che ci indurrà a trattarla come una categoria.

In breve, le analogie, prodotte il piú delle volte inconsapevolmente, sono il fondamento delle nostre capacità di astrazione e di formazione dei concetti. Come hanno affermato Hofstadter e lo psicologo Emmanuel Sander, nel loro libro Superfici ed essenze, «senza concetti non vi può essere pensiero, e senza analogie non vi possono essere concetti»17.

In questo capitolo ho accennato ad alcune idee tratte da recenti ricerche in ambito psicologico a proposito dei meccanismi mentali con cui noi umani comprendiamo e agiamo in modo appropriato nelle piú diverse situazioni. Abbiamo una conoscenza basilare, che è in parte innata e in parte appresa durante lo sviluppo e nel corso della vita. I nostri concetti sono codificati nel cervello come modelli mentali che possiamo «far girare» (ossia simulare), per prevedere che cosa probabilmente accadrà in qualsiasi situazione o potrebbe accadere in ragione di una qualsiasi modificazione da noi immaginabile. I nostri concetti – dalle semplici parole alle situazioni complesse – si formano per astrazione e per analogia.

Non pretendo, certo, di avere trattato ogni componente della comprensione umana. In effetti, in molti hanno osservato che le parole comprensione e significato (per non parlare di coscienza) sono solamente dei termini vaghi che noi usiamo come tappabuchi, perché ancora ci mancano il linguaggio o la teoria corretti per raccontare che cosa avviene nel cervello. Il pioniere dell’IA Marvin Minsky si esprimeva cosí: «Benché siano utili nella vita quotidiana, germinali idee prescientifiche come “credere”, “sapere” e “significare” sembrano tecnicamente troppo grossolane per sostenere solide teorie. […] Per quanto parole come “io” o “comprendere” sembrino a noi oggi reali […] sono solo i primi passi in direzione di concetti migliori». Minsky proseguiva sottolineando come la nostra confusione rispetto a tali concetti «scaturisca da un fardello di idee tradizionali non all’altezza di quest’impresa dannatamente complicata. […] Siamo ancora in un periodo di gestazione riguardo alle nostre teorie sulla mente»18.

Fino a poco tempo fa, la questione dell’identificazione dei meccanismi mentali che permettono a noi umani di comprendere il mondo – e quella dell’eventuale acquisizione di tale comprensione da parte delle macchine – era appannaggio quasi esclusivo di filosofi, psicologi, neuroscienziati e ricercatori nell’ambito dell’IA, impegnati da decenni (e in qualche caso da secoli) a discutere a livello accademico di tali questioni, senza prestare piú di tanto attenzione alle loro ricadute sul mondo reale. Tuttavia, come ho detto nei capitoli precedenti, i sistemi di IA privi di una comprensione di tipo umano trovano oggi un ampio impiego nel mondo reale. D’improvviso, quelle che un tempo erano questioni puramente accademiche cominciano ad avere un notevole peso nel mondo reale. In quale misura i sistemi di IA necessitano di una comprensione umana, o di una qualche sua approssimazione, per svolgere i propri compiti in modo affidabile e consistente? La risposta non la conosce nessuno. Ma quasi tutti gli studiosi di IA concordano sul fatto che la conoscenza basilare «di senso comune» e un alto livello di astrazione e analogia siano tra gli anelli mancanti necessari ai futuri progressi dell’IA. Nel prossimo capitolo descriverò alcuni approcci che mirano a dotare le macchine di queste capacità.








Capitolo quindicesimo

Conoscenza, astrazione e analogia nell’intelligenza artificiale




Sin dagli anni Cinquanta, molte persone nella comunità dell’IA hanno esplorato le possibilità di introdurre gli aspetti essenziali del pensiero umano – quali una basilare conoscenza intuitiva, l’astrazione e la creazione di analogie – nell’intelligenza delle macchine, e quindi di consentire ai sistemi di IA di comprendere le situazioni in cui si imbattono. In questo capitolo descriverò alcuni tentativi fatti in questa direzione, compresi certi miei lavori passati e attuali.

Nuclei di conoscenza per i computer.

All’alba dell’IA, quando ancora il machine learning e le reti neurali non occupavano il centro della scena, gli esperti di IA codificavano manualmente le regole e la conoscenza necessari a un programma affinché svolgesse i propri compiti. A molti di quei pionieri dell’IA pareva del tutto ragionevole che questo approccio «integrativo» fosse sufficiente per riprodurre le conoscenze di senso comune necessarie alle macchine per acquisire un’intelligenza «umana».

Il tentativo piú celebre e durevole di codificare manualmente la conoscenza di senso comune per le macchine fu il progetto Cyc di Douglas Lenat. Dottorando, e poi docente presso il laboratorio di IA all’Università di Stanford, Lenat era diventato famoso nel mondo dell’IA degli anni Settanta creando programmi che simulavano l’invenzione umana di nuovi concetti, in particolare in ambito matematico1. Tuttavia, dopo piú di un decennio di lavoro su tale argomento, arrivò alla conclusione che, per un reale progresso dell’IA, le macchine dovevano essere dotate di senso comune. Decise quindi di costituire un’enorme raccolta di fatti relativi al mondo, e di stabilire al tempo stesso regole logiche che permettevano ai programmi di utilizzare tale raccolta di dati per dedurre i fatti di cui avevano bisogno. Nel 1984 Lenat lasciò l’università e fondò un’azienda (che oggi si chiama Cycorp) proprio con questo obiettivo.

Il nome Cyc intendeva evocare la parola encyclopedia. Ma a differenza delle enciclopedie che tutti conosciamo, quella di Lenat doveva contenere tutta la conoscenza umana non scritta, o perlomeno una parte sufficiente di essa che consentisse ai sistemi di IA di funzionare a un livello umano nei campi della visione, del linguaggio, della pianificazione, del ragionamento e altro ancora.

Cyc è un sistema di IA simbolica paragonabile a quelli che ho descritto nel capitolo I – una raccolta di enunciati (asserzioni) su entità specifiche o di concetti generali, scritti in linguaggio informatico basato sulla logica. Ecco alcuni esempi di asserzioni di Cyc (tradotti dalla forma logica in italiano):2


Una entità non può essere in piú di un posto alla volta.

Gli oggetti invecchiano di un anno ogni anno.

Ogni persona ha una madre che è una persona di sesso femminile.



Il progetto Cyc include anche sofisticati algoritmi che effettuano delle deduzioni logiche a partire dagli enunciati. Per esempio, Cyc potrebbe stabilire che, se io sono a Portland, allora non sono anche a New York, perché io sono un’entità, Portland e New York sono luoghi, e un’entità non può essere in piú di un luogo alla volta. Cyc dispone poi di numerosi metodi volti a gestire enunciati incoerenti o incerti presenti nella propria raccolta.

Gli enunciati di Cyc sono stati codificati a mano da esseri umani (i dipendenti di Cycorp) oppure dedotti in modo logico dal sistema, a partire da enunciati esistenti3. Quanti enunciati sono necessari per acquisire la conoscenza umana del senso comune? A una conferenza del 2015 Lenat aveva stimato che il numero di enunciati di Cyc era, al momento, pari a quindici milioni, ipotizzando che «probabilmente disponiamo attualmente del 5 per cento di quello che ci servirà»4.

La filosofia che ispira Cyc ha molto in comune con quella dei sistemi esperti della prima IA. Forse ricorderete che cosa ho raccontato nel capitolo II a proposito di Mycin, il sistema esperto per la diagnosi clinica. Gli sviluppatori di Mycin avevano intervistato degli «esperti» – in questo caso dei medici – per ricavare delle regole che il sistema poi impiegava per fare una diagnosi; a quel punto gli sviluppatori traducevano le regole in un linguaggio informatico basato sulla logica, che consentiva al sistema di effettuare delle deduzioni logiche. Nel caso di Cyc, gli «esperti» sono persone che traducono manualmente in proposizioni logiche la propria conoscenza del mondo. La «base di conoscenza» di Cyc è piú grande di quella di Mycin, e i suoi algoritmi di ragionamento logico sono piú sofisticati. I due progetti hanno però in comune una convinzione di fondo: l’intelligenza si può acquisire mediante regole programmate dall’uomo operanti su una raccolta sufficientemente vasta di conoscenze formulate chiaramente. Nel panorama dell’IA attuale, dominata dal deep learning, il progetto Cyc è uno degli ultimi tentativi di IA simbolica su larga scala5.

È possibile che, con un tempo e un impegno sufficienti, gli ingegneri di Cycorp riusciranno a simulare tutta, o perlomeno una parte sufficiente, della conoscenza umana di senso comune, qualunque sia il senso che conferiamo al termine sufficiente? Io ne dubito. Se la conoscenza di senso comune è la conoscenza che noi umani abbiamo ma che non è scritta da nessuna parte, allora il grosso di quella conoscenza è inconsapevole. Significa che noi nemmeno sappiamo di averla. Include buona parte della nostra conoscenza basilare intuitiva della fisica, della biologia e della psicologia, sulla quale si fonda la nostra piú ampia conoscenza del mondo. Se non siete consapevoli di conoscere qualcosa, non potete essere l’«esperto» che fornisce esplicitamente quella conoscenza a un computer.

Inoltre, come sostenevo nel capitolo precedente, la nostra conoscenza di senso comune è guidata dall’astrazione e dall’analogia, in assenza delle quali è impensabile ciò che chiamiamo senso comune. Ma le astrazioni e la creazione di analogie sono abilità umane che non possono essere simulate dall’immenso insieme di fatti di Cyc, né – credo – per deduzione logica in generale.

Ad oggi, il progetto Cyc ha superato la soglia dei quarant’anni. Cycorp e la sua spin-off Lucid lo commercializzano, offrendo un menu di applicazioni pensate per le aziende. Il sito web di ciascuna azienda racconta «storie di successo», e cioè applicazioni di Cyc nel campo della finanza, nell’estrazione di gas e di petrolio, nella medicina e in altri settori. La sua traiettoria ricorda, sotto alcuni aspetti, quella di Watson dell’Ibm. Nati entrambi per la ricerca fondazionale nel campo dell’IA con una portata e ambizioni notevoli, alla fine sono diventati un pacchetto di prodotti promossi da un marketing persuasivo (del tipo, Cyc «mette a disposizione dei computer una conoscenza e un ragionamento simili a quelli umani»6), ma con obiettivi limitati piú che generali, e ben poca trasparenza riguardo alle reali prestazioni e alle reali capacità del sistema.

L’impatto di Cyc sulle principali ricerche nell’IA è stato finora modesto. Inoltre, nel mondo dell’IA tale impostazione non ha mancato di attirarsi delle critiche. Per esempio, Pedro Domingos, professore all’Università di Washington, ha definito Cyc «il piú celebre fallimento nella storia dell’IA»7. E l’esperto di robotica del Mit Rodney Brooks è stato appena un po’ piú tenero: «Pur essendo stato uno sforzo eroico, [Cyc] non ha prodotto un sistema di IA capace di gestire una seppur minima conoscenza del mondo»8.

E se dotassimo i computer della conoscenza inconsapevole sul mondo, che impariamo nell’infanzia e nell’adolescenza, e su cui si fondano i nostri concetti? Come potremmo, per esempio, insegnare a un computer la fisica intuitiva degli oggetti? Diversi gruppi di ricerca hanno affrontato questa sfida e stanno costruendo sistemi di IA che imparano l’applicazione al mondo fisico del principio di causalità, a partire da video, videogiochi o altri tipi di realtà virtuale9. Si tratta di strade indubbiamente interessanti. Ma rispetto alla progressione conoscitiva di un neonato in carne e ossa, tali sistemi hanno mosso solo i primi claudicanti passi verso lo sviluppo di una conoscenza basilare intuitiva.

Quando il deep learning esibí la propria straordinaria serie di successi, in molti, dentro e fuori la comunità dell’IA, erano fiduciosi che un’IA generale di livello umano fosse ormai alle porte. Tuttavia, come ho raccontato nel libro, a mano a mano che cresce il loro impiego, i sistemi di deep learning rivelano un’«intelligenza» lacunosa. Persino i sistemi piú efficienti sono incapaci di generalizzare oltre il proprio ristretto campo di competenza, e di elaborare astrazioni, o di imparare relazioni di causa ed effetto10. In piú, i loro errori non-umani e la vulnerabilità agli esempi avversari rivelano che non comprendono realmente i concetti che stiamo cercando di insegnare loro. Gli esperti stanno ancora discutendo per stabilire se sia possibile rimediare alle lacune aggiungendo piú dati o reti piú profonde; o se invece manchi qualcosa di piú fondamentale11.

Recentemente mi è capitato di notare che gli argomenti di conversazione sono mutati; nel mondo dell’IA si è tornati sempre piú a parlare della necessità di dotare le macchine di senso comune. Nel 2018 il cofondatore di Microsoft Paul Allen ha raddoppiato il budget per l’istituto di ricerca da lui fondato – l’Allen Institute for AI – finalizzato proprio a studiare il senso comune: un progetto al quale contribuiscono enti di finanziamento governativi. Per esempio, nel 2018 la Defense Advanced Research Projects Agency, uno dei principali enti che investono nella ricerca sull’IA, ha varato un poderoso progetto di finanziamento sulla ricerca sul senso comune nell’IA: «Il ragionamento delle macchine [attuali] è ristretto e molto specializzato, e il ragionamento di senso comune nelle macchine ancora lontano. Il programma [di finanziamento] creerà piú rappresentazioni della conoscenza di tipo umano: rappresentazioni su base percettiva, che permettano alle macchine di acquisire il ragionamento di senso comune sul mondo fisico e sui fenomeni spazio-temporali»12.

L’astrazione, idealizzata.

«Formare astrazioni» era una delle capacità fondamentali dell’IA elencate nella proposta di Dartmouth del 1955 descritte nel capitolo I. Tuttavia indurre le macchine a creare astrazioni concettuali di tipo umano è un problema ancora lontano dall’essere risolto.

L’astrazione e l’analogia sono esattamente i temi che mi avvicinarono al mondo dell’IA. Il mio interesse si destò in particolare quando mi imbattei in una serie di enigmi visivi, i cosiddetti «problemi di Bongard». Li aveva formulati lo scienziato informatico russo Mikhail Bongard, che nel 1967 pubblicò un libro tradotto in inglese come Pattern Recognition13. Se da un lato il libro descriveva la sua proposta di un sistema di riconoscimento visivo simile al percettrone, dall’altro la parte piú stimolante era l’Appendice, dove l’autore proponeva un centinaio di enigmi, autentiche sfide per i programmi di IA. La figura 45 ne propone quattro14.

Ciascun problema presenta dodici riquadri: sei a sinistra e sei a destra. I sei riquadri a sinistra esemplificano lo «stesso» concetto; i sei riquadri a destra un concetto correlato, e i due concetti distinguono perfettamente i due insiemi. La sfida è scoprire i due concetti. Per esempio, nella figura 45 i concetti sono (in senso orario) grande vs piccolo; bianco vs nero (o vuoto vs pieno se preferite); lato destro vs lato sinistro; e verticale vs orizzontale.

[image: Figura 45. Quattro campioni di problemi di Bongard. Per ciascun problema, il compito è determinare quali concetti distinguono i sei riquadri a sinistra dai sei riquadri a destra. Per esempio, nel problema 2 di Bongard i concetti sono grande vs piccolo.]

Figura 45. Quattro campioni di problemi di Bongard. Per ciascun problema, il compito è determinare quali concetti distinguono i sei riquadri a sinistra dai sei riquadri a destra. Per esempio, nel problema 2 di Bongard i concetti sono grande vs piccolo.

I problemi della figura 45 sono relativamente facili da risolvere. In effetti Bongard aveva disposto i suoi cento problemi all’incirca per ordine, secondo il loro presunto grado di difficoltà. Per il vostro piacere, la figura 46 propone altri sei problemi, tratti dalla parte finale della raccolta. Le risposte le darò piú avanti.

Bongard aveva concepito accuratamente questi enigmi affinché la loro soluzione richiedesse capacità di astrazione e di ragionamento analogico di cui un essere umano o un sistema di IA hanno bisogno nel mondo reale. In un problema di Bongard, potete pensare a ciascuno dei dodici riquadri come a una miniatura, a una «situazione» idealizzata – che mostra oggetti, attributi e relazioni differenti. Le situazioni a sinistra hanno una proprietà comune (per esempio, grande); le situazioni a destra una proprietà comune opposta a quella di sinistra (per esempio, piccolo). E nei problemi di Bongard, come nella vita reale, riconoscere la proprietà essenziale di una situazione è talvolta qualcosa di piuttosto sottile. Come commentava lo scienziato cognitivo Robert French, l’astrazione e l’analogia si imperniano sulla percezione della «sottigliezza della somiglianza»15.

[image: Figura 46. Sei ulteriori problemi di Bongard.]

Figura 46. Sei ulteriori problemi di Bongard.

Per scoprire questa sottile somiglianza dovete determinare quali attributi della situazione sono rilevanti e quali si possono ignorare. Nel problema 2 (fig. 45) non è importante se una forma è nera oppure è bianca, o dove è collocata nel riquadro, o se è un triangolo, un cerchio o qualsiasi altra cosa. Quello che conta è soltanto la grandezza. Naturalmente la grandezza non è sempre importante: negli altri problemi della figura 45 è irrilevante. Ma in che modo noi umani individuiamo cosí rapidamente gli attributi rilevanti? E come potremmo ottenere che una macchina faccia la stessa cosa?

Per complicare ulteriormente la vita alle macchine, i concetti rilevanti possono essere codificati in modo astratto, difficile da percepire: come i concetti tre e quattro nel problema 91. In alcuni problemi, un sistema di IA potrebbe avere difficoltà a figurarsi che cosa è considerato un oggetto. È il caso del problema 84 (esterno vs interno), dove gli «oggetti» rilevanti sono composti di oggetti piú piccoli (qui, dei cerchietti). Nel problema 98 gli oggetti sono «camuffati»: è facile per una persona vedere che cosa sono le figure. Ma è piú difficile per le macchine, che possono avere difficoltà a separare la figura dallo sfondo.

I problemi di Bongard sfidano, inoltre, la capacità umana di percepire nuovi concetti al volo. Il problema 18 è un buon esempio. Il concetto comune nei riquadri a sinistra non è facile da tradurre in parole; è qualcosa del tipo oggetto con una strozzatura o «collo». Ma persino se non avete mai pensato a nulla di simile prima, potete riconoscerlo rapidamente nel problema 18. Analogamente, nel problema 19 c’è un concetto nuovo: qualcosa del tipo oggetto con un collo orizzontale a sinistra versus oggetto con un collo verticale a destra. Astrarre concetti nuovi, difficili da verbalizzare – un ulteriore esempio di sottigliezza della somiglianza – è qualcosa in cui noi umani eccelliamo, ma che nessun attuale sistema di IA sa fare a livello generale.

Il libro di Bongard, pubblicato in inglese nel 1970, era piuttosto incomprensibile, e inizialmente pochi lo notarono. Ma Douglas Hofstadter, che lo scoprí nel 1975, fu profondamente impressionato dai cento problemi dell’Appendice e vi si dilungò in Gödel, Escher, Bach. E proprio qui mi è capitato di vederli per la prima volta.

Sono appassionata di enigmi sin da quando ero bambina, specie di quelli riguardanti la logica o gli schemi. Quando lessi Geb, i problemi di Bongard mi incantarono. E mi ammaliarono pure le teorie di Hofstadter – abbozzate in Geb – su come creare un programma che risolvesse i problemi di Bongard imitando la percezione e la creazione di analogie proprie dell’uomo. Forse fu proprio leggendo quella sezione che decisi di dedicarmi all’IA.

Molte altre persone sono rimaste incantate dai problemi di Bongard, e diversi ricercatori hanno creato programmi di IA che provano a risolverli. Nella maggioranza dei casi, essi avanzano ipotesi semplificatrici (per esempio limitano l’insieme di forme e delle relazioni consentite tra le forme, o ignorano gli aspetti visivi e partono da una descrizione delle immagini creata dall’uomo). Ciascuno di questi programmi riusciva a risolvere un sottoinsieme di problemi specifici; nessuno però ha dimostrato che i propri metodi sapessero generalizzare come noi umani16.

Che cosa dire delle reti neurali convolutive? Considerando i loro risultati cosí spettacolari nella classificazione di oggetti (per esempio nella gigantesca ImageNet Large Scale Visual Recognition Challenge descritta nel capitolo V), sarebbe lecito aspettarsi che tali reti siano addestrabili per risolvere i problemi di Bongard? Potreste immaginare di inquadrare un problema di Bongard come problema di «classificazione» per una ConvNet, come mostra la figura 47: i sei riquadri a sinistra potremmo considerarli esempi di addestramento di «classe 1», e i sei riquadri a destra esempi di addestramento di «classe 2». Ora, sottoponete al sistema un nuovo esempio di «test». Dovremmo classificarlo di «classe 1» oppure di «classe 2»?

[image: Figura 47. Illustrazione di come inquadrare un problema di Bongard come problema di classificazione, con dodici esempi di addestramento e un nuovo esempio di «test».]

Figura 47. Illustrazione di come inquadrare un problema di Bongard come problema di classificazione, con dodici esempi di addestramento e un nuovo esempio di «test».

Un primo ostacolo è che un insieme di dodici esempi di addestramento è risibilmente inadeguato per addestrare una ConvNet; persino milleduecento potrebbero non essere sufficienti. Chiaramente è questo il punto di Bongard: noi esseri umani riconosciamo facilmente i concetti rilevanti con dodici esempi soltanto. Quanti dati di addestramento servirebbero a una ConvNet per imparare a risolvere un problema di Bongard? Malgrado nessuno abbia ancora studiato sistematicamente la soluzione dei problemi di Bongard, un gruppo di ricercatori ha tuttavia esaminato la prestazione delle ConvNet di ultima generazione in un test «uguale vs differente», con immagini simili a quelle della figura 4717. La classe 1 includeva immagini con due figure aventi la stessa forma; la classe 2 immagini con due figure di forme differenti. Ma invece di dodici immagini di addestramento, i ricercatori hanno addestrato le ConvNet con ventimila esempi per ciascuna classe 1 (uguale) e classe 2 (differente). Una volta addestrata, ciascuna ConvNet è stata sottoposta a un test con diecimila nuovi esempi. Erano generati automaticamente usando molti tipi di forme differenti. Le prestazioni delle ConvNet in questi problemi «uguale vs differente» erano appena migliori delle risposte aleatorie; il punteggio di persone sottoposte a test dagli autori era invece prossimo al 100 per cento. In breve, le ConvNet attuali, pur idonee a imparare i tratti necessari per riconoscere gli oggetti di ImageNet o per scegliere le mosse nel Go, mancano di ciò che serve per il genere di astrazione e di creazione di analogie richieste, persino nei problemi astratti di Bongard, e ancor piú nel mondo reale. A quanto pare, i tipi di tratti che queste reti possono imparare sono insufficienti per formare tali astrazioni, a prescindere dal numero di esempi con cui è addestrata la rete. Non sono solo le ConvNet a lamentare questa mancanza: nessun odierno sistema di IA ha nulla che anche solo si avvicini a queste fondamentali capacità umane.

Simboli attivi e creazione di analogie.

Dopo avere letto Gödel, Escher, Bach, e avere deciso di dedicarmi alla ricerca nel campo dell’IA, andai a trovare Douglas Hofstadter, augurandomi di poter lavorare un giorno su qualcosa di affine ai problemi di Bongard. Fortuna volle che, perseverando, lo convinsi a prendermi nel suo gruppo di ricerca. Hofstadter mi spiegò che stavano effettivamente ideando dei programmi informatici ispirati all’uomo, alla sua capacità di comprendere le situazioni e di elaborare analogie tra di esse. Forte della sua tesi di dottorato in fisica (una disciplina in cui l’idealizzazione – vedi il moto senza attrito – è un principio guida centrale), Hofstadter era convinto che il modo migliore per indagare un fenomeno – in questo caso, la creazione di analogie – fosse studiarlo nella sua forma piú astratta. I ricercatori che lavorano nell’IA ricorrono spesso ai micromondi – dominî astratti, come i problemi di Bongard, in cui un ricercatore può sviluppare le idee prima di metterle alla prova in dominî piú complessi. Per il suo studio sulla creazione delle analogie, Hofstadter aveva sviluppato un micromondo persino piú astratto di quello dei problemi di Bongard: enigmi basati sull’analogia che prevedevano stringhe di lettere. Ecco un esempio:


Problema 1: Supponiamo che la stringa di lettere abc cambi in abd. Come cambiereste nello «stesso modo» la stringa pqrs?



Buona parte delle persone risponde pqrt, inferendo una regola del tipo «sostituisci la lettera piú a destra con quella ad essa successiva nell’alfabeto». Naturalmente si potrebbero dedurre altre possibili regole, ottenendo risposte differenti. Ecco alcune risposte alternative:


pqrd: «sostituisci la lettera piú a destra con una d».

pqrs: «sostituisci tutte le c con delle d. Non ci sono c in pqrs, perciò nessun cambiamento».

abd: «sostituisci ogni stringa con la stringa abd».



Queste risposte alternative potrebbero sembrare alquanto pedisseque, ma nessun argomento strettamente logico afferma che siano sbagliate. Di fatto si potrebbero immaginare una quantità di regole possibili. Perché buona parte delle persone concorda che una di esse (pqrt) è la migliore? Sembra che i nostri meccanismi mentali di astrazione – evoluti per favorire la sopravvivenza e la riproduzione nel mondo reale – si trasferiscano in questo micromondo idealizzato.


Problema 2: Supponiamo che la stringa abc cambi in abd. Come cambiereste nello «stesso modo» la stringa ppqqrrss?



Persino in questo semplice micromondo alfabetico, la somiglianza può essere molto sottile, perlomeno per una macchina. Nel problema 2 un’applicazione letterale della regola «sostituisci la lettera piú a destra con il proprio successore» darebbe ppqqrrst, ma alla maggior parte delle persone questa risposta sembra troppo letterale; esse tendono invece a dare la risposta ppqqrrtt, associando coppie di lettere in ppqqrrss alle singole lettere in abc18. Noi esseri umani siamo inclini a raggruppare gli oggetti identici o simili.

Il problema 2 illustra, in questo micromondo, l’idea generale di slittamento concettuale, un’idea che sta al cuore della creazione di analogie19. Quando proviamo a percepire la «somiglianza» essenziale tra due situazioni differenti, alcuni concetti dalla prima situazione devono «slittare» – ossia essere sostituiti da concetti correlati nella seconda situazione. Nel problema 2 il concetto lettera slitta in gruppo di lettere; cosí, la regola «sostituisci la lettera piú a destra con quella successiva» diventa «sostituisci il gruppo di lettere piú a destra con il gruppo successivo».

Considerate ora il seguente problema:


Problema 3: Supponiamo che la stringa abc cambi in abd. Come cambiereste «nello stesso modo» la stringa xyz?



La maggior parte delle persone risponde xya, sostenendo che il successore di z è a. Ma supponete di essere voi stessi un programma informatico che non ha il concetto di alfabeto «circolare», e dunque che per voi la lettera z non abbia nessun successore. Quali altre risposte sarebbero sensate? Quando ho interrogato varie persone, ho ricevuto una quantità di risposte, alcune molto creative. Curiosamente le risposte spesso evocavano metafore fisiche: per esempio xy (la z «cade dal bordo di una scogliera»), xyy (la z «rimbalza indietro»), e wyz. Per quest’ultima risposta l’immagine è che sia a sia z sono «incuneate in un muro» alle estremità opposte dell’alfabeto, e quindi svolgono ruoli simili; cosí, se il concetto prima lettera dell’alfabeto slitta verso ultima lettera dell’alfabeto, allora la lettera piú a destra slitta verso la lettera piú a sinistra e quella successiva slitta verso la precedente. Il problema 3 mostra in che modo la creazione di un’analogia possa innescare una cascata di slittamenti concettuali.

Il micromondo delle stringhe di lettere evidenzia molto bene l’idea di slittamento. In altri dominî tale idea può essere piú sottile. Per esempio, se ripensate al problema 91 di Bongard della figura 46, in cui l’essenza condivisa dei sei riquadri a sinistra è tre, gli oggetti che rappresentano il concetto tre slittano di riquadro in riquadro – per esempio da segmenti di linea (in alto a sinistra) a quadrati (al centro a sinistra) e poi a un concetto difficile da verbalizzare nel riquadro in basso a sinistra (qualcosa come «denti di un pettine», forse?) Lo slittamento concettuale aveva un ruolo centrale anche nelle differenti astrazioni che la figlia immaginaria S (nel capitolo precedente) elaborò nel corso degli anni – per esempio nella sua analogia in tribunale il concetto di sito web è slittato verso il concetto di muro, e il concetto di scrivere su un blog slitta verso il concetto di tracciare graffiti con lo spray.

Hofstadter ha concepito un programma informatico, chiamato Copycat, inteso a risolvere problemi come questo, impiegando algoritmi molto generali, simili a quelli che – egli credeva – gli esseri umani impiegano quando creano analogie in qualsiasi dominio. Il nome Copycat (scimmiottatore o copione) deriva dall’idea che voi (creatori di analogie) avete intenzione di risolvere questi problemi «facendo la stessa cosa» – ossia da «copioni». La situazione originaria (per esempio abc) è in qualche modo cambiata, e il vostro compito è fare lo «stesso» cambiamento rispetto alla nuova situazione (per esempio ppqqrrss).

Quando entrai a far parte del gruppo di Hofstadter, mi fu assegnato l’incarico di sviluppare, proprio insieme a lui, il programma Copycat. Come potrà assicurarvi chiunque vi sia passato, il percorso per conseguire il dottorato consiste soprattutto in un lavoro intenso, scandito da frustranti battute d’arresto e (almeno per me) accompagnato da una costante, sotterranea corrente di dubbio su me stessa. Ogni tanto, però, si presentano momenti esaltanti di soddisfazione, durante i quali il programma su cui avete sudato per cinque anni finalmente funziona. Qui non parlerò dei dubbi, delle battute d’arresto e delle infinite ore di lavoro, e andrò dritta alla fine, quando sottoposi la mia tesi che descriveva il programma Copycat, il quale – sostenevo – risolveva in un modo generale, simile a quello umano, diverse famiglie di problemi di analogia basati su stringhe di lettere.

Copycat non era né un programma simbolico basato su regole, né una rete neurale, pur includendo aspetti di IA sia simbolica sia subsimbolica. Copycat risolveva problemi di analogia mediante un’interazione continua tra i processi percettivi del programma (ossia rilevare delle caratteristiche in un particolare problema di analogia nella stringa di lettere) e i suoi concetti a priori (per esempio lettera, gruppo di lettere, successore, predecessore, uguale e opposto). I concetti del programma erano strutturati in modo da emulare qualcosa di analogo ai modelli mentali descritti nel capitolo precedente. In particolare, erano basati sul concetto, proposto da Hofstadter, di «simboli attivi» nei processi cognitivi umani20. L’architettura di Copycat era complicata, e non starò qui a descriverla (ho dato però alcuni riferimenti nelle note21). Alla fine, Copycat, pur potendo risolvere molti problemi di analogia con stringhe di lettere (inclusi gli esempi che ho appena presentato, con in piú alcune varianti), scalfiva appena la superficie del dominio quasi illimitato dell’analogia stessa. Ecco, come esempio, due problemi che il mio programma non sapeva risolvere:


Problema 4: se azbzczd cambia in abcd, in che cosa si trasforma pxqxrxsxt?

Problema 5: Se abc cambia in abd, in che cosa si trasforma ace?



Entrambi i problemi richiedono di riconoscere al volo nuovi concetti, una capacità che a Copycat mancava. Nel problema 4 le z e le x svolgono lo stesso ruolo, qualcosa del tipo «le lettere supplementari che devono essere cancellate per vedere la sequenza alfabetica», il che dà come risposta pqrst. Nel problema 5 la sequenza ace è simile alla sequenza abc, tranne per il fatto che si tratta di una sequenza di «doppia successione», invece che di «successione», la cui risposta è acg. Sarebbe stato facile per me dotare Copycat della capacità di contare il numero di lettere tra, poniamo, a e c e c ed e, ma non volevo integrare nel programma capacità che erano specifiche del dominio di stringhe di lettere. Questo perché Copycat intendeva essere un banco di prova di idee generali sull’analogia, piú che un «creatore di analogie di stringhe di lettere».

Metacognizione nel mondo delle stringhe di lettere.

Un aspetto essenziale dell’intelligenza umana – di cui oggi si discute poco nell’ambito dell’IA – è la capacità di percepire e di riflettere sul proprio stesso pensiero, ciò che in psicologia si chiama metacognizione. Vi siete mai scervellati nel tentativo di risolvere un problema, per ammettere infine che non avete fatto altro che reiterare gli stessi improduttivi processi mentali? A me succede di continuo. Tuttavia, quando riconosco questo schema, riesco talvolta a uscire dall’impasse. Copycat, come tutti gli altri programmi di IA di cui vi ho parlato nel libro, non aveva meccanismi di auto-percezione, e questo limitava le sue prestazioni. Il programma talvolta si bloccava, cercando sempre di nuovo di risolvere un problema nel modo sbagliato, senza mai accorgersi di avere già seguito in precedenza un simile percorso infruttuoso.

James Marshall, al tempo studente nel gruppo di ricerca di Douglas Hofstadter, cercò esattamente di indurre Copycat a riflettere sul proprio «pensiero». James creò un programma chiamato Metacat, il quale non soltanto risolveva problemi di analogia nel dominio di stringhe di lettere di Copycat, ma cercava anche di percepire delle regolarità nelle proprie azioni. Quando il programma girava, restituiva un commento sui concetti che riconosceva nel proprio processo di problem solving22. Come Copycat, Metacat espresse dei comportamenti affascinanti, ma aveva soltanto scalfito la superficie delle capacità di auto-riflessione proprie dell’uomo.

Riconoscere situazioni visive.

Le mie attuali ricerche vertono sullo sviluppo di un sistema di IA che usa l’analogia per riconoscere in modo flessibile situazioni visive – concetti visivi che coinvolgono molteplici entità e le loro relazioni. Ciascuna delle quattro immagini della figura 48 è un esempio di una situazione visiva che si potrebbe chiamare «passeggiata con un cane». Si tratta di una situazione facile da cogliere per noi esseri umani. Per contro, riconoscere esempi di situazioni visive, pur semplici, si rivela una sfida gigantesca per i sistemi di IA. Riconoscere intere situazioni è molto piú difficile che non riconoscere singoli oggetti.

Con i miei collaboratori stiamo sviluppando un programma – chiamato Situate – che combina le capacità di riconoscimento di oggetti delle reti neurali profonde con l’architettura dei simboli attivi di Copycat. Il programma ha l’obiettivo di riconoscere esempi di particolari situazioni creando analogie. Vorremmo che il nostro programma riconoscesse non soltanto esempi immediati, come quelli nella figura 48, ma anche esempi inconsueti che richiedono slittamenti concettuali. La situazione prototipica della «passeggiata con un cane» implica una persona (un accompagnatore del cane), un cane e un guinzaglio. L’accompagnatore del cane sta tenendo in mano il guinzaglio, il guinzaglio è attaccato al cane, ed entrambi, accompagnatore e cane, stanno camminando. Siamo d’accordo? In effetti è ciò che vediamo negli esempi della figura 48. Ma gli esseri umani che comprendono il concetto di «passeggiata con un cane» riconoscerebbero anche ciascuna delle immagini nella figura 49 come esempi di questo concetto, pur essendo consapevoli dello scarto di ognuna rispetto alla versione prototipica. Il programma Situate, ancora ai primi stadi di sviluppo, è concepito per mettere alla prova le idee relative ai meccanismi generali sottesi alla creazione umana di analogie e per dimostrare che le concezioni che stanno alla base del programma Copycat possono operare con successo oltre il micromondo delle analogie tra stringhe di lettere.

Copycat, Metacat e Situate sono solo tre esempi di vari programmi di creazione di analogie basati sull’architettura dei simboli attivi di Hofstadter23. Inoltre, l’architettura dei simboli attivi è soltanto uno dei molteplici approcci utilizzati nella comunità dell’IA per creare programmi capaci di creare analogie. Tuttavia, se da un lato l’analogia è fondamentale nei processi cognitivi umani a ogni livello, dall’altro non esistono programmi di IA che si avvicinino, neppure lontanamente, alle capacità proprie dell’uomo di creare analogie.

[image: Figura 48. Quattro casi semplici di «passeggiata con un cane».]

Figura 48. Quattro casi semplici di «passeggiata con un cane».

[image: Figura 49. Quattro casi atipici di «passeggiata con un cane».]

Figura 49. Quattro casi atipici di «passeggiata con un cane».

«Siamo veramente ancora molto ma molto lontani».

L’era moderna dell’intelligenza artificiale è dominata dal deep learning e dal suo triumvirato: le reti neurali profonde, i Big Data e i computer ultraveloci. Tuttavia nella ricerca di una intelligenza robusta e generale, il deep learning potrebbe essere a un punto morto: la fondamentale «barriera del significato». In questo capitolo ho presentato una breve panoramica di alcuni tentativi dell’IA di rimuovere tale barriera. Ho considerato in che modo i ricercatori (inclusa la sottoscritta) stiano tentando di dotare i computer di una conoscenza di senso comune e della capacità, «umana», di astrazione e di creazione di analogie.

Mentre riflettevo su questo argomento, mi colpí un post piacevole e perspicace che aveva scritto sul proprio blog Andrej Karpathy, un esperto di deep learning e di visione artificiale, oggi a capo delle attività di Tesla nell’IA. Nel post, intitolato The State of Computer Vision and IA: We Are Really, Really Far Away (A che punto siamo con la visione artificiale e l’IA: molto ma molto lontani)24, Karpathy descrive le proprie reazioni di ricercatore che lavora nel campo della visione artificiale dinanzi a una specifica fotografia, mostrata nella figura 50. Karpathy rileva che noi esseri umani troviamo quest’immagine piuttosto divertente, e si domanda: «Che cosa servirebbe a un computer per comprendere questa immagine come la comprendiamo voi e io?»

Karpathy elenca molte delle cose che noi umani comprendiamo facilmente, ma che travalicano le capacità dei migliori programmi odierni di visione artificiale. Per esempio, noi riconosciamo che, nella scena, ci sono delle persone, ma che ci sono anche degli specchi, e che quindi alcune di quelle persone sono riflesse negli specchi. Riconosciamo il luogo come uno spogliatoio e ci colpisce la bizzarria di un gruppo di persone in giacca e cravatta in uno spogliatoio.

Riconosciamo, inoltre, che una persona è in piedi su una bilancia, malgrado questa sia formata da pixel bianchi che si confondono con lo sfondo. Karpathy sottolinea che riconosciamo che «Obama ha appoggiato leggermente il piede sul bordo della bilancia», e osserva che per noi è piú facile descrivere la scena situandoci nella struttura tridimensionale che deduciamo dalla scena, piuttosto che nell’immagine bidimensionale che ci viene proposta.

La nostra conoscenza intuitiva della fisica ci dice che il piede di Obama porterà la bilancia a sovrastimare il peso della persona sulla bilancia. La nostra conoscenza intuitiva della psicologia ci dice che la persona sulla bilancia non è consapevole che Obama sta premendo col piede sulla bilancia – lo deduciamo dalla direzione dello sguardo di quella persona, e sappiamo che non è dotata di occhi nella parte posteriore della testa. Comprendiamo, inoltre, che quella persona probabilmente non percepisce la lieve pressione del piede di Obama sulla bilancia. La nostra teoria della mente ci permette, inoltre, di predire che l’uomo non sarà contento quando la bilancia gli avrà rivelato che il suo peso è maggiore di quanto egli si aspettasse.

[image: Figura 50. La foto discussa nel blog di Andrej Karpathy.]

Figura 50. La foto discussa nel blog di Andrej Karpathy.

Infine riconosciamo che Obama e le altre persone intente a osservare la scena stanno sorridendo – deduciamo dalle loro espressioni che sono divertite dallo scherzo che Obama sta giocando all’uomo sulla bilancia, reso magari ulteriormente divertente dal ruolo di prestigio di Obama. Riconosciamo poi che si stanno divertendo in modo amichevole, e che si aspettano che pure l’uomo sulla bilancia riderà quando si renderà conto dello scherzo. Come osserva Karpathy, «state ragionando sullo stato mentale di alcune persone, e sulla loro visione dello stato mentale di una terza persona. Tutto ciò è maledettamente “meta”».

Riassumendo: «È sbalorditivo che tutte queste inferenze scaturiscano da una rapida occhiata ai valori di una matrice bidimensionale [di pixel]».

A mio avviso, l’esempio di Karpathy coglie alla perfezione la complessità della comprensione umana e rende con chiarezza cristallina le dimensioni di questa sfida per l’IA. Karpathy aveva scritto il post nel 2012, ma il suo messaggio vale ancora oggi e varrà, credo, per molto tempo a venire.

Karpathy concludeva il post con questa riflessione:


Una conclusione verosimilmente ineludibile per me è che potremmo […] aver bisogno di programmi incarnati, e che l’unico modo per costruire computer capaci di interpretare le scene come facciamo noi è fare sí che siano esposti a tutti gli anni di esperienze (strutturate e coerenti nel tempo) che viviamo noi; che abbiano la capacità di interagire col mondo, e un’architettura di apprendimento/inferenza magicamente attiva, che io stento anche solo a immaginare quando ripenso alle cose di cui dovrebbe essere capace.



Nel XVII secolo Cartesio ipotizzò che i nostri corpi e i nostri pensieri sono costituiti da sostanze differenti e che sono soggetti a leggi fisiche differenti25. Sin dagli anni Cinquanta, le impostazioni dominanti nell’IA hanno aderito implicitamente alla tesi del filosofo del cogito, presumendo che l’intelligenza generale possa essere acquisita da computer disincarnati. Tuttavia una piccola parte del mondo dell’IA ha difeso costantemente la cosiddetta ipotesi dell’embodiment, vale a dire il presupposto che una macchina non possa acquisire una intelligenza di livello umano se è priva di un corpo che interagisce col mondo26. Secondo questa visione, un computer posto su una scrivania, o persino un cervello scollegato dal corpo e che si sviluppa in una teca, non potrebbero mai acquisire i concetti necessari all’intelligenza generale. Viceversa, solo il tipo giusto di macchina – che abbia un corpo e che sia attivo nel mondo – potrebbe acquisire un’intelligenza di livello umano. Come Karpathy, pure io stento a immaginare quali progressi sarebbero necessari per costruire una macchina del genere. Ma dopo decenni di dedizione all’IA, la tesi dell’embodiment mi sembra sempre piú convincente.








Capitolo sedicesimo

Domande, risposte e riflessioni




Verso le ultime pagine del suo libro del 1979, Gödel, Escher, Bach, Douglas Hofstadter «intervistò» se stesso sul futuro dell’IA. Nel paragrafo «Dieci domande con tentativi di risposta» egli formulò domande e risposte sulla natura generale dell’intelligenza, oltre che sulle possibilità del pensiero nelle macchine. Quando, appena laureata, lessi Geb, questo paragrafo suscitò in me un profondo interesse. Le riflessioni di Hofstadter mi convinsero che, malgrado il clamore mediatico intorno a un’intelligenza artificiale di livello umano ormai alle porte – un ritornello in auge già negli anni Ottanta – l’IA navigava ancora a vista e aveva bisogno come il pane di nuove idee. Innumerevoli e profonde erano le sfide che attendevano giovani come me, che stavano muovendo i primi passi in questo campo.

Oggi, dopo ben piú di trent’anni, ho pensato che sarebbe giusto concludere il libro con alcune mie domande, risposte e riflessioni, in omaggio al paragrafo di Hofstadter e per legare le idee esposte nel libro.

Domanda: tra quanto tempo le auto a guida autonoma saranno la norma?

Dipende da che cosa s’intende per «a guida autonoma». La U.S. National Highway Traffic Safety Administration ha definito sei livelli di autonomia per i veicoli1. Eccoli.


	– LIVELLO 0: Il guidatore umano ha il controllo totale della guida.

	– LIVELLO 1: Il veicolo può assistere talvolta il guidatore umano al volante o nella velocità del veicolo, ma non le due cose simultaneamente.

	– LIVELLO 2: Il veicolo può controllare sia il volante sia la velocità del veicolo simultaneamente in certe circostanze (di solito sulle grandi strade). Il guidatore umano deve continuare a prestare piena attenzione («monitorare l’ambiente di guida») in ogni momento e fare qualsiasi altra cosa relativa alla guida, come cambiare corsia, uscire agli svincoli, fermarsi ai semafori e accostare quando si è fermati da un’auto della polizia.

	– LIVELLO 3: Il veicolo può gestire tutti gli aspetti della guida in certe circostanze, ma il guidatore umano deve prestare costantemente attenzione ed essere pronto ad assumere il controllo in qualsiasi momento il veicolo lo richieda al guidatore.

	– LIVELLO 4: Il veicolo può assumere il controllo della guida in certe circostanze. In quelle circostanze non è necessario che il guidatore umano presti attenzione.

	– LIVELLO 5: Il veicolo può assumere il controllo della guida in tutte le circostanze. Gli occupanti umani sono soltanto dei passeggeri e non è mai necessario che essi intervengano nella guida.



Sono certa che avrete notato l’essenziale espressione cautelativa «in certe circostanze». Non vi è modo di stilare un elenco esauriente delle circostanze in cui, poniamo, un veicolo di livello 4 possa prendere completamente in mano la guida. Si possono però immaginare molte circostanze che sarebbero verosimilmente complicate per un veicolo a guida autonoma, come le condizioni climatiche proibitive, un traffico urbano congestionato, l’attraversamento di un cantiere, o la guida in una strada stretta a doppio senso di marcia senza linee di mezzeria.

Ora come ora, buona parte delle automobili circolanti si colloca tra il livello 0 e il livello 1 – hanno il regolatore di velocità di crociera (cruise control) ma non il controllo della direzione di marcia o di frenata. Alcuni recenti modelli di autoveicoli – quelli con il «cruise control adattativo» – sono considerati di livello 1. Esistono alcuni tipi di veicoli attualmente di livello 2 e di livello 3, come le auto Tesla, dotate del sistema di pilota automatico. I produttori e gli utenti di queste vetture stanno ancora individuando quali situazioni sono incluse in «certe circostanze», nelle quali il guidatore umano deve prendere il controllo. Esistono anche veicoli sperimentali che possono operare in piena autonomia in circostanze piuttosto ampie. Ma questi mezzi hanno ancora bisogno del safety driver umano, pronto ad assumere il controllo in qualsiasi momento. Diversi incidenti mortali causati da auto a guida autonoma, incluse quelle in fase sperimentale, si sono verificati quando un essere umano avrebbe dovuto essere pronto a prendere il controllo ma era distratto.

L’industria delle auto a guida autonoma sta esprimendo il massimo sforzo per produrre e vendere veicoli completamente autonomi (cioè di livello 5); in effetti la completa autonomia è quella che viene da tempo promessa a noi consumatori nel tormentone su questo genere di veicoli. Che cosa impedisce di realizzare una vera autonomia delle nostre auto?

I principali ostacoli sono le situazioni a coda lunga (i casi limite) che ho descritto nel capitolo VI, vale a dire le situazioni rispetto alle quali il veicolo non era stato addestrato, e che potrebbero singolarmente accadere di rado, ma che accadranno frequentemente quando i veicoli autonomi si moltiplicheranno. Come ho scritto, i guidatori umani gestiscono tali eventi ricorrendo al senso comune, o buon senso, in particolare alla capacità di comprendere e di fare previsioni su nuove situazioni, per analogia rispetto a situazioni che il guidatore già comprende.

La piena autonomia dei veicoli richiede anche quel tipo di conoscenza intuitiva basilare che descrivevo nel capitolo XIV: la fisica, la biologia e in particolar modo la psicologia intuitiva. Per guidare in modo affidabile in tutte le circostanze, un guidatore deve comprendere le motivazioni, gli obiettivi e persino le emozioni degli altri guidatori, dei ciclisti, dei pedoni e degli animali che incontra lungo la strada. Esaminare una situazione complessa e valutare in una frazione di secondo chi potrebbe attraversare imprudentemente la strada per prendere il bus al volo, svoltare all’improvviso senza mettere la freccia o fermarsi in mezzo alle strisce pedonali per sistemarsi una scarpa con il tacco rotto – questa è la seconda natura di buona parte dei guidatori umani, ma non ancora delle auto a guida autonoma.

Un altro problema che si profila per i veicoli a guida autonoma è la possibilità dei piú disparati attacchi fraudolenti. Gli esperti di sicurezza informatica hanno rivelato che persino molte auto non autonome che guidiamo oggi – sempre piú controllate dal software – sono soggette ad hackeraggio, essendo collegate a reti wireless, inclusa Bluetooth, alle reti mobili e alle connessioni internet2. Essendo sotto il pieno controllo del software, le auto a guida autonoma saranno potenzialmente ancora piú vulnerabili a tale pirateria. E come raccontavo nel capitolo VI, i ricercatori nel machine learning hanno dimostrato la possibilità di «attacchi avversari» ai sistemi di visione artificiale di queste vetture. Alcuni sono semplici, come applicare adesivi poco appariscenti sui segnali di stop che l’auto classificherà come segnali di limite di velocità. Sviluppare adeguate misure di cyber-security per i veicoli a guida autonoma sarà un elemento importante ai fini di questa tecnologia.

Pirateria informatica a parte, un altro problema sarà quello che potremmo chiamare natura umana. Le persone vorranno inevitabilmente giocare qualche tiro alle auto completamente autonome, per mettere alla prova le loro debolezze – magari salendo su e giú dal marciapiede (facendo finta di attraversare la strada) per impedire all’auto di procedere. Come dovrebbero essere programmate le auto per riconoscere e gestire simili comportamenti? Vi sono poi importanti questioni giuridiche che andranno risolte nel caso dei veicoli pienamente autonomi. Per esempio, chi sarà considerato responsabile nel caso di un incidente? E quale tipo di assicurazione sarà necessario?

Esiste una questione particolarmente spinosa che riguarda il futuro delle auto a guida autonoma: questa industria dovrebbe forse mirare a un’autonomia parziale, per cui l’auto si occupa completamente della guida in «certe circostanze», e il guidatore umano dovrebbe continuare a prestare attenzione e assumere il comando solo all’occorrenza? Oppure l’unico obiettivo dovrebbe essere l’autonomia totale, in cui l’uomo si affida totalmente alla capacità di guida dell’auto, senza mai dover prestare attenzione?

La tecnologia dei veicoli pienamente autonomi abbastanza affidabili – che sappiano guidare da soli in quasi ogni situazione – non esiste ancora, per via dei problemi che vi elencavo. È difficile prevedere quando tali problemi saranno risolti. Mi è capitato di leggere previsioni di «esperti», che oscillavano da qualche anno a decenni. Non dimentichiamo la massima che il primo 90 per cento del progetto di una tecnologia complessa richiede il 10 per cento del tempo, e che l’ultimo 10 per cento ne richiede il 90 per cento.

La tecnologia per l’autonomia parziale di livello 3 esiste già. Ma come si è piú volte dimostrato, le persone in genere gestiscono davvero male l’autonomia parziale. I guidatori umani, pur consapevoli di dover prestare attenzione in ogni momento, talvolta se ne dimenticano; e poiché le auto non sono capaci di gestire ogni eventuale situazione, gli incidenti capitano.

Che fare allora? Realizzare l’autonomia completa nella guida richiede in sostanza un’IA generale, che verosimilmente non sarà tra noi in tempi brevi. Le auto ad autonomia parziale esistono già, ma sono pericolose, perché chi le guida talvolta si distrae. La soluzione piú probabile al dilemma è cambiare la definizione di completa autonomia, limitando la circolazione delle auto autonome esclusivamente in aree specifiche, dotate di un’infrastruttura atta a garantire la sicurezza delle vetture. Una versione in uso di questa soluzione si chiama geofencing (recinzione virtuale). Jackie DiMarco, già capo ingegnere per i veicoli a guida autonoma alla Ford Motor Company, lo spiega cosí:


Quando parliamo di autonomia di livello 4, parliamo di una completa autonomia all’interno di un geofence, un’area cioè in cui abbiamo una mappa ad alta definizione. Una volta in possesso della mappa, voi conoscete il vostro ambiente. Sapete dove sono i lampioni, le strisce pedonali, le regole stradali, i limiti di velocità, e cosí via. Vediamo l’autonomia che nasce entro un recinto virtuale e che poi si sviluppa col progredire della tecnologia, della conoscenza e della nostra capacità di risolvere un maggior numero di problemi3.



Naturalmente quei buontemponi di umani non scompaiono dalla recinzione virtuale. Il ricercatore nel campo dell’IA Andrew Ng suggerisce che i pedoni vadano educati a comportarsi in modo facilmente prevedibile in presenza di veicoli a guida autonoma: «Noi diciamo alle persone “per favore rispettate le regole, e mi raccomando siate prudenti”»4. Drive.ai, l’azienda di auto a guida autonoma di Ng, ha allestito una flotta di taxi van che trasportano i passeggeri in aree a recinzione virtuale, a cominciare dal Texas, uno dei pochi Stati in cui questi veicoli sono legali. Presto vedremo gli esiti dell’esperimento, corredato di ottimistici programmi volti a educare i pedoni.

Domanda: l’IA causerà la disoccupazione di massa?

Non lo so. Io credo che non succederà, almeno non a breve. La massima di Marvin Minsky «le cose facili sono difficili» vale per buona parte dell’IA, ed è probabile che, per i computer (o per i robot), molti mestieri umani siano molto piú difficili di quanto possiamo credere.

I sistemi di IA sostituiranno indubbiamente l’uomo in alcune mansioni, e già lo hanno fatto, spesso procurando grandi vantaggi alla società. Ma nessuno sa ancora quali saranno le ricadute complessive dell’IA sull’occupazione, perché nessuno è in grado di prevedere le capacità future delle tecnologie di IA.

Circolano le notizie piú disparate sui probabili effetti dell’IA sull’occupazione, in particolare sulla vulnerabilità dei milioni di posti di lavoro nel mondo dei trasporti. È possibile che gli addetti in questo settore saranno prima o poi rimpiazzati. Tuttavia è difficile prevedere quando, considerando l’incertezza sui tempi in cui la guida autonoma diventerà la norma.

Incertezze a parte, la questione del rapporto tra tecnologia e occupazione fa (giustamente) parte delle discussioni sull’etica dell’IA. Diverse persone hanno sottolineato che, storicamente, le nuove tecnologie hanno creato tanti nuovi lavori quanti ne hanno sostituiti, e che l’IA non farebbe eccezione. Forse ridurrà posti di lavoro ai camionisti, ma essendo necessario sviluppare un’etica dell’IA, creerà nuovi posti per i filosofi morali. Lo dico non già per minimizzare il possibile problema, ma per far capire l’incertezza che lo circonda. Una relazione del 2016, minuziosamente documentata, dello U.S. Council of Economic Advisers, sui possibili effetti dell’IA sull’economia, ha evidenziato il seguente punto: «Regna grande incertezza sulla portata di questi effetti, e sulla rapidità con cui avranno luogo. […] In base alle prove di cui disponiamo attualmente, non è possibile fare previsioni specifiche, e quindi i decisori politici devono prepararsi ad affrontare un ventaglio di esiti possibili»5.

Domanda: un computer potrebbe essere creativo?

Per parecchia gente l’idea di un computer creativo appare contraddittoria. In fondo, è nella natura stessa di una macchina l’essere «meccanica», un termine che denota comunemente l’opposto della creatività. Una persona scettica potrebbe sostenere che «un computer può fare solo ciò che è programmato a fare da un essere umano, e quindi non può essere creativo: la creatività implica il creare qualcosa di nuovo da soli»6.

Credo che questa idea, ossia che un computer non possa per definizione essere creativo perché sa fare solo ciò che è esplicitamente programmato a fare, sia sbagliata. Molti sono i modi in cui un programma informatico può generare cose che il suo programmatore non aveva mai nemmeno pensato. Il mio programma Copycat (descritto nel capitolo precedente) ha spesso prodotto delle analogie che a me non sarebbero mai venute in mente, ma che hanno una propria logica curiosa. Sono convinta che, in linea di principio, sia possibile per un computer essere creativo. Ma credo anche che la creatività implichi la capacità di comprendere e di valutare l’oggetto creato. Secondo questa accezione di creatività, oggi nessun computer al mondo può dirsi creativo.

Ragionando in questi termini, è lecito chiedersi se un programma informatico possa generare una bella opera d’arte o musicale. La bellezza è quanto mai soggettiva. Ma la mia risposta è chiaramente affermativa. Esistono diverse opere d’arte generate al computer che io considero belle. Una serie di esempi li offre l’«arte genetica» dell’informatico e artista Karl Sims7. Egli ha programmato dei computer per generare opere d’arte usando un algoritmo vagamente ispirato alla selezione naturale di Darwin. Impiegando funzioni matematiche che includevano elementi casuali, il programma di Sims genera diverse opere potenzialmente artistiche. Una persona sceglie quella che piú le piace, e il programma crea varianti dell’opera scelta introducendo la casualità nelle relative funzioni matematiche; dopodiché la persona sceglierà la mutazione preferita e cosí via, iterazione dopo iterazione. Questo procedimento ha generato stupefacenti opere astratte, che sono state esposte in molti musei.

Nel progetto di Sims la creatività scaturisce dalla collaborazione tra l’uomo e il computer: quest’ultimo genera opere d’arte iniziali e le sue varianti successive; l’uomo esprime il proprio giudizio sulle opere che scaturiscono, un giudizio che deriva dalla comprensione, propria dell’uomo, dei concetti artistici astratti, che il computer non conosce. Ecco perché lui da solo non è creativo.

Esempi simili esistono nella creazione musicale, dove un computer genera una musica bella (o almeno gradevole). Ma a mio parere la creatività scaturisce solamente dalla collaborazione con un essere umano, che presta la propria capacità di comprendere che cosa rende bella la musica, e che esprime quindi un giudizio sulla produzione del computer.

Il piú celebre programma informatico che ha generato della musica in questo modo è Experiments in Musical Intelligence (Emi)8, cui accennavo nel Prologo. Emi venne concepito per generare musica nello stile di vari compositori classici, e alcuni suoi brani indussero persino dei musicisti professionisti a credere che a scriverli fosse stato un vero compositore.

Emi fu creato dal compositore David Cope, originariamente per fare da «assistente musicale». Cope era affascinato da una lunga tradizione che impiegava la casualità nella produzione musicale. Un celebre esempio è costituito dal «gioco dei dadi musicale», praticato da Mozart e da altri compositori del Settecento. Uno dei musicisti scomponeva un brano musicale in brevi segmenti (per esempio singole misure) e poi gettava i dadi per determinare dove collocare i segmenti nel nuovo brano.

In un certo modo Emi era un gioco dei dadi musicale spinto all’estremo. Affinché Emi creasse brani nello stile, poniamo, di Mozart, Cope scelse per cominciare un’ampia raccolta di brevi segmenti musicali dalle opere del compositore salisburghese e applicò un proprio programma che identificava dei pattern musicali essenziali chiamati «firme», cioè pattern che aiutavano a definire lo stile esclusivo del compositore. Scrisse poi un altro programma che classificava ciascuna firma, in funzione dei particolari ruoli musicali che poteva svolgere in un brano. Le firme erano archiviate in un database corrispondente al compositore (a Mozart, nel nostro esempio). Cope aveva anche sviluppato in Emi un insieme di regole – una sorta di «grammatica» musicale – che stabilivano i vincoli entro i quali dovevano avere luogo le ricombinazioni delle variazioni delle firme, in modo da creare un brano musicale coerente nel proprio stile. Emi impiegava un generatore di numeri casuali (l’equivalente informatico del lancio dei dadi) per selezionare le firme e creare da queste ultime dei segmenti musicali; il programma usava quindi la propria grammatica musicale, che lo aiutava a decidere in quale modo ordinare i segmenti.

Cosí Emi generava un numero illimitato di nuove composizioni «nello stile» di Mozart o di qualsiasi altro compositore di cui era stato costruito un database di firme musicali. Cope scelse con cura le migliori composizioni di Emi da far conoscere al pubblico. Mi è capitato di ascoltarne diverse. Oscillano, secondo me, dal mediocre al sorprendentemente brillante, e rivelano alcuni buoni passaggi, benché nessuno abbia la profondità del lavoro originale del compositore. (È pur vero che mi pronuncio sapendo a priori che i brani li aveva composti Emi, e quindi nutro forse dei preconcetti.) I brani piú lunghi contengono spesso dei passaggi assai gradevoli, ma hanno anche la tendenza, non umana, a perdere il filo di un’idea musicale. Eppure, nel loro complesso, le opere di Emi divulgate riuscivano a rendere perfettamente lo stile di vari compositori classici.

E allora, Emi era creativo? La mia risposta è no. Una parte della musica da lui generata era piuttosto buona, ma si affidava alla conoscenza musicologica di Cope, che era inclusa nelle firme musicali che egli aveva identificato e nelle regole musicologiche da lui concepite. Ma soprattutto, il programma mancava, a mio avviso, di una reale comprensione della musica che lui stesso aveva generato, una comprensione dei concetti musicali e dell’impatto emotivo della musica. Per queste ragioni, Emi era incapace di giudicare la qualità della propria musica. Il compito spettava a Cope, il quale semplicemente diceva: «Ho divulgato le opere che mi piacciono, le altre no»9.

Nel 2005, con una decisione a mio avviso sconcertante, Cope distrusse l’intero database delle firme musicali di Emi. Addusse la ragione che tali composizioni, essendo riproducibili tanto facilmente e all’infinito, erano scarsamente apprezzate dai critici. Cope sentiva che Emi sarebbe stato apprezzato come compositore solamente se aveva, come scrisse la filosofa Margaret Boden, un’«opera finita – come tutti i compositori umani nel loro tempo finito sulla terra»10.

Non so se la mia opinione consolerà Douglas Hofstadter, che tanto fu turbato dalle composizioni piú suggestive di Emi e dalla loro capacità di ingannare i veri musicisti. Comprendo la sua preoccupazione. Come osservava lo studioso di letteratura Jonathan Gottschall, «l’arte è senza dubbio ciò che piú distingue gli esseri umani dal resto del creato. È la cosa che ci rende piú che mai orgogliosi di essere ciò che siamo»11. Ma aggiungerei che a renderci fieri di noi stessi è, oltre alla generazione dell’arte, la nostra capacità di apprezzarla, di comprendere che cosa la rende toccante, e di afferrare ciò che essa ci comunica. Questo apprezzamento e questa comprensione sono essenziali tanto per il pubblico quanto per l’artista. In mancanza di ciò, non mi sento di definire «creativa» una creazione. In breve, la mia risposta alla domanda «un computer potrebbe essere creativo?», sarebbe in linea di principio decisamente affermativa. Ma è qualcosa che non accadrà cosí presto.

Domanda: a quando la creazione di un’IA generale di livello umano?

Risponderò citando Oren Etzioni, direttore dell’Allen Institute for AI: «Prendete la vostra stima, moltiplicatela per due, per tre, per quattro. Il risultato sarà la risposta»12.

Per un’altra opinione, vi rimando alla valutazione di Andrej Karpathy, nel capitolo precedente: «Siamo veramente ancora molto ma molto lontani»13.

È anche la mia convinzione.

In origine i computatori (computers) erano esseri umani. Si trattava in genere di donne che, specie durante la Seconda guerra mondiale, eseguivano a mano o con calcolatrici meccaniche i calcoli per stabilire le traiettorie dei missili, calcoli che i soldati impiegavano per puntare l’artiglieria. Questo era il significato originario di computatore. Secondo il libro di Claire Evans Broad Band, negli anni Trenta e Quaranta «il termine “ragazza” era usato quasi come sinonimo di “computer”. Un membro del […] National Defense Research Committee […] stabilí approssimativamente che un’unità di energia pari a un “chilo-ragazza” di energia equivaleva a circa mille ore di calcolo»14.

A metà degli anni Quaranta i calcolatori elettronici sostituirono quelli umani e divennero di colpo superumani: a differenza di qualsiasi computer umano, le macchine calcolavano «la traiettoria di un proiettile in corsa piú velocemente di quanto il proiettile stesso riuscisse a volare»15. Fu il primo dei molti compiti ristretti in cui i computer si dimostrarono eccellenti. I computer odierni – programmati con algoritmi di IA di ultima generazione – hanno espugnato molti altri compiti ristretti. Ma l’intelligenza generale è qualcosa che a loro ancora sfugge.

Come abbiamo visto, nel corso della storia dell’IA celebri esperti hanno predetto che l’IA generale sarebbe arrivata entro dieci o quindici o venticinque anni, o «nell’arco di una generazione». Tuttavia nessuna delle previsioni si è avverata. E come dicevo nel capitolo III, la «lunga scommessa» tra Ray Kurzweil e Mitchell Kapor sulla possibilità che un programma superi un test di Turing strutturato ad arte, si deciderà nel 2029. Io punto le mie carte su Kapor. Concordo appieno con le sue idee, citate nel prologo: «L’intelligenza umana è un fenomeno meraviglioso, sottile e poco compreso. Non esiste il pericolo di duplicarla da qui a breve»16.

«Fare previsioni è difficile, specie sul futuro». Ignoriamo chi abbia coniato questo motto arguto, ma vale nell’IA come in qualsiasi altro campo. Alla domanda relativa a quando arriverà l’IA generale o un’IA «superintelligente», diversi esperti di IA hanno dato un ampio ventaglio di risposte, che vanno da «nei prossimi dieci anni» a «mai»17. In altre parole, non ne abbiamo la piú pallida idea.

Sappiamo invece che l’IA generale di livello umano richiederà abilità a cui i ricercatori nel campo dell’IA stanno lavorando da decenni per capirle e riprodurle: la conoscenza di senso comune, l’astrazione e l’analogia. Ma sono capacità rivelatesi assolutamente inafferrabili. Restano inevase altre importanti domande: l’IA generale richiederà una coscienza? Dovrà possedere un senso del sé? Provare emozioni? Un istinto di sopravvivenza e la paura della morte? Avere un corpo? Riprendendo la citazione di Marvin Minsky, «Siamo ancora in un periodo di gestazione riguardo alle nostre teorie sulla mente».

Trovo a dir poco esasperante chiedere «quando i computer diverranno superintelligenti», ossia quando avranno «un intelletto molto piú acuto dei migliori cervelli umani quasi in ogni campo, incluse la creatività scientifica, la saggezza generale e le abilità sociali»18.

Diversi autori hanno asserito che i computer, se mai raggiungeranno un’IA generale di livello umano, diverranno presto «superintelligenti», seguendo un processo che richiama la visione di Irving John Good di un’«esplosione dell’intelligenza» (descritta nel capitolo III). La gente pensa in genere che un computer dotato di intelligenza generale saprà leggere, veloce come un fulmine, tutti i documenti dell’umanità e imparerà tutto quello che c’è da sapere; che scoprirà poi, con le sue crescenti capacità deduttive, ogni nuova forma di conoscenza e la trasformerà in nuovo potere cognitivo a proprio vantaggio. Una macchina del genere non sarebbe limitata dai fastidiosi vincoli di noi umani: lentezza di pensiero e di apprendimento, irrazionalità e pregiudizi cognitivi, o la tendenza ad annoiarci, il bisogno di sonno, e le emozioni: tutti elementi che ostacolano il pensiero produttivo. Secondo questa visione delle cose, una macchina superintelligente conterrebbe qualcosa che si avvicina all’intelligenza «pura», senza i vincoli delle nostre debolezze.

Ciò che mi sembra piú probabile è che questi presunti limiti umani facciano tutt’uno con la nostra intelligenza generale. I limiti cognitivi che gravano su di noi per il fatto di avere un corpo che agisce nel mondo, ed emozioni e pregiudizi «irrazionali» evoluti affinché agiamo come gruppo sociale, e le altre caratteristiche considerate talvolta «difetti» cognitivi, sono proprio ciò che ci permette di avere un’intelligenza generale e di non essere degli stupidi savants. Non lo posso dimostrare, eppure credo che l’intelligenza generale sia inseparabile da questi apparenti difetti, nell’uomo come nella macchina.

Nel paragrafo «Dieci domande con tentativi di risposta», Douglas Hofstadter affrontava in Geb la questione con una domanda solo apparentemente semplice: «Un calcolatore che pensa sarà in grado di fare addizioni rapidamente?» La sua risposta mi sorprese quando la lessi per la prima volta, ma oggi alle mie orecchie suona corretta: «Forse no. Noi stessi siamo fatti di uno hardware in grado di eseguire calcoli strabilianti, ma questo non significa che il nostro livello simbolico, in cui siamo “noi”, sappia come effettuare gli stessi calcoli strabilianti. […] Fortunatamente per noi, il nostro livello simbolico (cioè, noi) non può avere accesso ai neuroni che stanno effettuando l’atto di pensare, altrimenti andremmo in tilt! […] Perché non dovrebbe essere lo stesso per un programma intelligente?» Hofstadter proseguiva spiegando che un programma intelligente rappresenterebbe al pari di noi i numeri «mediante un concetto pienamente dispiegato […]; un concetto completo delle associazioni di tutti i generi […]. Con tutto questo “bagaglio extra” da portare in giro, un programma intelligente diventerà abbastanza lento nel sommare»19.

Domanda: quanto dovremmo essere terrorizzati dall’IA?

Se, per farvi un’idea dell’IA, vi basate sui film e sui racconti di fantascienza (e persino su alcuni saggi divulgativi), avrete paura che essa divenga cosciente, che risulti malvagia, e che cerchi di schiavizzarci o di ucciderci. Ma considerando quanto l’IA sembra lontana da una forma di intelligenza generale, non è questo che teme buona parte delle persone che lavorano in questo campo. Come ho argomentato nel corso del libro, molte sono le ragioni per temere la corsa sfrenata della nostra società all’adozione incondizionata della tecnologia legata all’IA: la possibilità di una perdita enorme di posti di lavoro, il possibile uso improprio dei sistemi di IA, e l’inaffidabilità e la vulnerabilità di questi sistemi all’hackeraggio. Queste sono solo alcune delle legittime preoccupazioni di chi teme l’impatto delle tecnologie sulla vita umana.

Ho esordito raccontando il terrore di Hofstadter rispetto ai recenti progressi dell’IA. A terrorizzarlo però era qualcos’altro. Lui era preoccupato che la mente e la creatività umana potessero essere eguagliate troppo facilmente da programmi di IA; che le sublimi creazioni delle menti umane che lui piú ammirava – come Chopin – potessero trovare dei rivali in algoritmi superficiali come Emi con i suoi «semplici trucchetti». Lamentava che «se tali menti di infinita raffinatezza e complessità, e capaci di una tale profondità emotiva, potessero essere banalizzate da un minuscolo chip, ebbene tutto questo annienterebbe la mia idea di natura umana». Hofstadter era altrettanto inquietato dalle predizioni di Kurzweil sulla Singolarità prossima ventura; era angosciato dall’idea che, se Kurzweil avesse avuto in qualche modo ragione, «Saremo sostituiti. Saremo dei derelitti. Saremo degli sconfitti».

Comprendo i timori di Hofstadter. Credo però che siano prematuri. Soprattutto, il messaggio da conservare di questo libro è che noi umani sopravvalutiamo i progressi nell’IA e sottovalutiamo la complessità della nostra intelligenza. L’IA dei giorni nostri è lontana dall’intelligenza generale, e non credo che la «superintelligenza» delle macchine sia all’orizzonte. Se l’IA generale dovesse mai arrivare, sono pronta a scommettere che la sua complessità se la giocherà alla pari con quella dei nostri cervelli.

In qualsiasi classifica delle preoccupazioni a breve termine relative all’IA, la superintelligenza dovrebbe trovarsi in fondo alla lista. Il vero problema è in realtà il suo contrario. Nel libro ho raccontato in che modo i sistemi di IA, anche i piú avanzati, siano fragili, ossia commettano errori quando il loro input si discosta troppo dagli esempi sui quali li abbiamo addestrati. È spesso difficile prevedere in quali circostanze emergerà la loro fragilità. Nella trascrizione vocale, nella traduzione da una lingua all’altra, nella descrizione del contenuto di fotografie, nella guida in una città trafficata: ebbene, se la robustezza della prestazione è il fattore decisivo, allora l’uomo è ancora necessario. Credo che a breve termine l’aspetto piú preoccupante relativo ai sistemi di IA è che rischiamo di concedere loro troppa autonomia senza essere pienamente consapevoli dei loro limiti e dei loro punti deboli. Abbiamo la tendenza ad antropomorfizzarli: attribuiamo loro qualità umane, sopravvalutando cosí fino a quale punto possiamo concedere loro piena fiducia.

Scrivendo dei pericoli dell’IA, l’economista Sendhil Mullainathan citava il fenomeno della coda lunga (descritto nel capitolo VI) nella propria teoria del tail risk (rischio estremo).


Dovremmo avere paura. Non delle macchine intelligenti, ma delle macchine che prendono decisioni, senza avere l’intelligenza per farlo. Temo molto di piú la stupidità delle macchine che non la loro intelligenza. La stupidità delle macchine crea un tail risk. Le macchine possono prendere molte ottime decisioni e poi, un giorno, fallire in modo spettacolare su un evento inatteso che non era comparso nei dati di addestramento. Ecco la differenza tra l’intelligenza specifica e l’intelligenza generale20.



Oppure, come si è espresso in modo memorabile l’esperto di IA Pedro Domingos, «ci preoccupiamo che i computer possano diventare troppo intelligenti e si impadroniscano del mondo, ma il problema reale è che sono troppo stupidi e che il mondo è già nelle loro mani»21.

Mi preoccupa questa mancanza di affidabilità dell’IA; mi preoccupa anche l’uso che se ne farà. Oltre alle considerazioni etiche che ho affrontato nel capitolo VII, uno sviluppo inquietante è rappresentato dall’uso dei sistemi di IA per generare fake media: testi, suoni, immagini e video che mostrano con terrificante realismo eventi che non sono mai accaduti.

Allora, dobbiamo avere paura dell’IA? Sí e no. Le superintelligenti macchine coscienti non sono all’orizzonte. Gli aspetti della nostra umanità che ci stanno piú a cuore non saranno eguagliati da «qualche trucchetto» informatico. O perlomeno, io non lo credo. Tuttavia assai preoccupanti sono i possibili usi pericolosi e fraudolenti degli algoritmi e dei dati. È spaventoso. Mi rincuora però la notevole attenzione che questo tema sta ricevendo dentro e fuori la comunità dell’IA. Fra i ricercatori, nelle multinazionali e in ambito politico si sta facendo strada l’idea della necessità di farsi carico di questi problemi e risolverli.

Domanda: quali appassionanti problemi nell’IA restano da risolvere?

Quasi tutti.

Quando iniziai a lavorare nel campo dell’IA, uno degli aspetti che allora trovai piú appassionante era che quasi tutte le domande importanti in quel campo erano irrisolte, in attesa di nuove teorie. Credo che il discorso valga ancora oggi.

Se risaliamo alle origini dell’IA, la proposta di Dartmouth del 1955 di John McCarthy e colleghi (descritta nel capitolo I) elencava alcuni principali temi di ricerca: l’elaborazione del linguaggio naturale, le reti neurali, il machine learning, i concetti e il ragionamento astratto, e la creatività. Nel 2015 il research director di Microsoft Eric Horvitz diceva, scherzando, che «si potrebbe addirittura dire che la proposta [del 1955], se fosse adeguatamente riformulata, potrebbe essere riproposta alla National Science Foundation […] e riceverebbe probabilmente finanziamenti da program manager entusiasti»22.

Non vuol essere una critica alle precedenti ricerche effettuate nell’ambito dell’IA. Quella dell’intelligenza artificiale è perlomeno altrettanto difficile quanto altre grandi sfide scientifiche poste all’umanità. Rodney Brooks, del Mit, ha espresso questo concetto meglio di chiunque altro: «Agli albori dell’IA, i principali obiettivi che la ispiravano erano una prestazione e una intelligenza di livello umano. Credo che sia stato questo scopo ad attrarre buona parte dei ricercatori in quel campo nei primi sessant’anni. Il fatto che siamo ancora lontani dall’avere realizzato quelle aspirazioni non vuol dire che i ricercatori se la siano presa comoda o non siano stati brillanti. Vuol dire che si tratta di un obiettivo molto difficile»23.

Le domande piú appassionanti nell’ambito dell’IA non si concentrano solo sulle potenziali applicazioni. I suoi fondatori erano motivati da quesiti scientifici sulla natura dell’intelligenza e dal desiderio di sviluppare nuove tecnologie. In realtà, l’idea che l’intelligenza sia un fenomeno naturale, che si può indagare al pari di molti altri fenomeni costruendo modelli informatici semplificati, fu la motivazione che attirò molte persone (me inclusa) in questo ambito.

L’impatto dell’IA continuerà a crescere per tutti noi. Voglio sperare che questo libro abbia aiutato voi lettori, in quanto esseri umani pensanti, a farvi un’idea dello stato attuale di questa fiorente disciplina, inclusi i suoi molti problemi irrisolti, i rischi potenziali e i benefici delle sue tecnologie, e i quesiti scientifici e filosofici che essa solleva per la comprensione della nostra intelligenza umana. E se qualche computer sta leggendo queste righe, e può dirmi a cosa si riferisce «essa» nella frase precedente, lo accoglieremo a braccia aperte nella discussione.
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	uso di analogie.





	vettori di pensiero.

	Vinge, Vernor.

	von Neumann, John.




	Watson, Thomas J.

	Watson di Ibm.

	Weaver, Warren.

	Wiesel, Torsten.

	Winograd, Terry.

	WordNet.

	workshop del Darmouth sull’IA.




	Zuckerberg, Mark.
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Il libro




Quanto sono intelligenti i piú avanzati programmi di intelligenza artificiale? Possiamo fidarci di loro nelle decisioni che toccano le nostre vite? E in che misura dovremmo cominciare a preoccuparci rispetto a quando potrebbero superarci?

Nessuna impresa scientifica recente è stata cosí entusiasmante, terrorizzante, piena di promesse stravaganti e di frustranti battute d’arresto quanto l’intelligenza artificiale. Con chiarezza e passione, Melanie Mitchell, un’importante scienziata informatica, ci offre un avvincente resoconto dell’intelligenza artificiale contemporanea. Arricchito di storie personali e un tocco di umorismo, il volume illustra il funzionamento di macchine che imitano l’apprendimento, la percezione, il linguaggio e persino la creatività e il buon senso umani.

Intrecciando i progressi dell’intelligenza artificiale con le scienze cognitive e la filosofia, l’autrice sonda in che modi le macchine «intelligenti» di oggi possono effettivamente pensare o comprendere e se abbiano anche bisogno delle qualità umane piú peculiari.

Una panoramica accessibile, chiara ed equilibrata dell’intelligenza artificiale, di ciò che la ricerca ha effettivamente realizzato, dei suoi limiti invalicabili e di cosa significherà nel futuro.

«Melanie Mitchell scrive sull’intelligenza artificiale con voce calda e amichevole e una brillantezza che nessuna macchina potrebbe sperare di eguagliare… per ora».

Steven Strogatz

«Un tour illuminante su come funziona l’intelligenza artificiale e sul perché non è all’altezza della vera intelligenza umana».

Sean Carroll
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